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MỞ ĐẦU

1. Bối cảnh nghiên cứu

Nghiên cứu về học máy, nghiên cứu sinh nhận thấy quá trình giải một bài

toán trong học máy thường gồm ba bước chính: bước mô hình hóa, bước học

và bước suy diễn. Trong đó, mô hình hóa là tìm một mô hình thích hợp cho

bài toán cần giải quyết, học là quá trình tối ưu các tham số của mô hình và

suy diễn là bước dự đoán kết quả đầu ra của mô hình dựa trên các tham số đã

huấn luyện. Ký hiệu x là tập các tham số của mô hình, khi đó bước học chính

là quá trình ước lượng tham số, tức là tìm tham số x sao cho dữ liệu sẵn có và

mô hình khớp với nhau nhất. Việc tối ưu tham số, hay còn gọi là quá trình học

tham số, là ý tưởng chính của các bài toán học máy nhằm tìm được mối tương

quan giữa các đầu vào và đầu ra dựa trên dữ liệu huấn luyện. Một phương pháp

ước lượng tham số thông dụng được sử dụng trong học máy thống kê chính là

phương pháp ước lượng hợp lý cực đại MLE (Maximum Likelihood Estimation)

[1, 2]. MLE thực hiện chủ yếu dựa trên các dữ liệu quan sát và thường làm việc

tốt trên các mô hình có dữ liệu huấn luyện đủ lớn [3, 4, 5, 6]. Giả sử x là tập

các tham số của mô hình và D là tập dữ liệu quan sát, khi đó ước lượng MLE

chính là quá trình tối ưu tham số x theo xác suất:

x∗ = arg max
x

P (D|x) (0.1)

trong đó xác suất P (D|x) được gọi là likelihood của tham số x. Phương pháp

MLE được xây dựng dựa trên hàm likelihood và tìm kiếm giá trị tối ưu của x để

xác suất P (D|x) đạt cực đại. Như đã đề cập, MLE chính là tìm cách giải thích

hợp lý cho các dữ liệu quan sát được. Do xác suất P (D|x) thường nhỏ, để tránh

sai số tính toán, người ta thường dùng logarit tự nhiên của hàm likelihood để

đưa hàm mục tiêu về dạng thuận tiện hơn. Khi đó, bài toán MLE đưa về dạng

sau:

x∗ = arg max
x

logP (D|x) (0.2)

Nếu chúng ta xem xét bài toán MLE (0.1) dưới góc độ của bài toán tối

ưu với hàm mục tiêu P (D|x) thì bài toán MLE (0.1) có thể được giải bằng

các phương pháp tối ưu thông dụng như phương pháp nhân tử Lagrange [7],
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Gradient Descent (GD) [8], Stochastic Gradient Descent (SGD) [8, 9] hay bằng

phương pháp Expectation-Maximization (EM) [2, 10, 11]. Tuy nhiên, phương

pháp MLE được biết đến với xu hướng phù hợp với dữ liệu, nên hiện tượng quá

khớp có thể trở nên nghiêm trọng hơn đối với các mô hình phức tạp liên quan

đến dữ liệu trong thế giới thực với số chiều lớn như dữ liệu hình ảnh, tiếng nói

và văn bản. MLE thường làm việc không hiệu quả trong trường hợp có quá ít

dữ liệu huấn luyện [12, 13, 14]. Ngoài ra, việc cực đại hóa hàm likelihood của

MLE là không dễ dàng khi đạo hàm của nó là khó giải, cũng như không phải

lúc nào cũng có thể giải được MLE trực tiếp bằng các phương pháp tích phân

giải tích.

Khắc phục nhược điểm của MLE, chúng ta có thể ước lượng tham số mô hình

theo một cách tiếp cận khác, đó là sử dụng phương pháp cực đại hóa ước lượng

xác suất hậu nghiệm MAP (Maximum A Posteriori Estimation) [15]. Khác với

MLE, phương pháp MAP không những dựa trên dữ liệu huấn luyện mà còn dựa

trên những thông tin đã biết của tham số. Ước lượng MAP chính là tối ưu tham

số x theo xác suất có điều kiện:

x∗ = arg max
x

P (x|D)︸ ︷︷ ︸
Posterior

(0.3)

trong đó xác suất P (x|D) được gọi là xác suất hậu nghiệm (posterior probability)

của tham số x. Thông thường, hàm tối ưu trong (0.3) rất khó xác định trực tiếp

[16, 17]. Vì vậy, để giải bài toán MAP, chúng ta thường sử dụng quy tắc Bayes

P (x|D) =
P (D|x)× P (x)

P (D)
∝ P (D|x)× P (x)

và đưa bài toán MAP (0.3) về dạng:

x∗ = arg max
x

[P (D|x)× P (x)] (0.4)

trong đó xác suất P (x) gọi là xác suất tiên nghiệm (prior) của tham số x. Theo

công thức (0.4) thấy rằng xác suất hậu nghiệm P (x|D) tỉ lệ thuận với tích của

thành phần likelihood P (D|x) và prior P (x) và khi P (x) là prior liên hợp thì bài

toán MAP (0.4) trở nên dễ giải hơn [18]. Như vậy, việc chọn prior phù hợp giúp

cho việc tối ưu bài toán MAP được thuận lợi hơn. Trong một số trường hợp,

hàm mục tiêu của (0.4) khá nhỏ, sai số tính toán có thể xảy ra. Tận dụng tính

chất đơn điệu tăng của hàm logarit, người ta thường lấy logarit hàm mục tiêu

của (0.4) và viết lại bài toán MAP (0.4) dưới dạng:

x∗ = arg max
x

[logP (D|x) + logP (x)] (0.5)
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Như vậy, điểm khác biệt lớn của MAP so với MLE là hàm mục tiêu của MAP

có thêm thành phần phân phối tiên nghiệm P (x) của x. Phân phối này chính

là những thông tin ta biết trước về x. Thông qua (0.5), thấy rằng MAP có vai

trò là kỹ thuật hiệu chỉnh của phương pháp MLE với logP (D|x) là phần hàm

chính, logP (x) là phần hiệu chỉnh. Theo quan điểm của suy diễn Bayes, MLE là

một trường hợp đặc biệt của MAP [19]. MAP là một phương pháp có khả năng

giúp mô hình tránh hiện tượng quá khớp, đặc biệt MAP thường mang lại hiệu

quả cao hơn MLE trong trường hợp có ít dữ liệu huấn luyện.

Ước lượng MAP có vai trò quan trọng trong nhiều mô hình thống kê với các

biến ẩn hay các tham số không chắc chắn. Có rất nhiều nghiên cứu liên quan

đến ước lượng MAP [20, 21, 22, 23, 24] hay ứng dụng của MAP vào các bài toán

ngược của Bayes vô hạn [25], xử lý ảnh [26, 27], phân tích văn bản [28, 29, 30],

thậm chí trong vật lý lượng tử [24]. Theo hiểu biết của nghiên cứu sinh, ước

lượng MAP được sử dụng nhiều trong mô hình đồ thị xác suất [31, 16, 14, 17].

Có nhiều cách tiếp cận để giải bài toán MAP như suy diễn biến phân [32, 33]

hay phương pháp lấy mẫu MCMC [34, 35],... Một hướng tiếp cận khác là xem

xét bài toán MAP (0.5) dưới góc nhìn của bài toán tối ưu toán học:

x∗ = arg max
x

[f(x) = logP (D|x) + logP (x)] (0.6)

trong đó hàm mục tiêu có dạng f(x) = logP (D|x) + logP (x). Khi đó có thể áp

dụng các phương pháp tối ưu ngẫu nhiên để giải chúng [36]. Trong một số trường

hợp bài toán MAP có thể được giải hiệu quả bằng các phương pháp tối ưu lồi

ngay cả ở trong trường hợp số chiều lớn [8, 27]. Mức độ khó giải của bài toán

(0.6) phụ thuộc vào đặc điểm của hàm mục tiêu f(x). Trong thực tế, khi làm

việc với các mô hình học máy thống kê, hàm mục tiêu f(x) thường rất phức tạp,

khó phân tích và thường là hàm không lồi có thể tốn kém về mặt tính toán khi

đánh giá [28, 37, 38].

Bài toán MAP không lồi thường hay xuất hiện gắn liền với các mô hình học

máy làm việc với dữ liệu lớn nên các phương pháp giải đúng thường không khả

thi. Vì vậy một hướng tiếp cận phổ biến và hiệu quả hơn cho bài toán MAP không

lồi này chính là các phương pháp xấp xỉ. Theo tìm hiểu, một số phương pháp xấp

xỉ như phương pháp Variational Bayes (VB) [39], collapsed Variational Bayes

(CVB) [40, 41], CVB0 [42], Collapsed Gibbs Sampling (CGS) [43], Concave-

Convex procedure (CCCP) [44], Stochastic Majorization-Minimization (SMM)

[45], Frank-Wolfe (FW) [46], Online-FW [47] hay Block-coordinate Frank-Wolfe
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[48] có thể được áp dụng để giải bài toán ước lượng hậu nghiệm. Ngoài ra,

phương pháp Particle Mirror Decent (PMD) [49] và HAMCMC [50] cũng đã

được đề xuất cho bài toán ước lượng phân phối hậu nghiệm đầy đủ. Các phương

pháp đề cập có thể coi là các phương pháp suy diễn tiên tiến. Tuy nhiên khi

nghiên cứu và phân tích đặc điểm của chúng, nhận thấy trong các phương pháp

đề cập vẫn còn một số nhược điểm tồn tại. Ví dụ, một số phương pháp đã nêu

chỉ áp dụng được cho một mô hình cụ thể hoặc chúng chưa đáp ứng được các

tiêu chuẩn quan trọng như sự hội tụ, tốc độ hội tụ, tính linh hoạt hay tính hiệu

chỉnh. Chúng tôi chưa nhìn thấy bất kỳ phân tích lý thuyết nào về khả năng

suy diễn nhanh của các phương pháp như VB, CVB, CVB0 và CGS. Mặc dù

phương pháp CCCP và SMM đảm bảo hội tụ đến một điểm dừng của bài toán

suy diễn, tuy nhiên tốc độ hội tụ của CCCP và SMM chưa được xác định đối

với bài toán không lồi tổng quát [44, 45]. FW là một phương pháp tổng quát

giải bài toán tối ưu lồi. [51] và [52] đã chỉ ra rằng thuật toán FW có thể được sử

dụng hiệu quả để suy diễn cho các mô hình chủ đề. OFW là một biến thể ngẫu

nhiên của FW cho các bài toán lồi. Một đặc điểm quan trọng của FW và OFW

chính là chúng có thể hội tụ nhanh và cho nghiệm thưa. Tuy nhiên, hạn chế của

chúng là chỉ áp dụng cho các bài toán lồi, chưa đáp ứng cho các mô hình không

lồi trong học máy. Thuật toán PMD [49] và HAMCMC [50] đều dựa trên lấy

mẫu để ước lượng phân phối xác suất hậu nghiệm, trong đó PMC có tốc độ hội

tụ O(T−1/2) trong khi HAMCMC có tốc độ hội tụ O(T−1/3) với T là số bước lặp

của thuật toán. Thuật toán Online Maximum a Posteriori Estimation (OPE)

[28] đã được đề xuất để giải bài toán MAP trong các mô hình đồ thị xác suất

với tốc độ hội tụ là O(1/T ). OPE là một thuật toán tối ưu ngẫu nhiên được cải

tiến từ thuật toán OFW [47] để giải bài toán MAP không lồi và có tốc độ hội

tụ nhanh vượt qua nhiều thuật toán ngẫu nhiên hiện có khi giải bài toán MAP

không lồi.

Mặc dù ước lượng MAP có nhiều ưu thế so với MLE trên phương diện có

thể làm việc với dữ liệu huấn luyện ít, có khả năng hiệu chỉnh, tuy nhiên, tìm

đến các phương pháp hiệu quả giải bài toán MAP là việc khó khăn. Và nguyên

nhân chính dẫn đến khó khăn của bài toán MAP nằm ở chỗ hàm mục tiêu

f(x) = logP (D|x) + logP (x) trong nhiều trường hợp là hàm không lồi, khó tìm

được cực đại, dẫn đến giải trực tiếp bài toán MAP không khả thi [37]. Chúng

ta phải đối mặt với thách thức lớn: Làm thế nào để giải hiệu quả bài toán MAP

trong các mô hình đồ thị xác suất khi hàm mục tiêu là không lồi? Khi đó, bài
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toán MAP (0.6) có thể là không khả thi. Do vậy, đề xuất ra các thuật toán hiệu

quả đảm bảo về lý thuyết và thực nghiệm để giải bài toán MAP không lồi thu

hút sự quan tâm đồng thời cũng là thách thức của học máy thống kê.

2. Động lực thúc đẩy

Từ bối cảnh nghiên cứu đã được phân tích ở trên, nghiên cứu sinh nhận thấy

vai trò quan trọng của bài toán MAP trong học máy thống kê cũng như các

thách thức về việc phát triển các thuật toán hiệu quả cho bài toán. Mặc dù các

nhà nghiên cứu vẫn không ngừng cải tiến, đề xuất các thuật toán đáp ứng tốt

hơn cho các mô hình học máy ngày càng phức tạp nhưng vẫn còn một khoảng

cách rất lớn giữa hiệu quả thực tế của các thuật toán đạt được và mong muốn

của con người. Rất nhiều thuật toán đề xuất chưa đảm bảo các tiêu chuẩn như

về sự hội tụ nhanh, tính phổ dụng, tính linh hoạt hay khả năng hiệu chỉnh khi

áp dụng cho các mô hình thực tế phức tạp và thực hiện trên các bộ dữ liệu

lớn. Do vậy, nghiên cứu các phương pháp giải hiệu quả bài toán MAP không lồi

trong học máy thực sự có ý nghĩa, nhất là đặt trong bối cảnh các mô hình học

máy phát triển ngày càng phức tạp với nhiều tham số hơn và thường làm việc

trên các dữ liệu quan sát lớn, từ đó đòi hỏi ngày càng cao về chất lượng của các

thuật toán giải.

Nhận thức được điều này, nghiên cứu sinh đặt ra bài toán cần nghiên cứu

của mình là: Nghiên cứu đề xuất các thuật toán ngẫu nhiên hiệu quả giải bài

toán MAP không lồi xuất hiện trong các mô hình đồ thị xác suất được cho dưới

dạng:

x∗ = arg max
x

[f(x) = logP (D|x) + logP (x)]

trong đó hàm mục tiêu f(x) là hàm không lồi trên miền ràng buộc Ω. Khó khăn

của bài toán đặt ra ở đây chính là hàm mục tiêu f(x) không lồi, có thể xuất

hiện nhiều điểm cực trị địa phương/điểm yên ngựa, đồng thời f(x) là hàm nhiều

biến có số chiều lớn, có thể gặp khó khăn trong việc tính trực tiếp đạo hàm các

cấp, do đó bài toán MAP không lồi có thể trở thành khó giải [36, 53, 54, 55].

Nghiên cứu sinh đặt ra mục tiêu là đề xuất được một số thuật toán tối ưu

ngẫu nhiên để giải hiệu quả bài toán MAP không lồi đảm bảo các tiêu chí như

sau:

(i) Các thuật toán ngẫu nhiên đảm bảo chất lượng về lý thuyết và thực nghiệm,

(ii) Các thuật toán có tốc độ hội tụ nhanh,
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(iii) Các thuật toán có tính linh hoạt, tính tổng quát và khả năng hiệu chỉnh

tốt. Từ đó có thể áp dụng các thuật toán đó rộng rãi trong nhiều mô hình

trong học máy.

Để triển khai được các mục tiêu đặt ra, nghiên cứu sinh đã lựa chọn đề tài "Một

số phương pháp ngẫu nhiên cho bài toán cực đại hóa xác suất hậu nghiệm không

lồi trong học máy" cho luận án của mình. Sự thành công của đề tài góp phần

giải quyết tốt hơn bài toán ước lượng MAP không lồi, đồng thời có thể mở rộng

áp dụng để giải tốt các bài toán tối ưu không lồi thường xuất hiện trong nhiều

mô hình học máy.

3. Các đóng góp chính của luận án

Với mục tiêu triển khai thành công đề tài, các nghiên cứu của luận án tập

trung chính vào các đề xuất sau đây:

• Đề xuất bốn thuật toán tối ưu ngẫu nhiên OPE1, OPE2, OPE3 và OPE4

giải bài toán suy diễn hậu nghiệm trong mô hình chủ đề có bản chất là bài

toán tối ưu không lồi thông qua việc sử dụng phân phối xác suất đều kết

hợp với dùng hai chuỗi biên ngẫu nhiên xấp xỉ cho hàm mục tiêu ban đầu,

trong đó các đề xuất có đảm bảo về cơ sở lý thuyết và thực nghiệm.

• Đề xuất thuật toán tối ưu ngẫu nhiên GOPE giải bài toán MAP không lồi

trong mô hình chủ đề thông qua sử dụng phân phối Bernoulli với tham số

p ∈ (0, 1) thích hợp. Từ đó, áp dụng GOPE để thiết kế thuật toán ngẫu

nhiên Online-GOPE học mô hình chủ đề hiệu quả.

• Sử dụng ngẫu nhiên Bernoulli với tham số p ∈ (0, 1) thích hợp, kết hợp

với dùng hai biên ngẫu nhiên và nguyên lý tham lam, nghiên cứu sinh đề

xuất thuật toán ngẫu nhiên BOPE giải bài toán MAP không lồi tổng quát.

BOPE được thiết kế đảm bảo các tiêu chí quan trọng của một thuật toán

tối ưu mong muốn như đảm bảo tốc độ hội tụ nhanh, có tính linh hoạt dễ

dàng mở rộng được cho các mô hình khác, có tính hiệu chỉnh giúp mô hình

tránh được hiện tượng quá khớp. Chúng tôi đã áp dụng thành công thuật

toán BOPE vào mô hình chủ đề LDA, mô hình thông dụng để giải quyết

bài toán phân tích văn bản và mô hình CTMP trong hệ gợi ý.

Các thuật toán đề xuất trong luận án có ưu điểm vượt trội so với các thuật toán

đã có khi xét trên một số tiêu chí quan trọng như: Thuật toán có đảm bảo cơ
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sở lý thuyết cho sự hội tụ hay không? Tốc độ hội tụ là bao nhiêu? Thuộc nhóm

thuật toán ngẫu nhiên không? Có khả năng linh hoạt dễ dàng mở rộng áp dụng

cho các mô hình bài toán khác hay không? Có khả năng hiệu chỉnh hay không?

Chi tiết kết quả đối chiếu so sánh được tổng kết trong Bảng 3 dưới đây:

Phương pháp suy diễn Tốc độ hội tụ Ngẫu nhiên Linh hoạt Hiệu chỉnh
VB [39] − − − −
CVB [40] − − − −
CVB0 [42] − − − −
CGS [43] − Có − −
CCCP [44] − − − −
SMM [45] − − − −
PMD [49] O(T−1/2) Có − −

HAMCMC [50] O(T−1/3) Có − −
OPE [28] O(1/T ) Phân phối đều Có −

OPE1, OPE2, OPE3, OPE4 O(1/T ) Phân phối đều Có −
GOPE, BOPE O(1/T ) Phân phối Bernoulli Có Có

Bảng 3: So sánh lý thuyết của các phương pháp suy diễn trên các tiêu chuẩn như tốc độ hội tụ, tính
ngẫu nhiên, tính linh hoạt, hiệu chỉnh. T biểu thị số lần lặp và ’-’ biểu thị "không xác định". Chúng
tôi phát hiện ra rằng BOPE chiếm ưu thế nổi trội khi so sánh với các phương pháp suy diễn khác.

4. Bố cục của luận án

Với các thuật toán đề xuất đã nêu ở mục trên, luận án được kết cấu thành 4

chương với bố cục như sau:

• Chương 1 trình bày về một số kiến thức cơ sở liên quan đến luận án như

bài toán MAP không lồi, tối ưu ngẫu nhiên, mô hình xác suất đồ thị, các

phương pháp suy diễn trong mô hình xác suất đồ thị, mô hình chủ đề, thuật

toán tối ưu ngẫu nhiên OPE. Đây là những kiến thức nền tảng cho việc phát

triển các đề xuất của nghiên cứu sinh xuyên suốt trong luận án.

• Chương 2 trình bày một số đề xuất phương pháp tối ưu ngẫu nhiên cho bài

toán suy diễn hậu nghiệm trong mô hình chủ đề với hàm mục tiêu không

lồi. Chúng tôi đã sử dụng chiến lược ngẫu nhiên hóa hàm mục tiêu bằng

phân phối xác suất đều kết hợp với hai biên ngẫu nhiên, đưa ra bốn thuật

toán ngẫu nhiên mới đặt tên là OPE1, OPE2, OPE3 và OPE4. Các đề xuất

mới, đặc biệt là OPE3 và OPE4, đảm bảo hiệu quả về tốc độ hội tụ và tính

tương thích cao so với các tiếp cận trước đó. Tính hiệu quả này được chứng

minh về mặt lý thuyết và thực nghiệm.

• Chương 3 trình bày thuật toán cải tiến mới GOPE giải bài toán MAP không

lồi trong mô hình chủ đề thông qua khai thác phân phối Bernoulli với xác
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suất p ∈ (0, 1) phù hợp. Thuật toán GOPE đảm bảo tốc độ hội tụ O(1/T )

với T là số bước lặp của thuật toán. Hơn nữa, tham số Bernoulli p góp phần

làm thuật toán GOPE có tính linh hoạt thích nghi tốt trên nhiều loại dữ

liệu. Sự hiệu quả của GOPE được chứng minh đầy đủ trên hai phương diện

lý thuyết và thực nghiệm với hai bộ dữ liệu văn bản lớn.

• Chương 4 trình bày thuật toán cải tiến mới BOPE. Sử dụng ngẫu nhiên

hóa Bernoulli kết hợp với chiến lược hai biên ngẫu nhiên đề xuất thuật toán

ngẫu nhiên BOPE giải bài toán MAP không lồi tổng quát. Sự hiệu quả của

BOPE được làm rõ trên nhiều phương diện lý thuyết và thực nghiệm. Ưu

điểm của BOPE cũng được chỉ rõ trên các tiêu chí như sự hội tụ, tốc độ hội

tụ, tính linh hoạt, tính hiệu chỉnh. Đồng thời nghiên cứu sinh đã áp dụng

thành công BOPE vào mô hình LDA hay được sử dụng trong phân tích văn

bản và mô hình CTMP sử dụng trong bài toán hệ gợi ý.

Với kết cấu 4 chương, luận án đã trình bày trọn vẹn các thuật toán đề xuất để

giải bài toán MAP không lồi trong học máy. Như vậy, các nội dung trong luận

án đã đáp ứng được các mục tiêu đề ra.
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Chương 1

MỘT SỐ KIẾN THỨC NỀN TẢNG

Chương này trình bày về một số kiến thức cơ sở liên quan của luận án bao

gồm: tổng quan về bài toán cực đại hóa xác suất hậu nghiệm, mô hình đồ thị

xác suất và các phương pháp suy diễn, tối ưu ngẫu nhiên, mô hình chủ đề và

một số thuật toán học trong mô hình chủ đề.

1.1. Tối ưu không lồi

1.1.1. Bài toán tối ưu tổng quát

Mô hình học máy thường được mô tả bởi bộ các tham số và bước học chính

là đi tìm tham số tối ưu cho mô hình, từ đó dẫn về một bài toán tối ưu tham

số. Nhiệm vụ của một thuật toán tối ưu trong học máy chính là tìm giá trị "tốt

nhất" cho tham số của mô hình. Giả sử tập hợp các tham số mô hình được ký

hiệu bằng x, hàm đánh giá của mô hình thường được ký hiệu là f(x). Bài toán

tìm tham số "tốt nhất" được đưa về bài toán tối ưu có dạng minx f(x) hoặc

maxx f(x). Như vậy, học một mô hình học máy chính là giải một bài toán tối ưu

toán. Do đó, tối ưu toán học, đặc biệt là tối ưu không lồi đã trở thành trung

tâm của học máy [36].

Định nghĩa 1.1 (Tập lồi). Một tập Ω ⊆ Rp được gọi là một tập lồi nếu

∀x,y ∈ Ω và 0 ≤ α ≤ 1⇒ αx+ (1− α)y ∈ Ω.

Định nghĩa 1.2 (Hàm lồi). Một hàm số f xác định trên tập lồi Ω được gọi là

hàm lồi trên Ω nếu

f(αx+ (1− α)y) ≤ αf(x) + (1− α)f(y) ∀x,y ∈ Ω và 0 < α < 1.

Chú ý rằng:

(i) Một hàm số f xác định trên tập lồi Ω được gọi là lõm nếu −f là lồi trên Ω.

(ii) Cho f và g là các hàm lồi trên tập lồi C và D tương ứng. Khi đó các hàm

số αf + βg (∀α, β ≥ 0) và max{f, g} cũng lồi trên C ∩D.

Xét bài toán tối ưu tổng quát

min
x∈Ω

f(x) (1.1)
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trong đó hàm mục tiêu f(x) là hàm trơn và không lồi trên miền đóng Ω ⊂ Rp.

Khi Ω = Rp thì bài toán (1.1) đưa về bài toán tối ưu không ràng buộc có dạng

min
x∈Rp

f(x) (1.2)

Do maxx∈Ω f(x) = minx∈Ω[−f(x)], nên bài toán cực đại hóa

max
x∈Ω

f(x) (1.3)

được xem xét tương tự như bài toán cực tiểu hóa (1.1).

Định lý 1.1 (Điều kiện tối ưu bậc nhất). Cho hàm f xác định và khả vi trên Rp.

Nếu x∗ ∈ Rp là nghiệm cực tiểu địa phương của bài toán (1.2) thì ∇f(x∗) = 0.

Định lý 1.2 (Điều kiện tối ưu bậc hai). Giả sử hàm số f khả vi liên tục hai

lần trên Rp. Khi đó:

• Nếu x∗ ∈ Rp là điểm cực tiểu địa phương của hàm f trên Rp thì ∇f(x∗) = 0

và ∇2f(x∗) = 0 nửa xác định dương.

• Ngược lại, nếu ∇f(x∗) = 0 và ∇2f(x∗) = 0 xác định dương thì x∗ là điểm

cực tiểu địa phương chặt của f trên Rp.

Đối với bài toán tối ưu lồi, nghiệm tối ưu địa phương cũng là tối ưu toàn cục.

Do đó, tối ưu lồi đã được nghiên cứu rất đầy đủ trên khía cạnh lý thuyết và

ứng dụng, đồng thời có nhiều thuật toán hiệu quả được đề xuất để giải chúng.

Ngược lại, giải các bài toán tối ưu không lồi thường gặp nhiều khó khăn bởi

tính đa cực trị của hàm mục tiêu. Với mỗi lớp bài toán tối ưu không lồi thường

có một số phương pháp giải phù hợp đi kèm. Một trong những cách tiếp cận

phù hợp và hiệu quả hiện nay chính là nhóm phương pháp dựa vào thông tin

đạo hàm, trong đó có các phương pháp bậc nhất chỉ dựa vào thông tin đạo hàm

cấp một, ví dụ như phương pháp GD hay SGD và các phương pháp bậc hai sử

dụng đạo hàm cấp hai như phương pháp Newton và các biến thể [36]. Phương

pháp bậc hai thường cho kết quả tốt hơn nhưng chi phí tính toán đạo hàm cấp

hai thường tốn kém và thậm chí không tính được. Chính vì vậy, bài toán tối ưu

trong học máy thường hay sử dụng phương pháp ngẫu nhiên bậc nhất, đảm bảo

đủ đơn giản và độ chính xác cần thiết khi áp dụng.

1.1.2. Tối ưu ngẫu nhiên

Các phương pháp tối ưu tất định kinh điển thường chỉ áp dụng tốt cho bài

toán tối ưu lồi và các bộ dữ liệu huấn luyện nhỏ [9, 36]. Do đó khi đối mặt với
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các bài toán tối ưu không lồi, các phương pháp tất định thường kém hiệu quả.

Các phương pháp tối ưu ngẫu nhiên như SGD [56] ra đời đã khắc phục nhược

điểm của tối ưu tất định.

Mục đích của một hệ thống học là tìm tham số tối ưu thông qua tối ưu hóa

một hàm đánh giá, giả sử đi tìm giá trị cực tiểu hàm hàm kì vọng rủi ro J(w)

như sau:

J(w) , EzQ(z,w) ,
∫
Q(z,w)dP (z) (1.4)

trong đó w là biến cần tìm để cực tiểu hóa hàm rủi ro J(w), z là các quan sát

đã biết và Q(z,w) là hàm mô tả độ rủi ro của hệ thống với quan sát z. Thông

thường hàm phân phối của dữ liệu P (z) là không biết trước, nên chúng ta phải

xấp xỉ hàm kỳ vọng rủi ro J(w) bởi hàm rủi ro thực nghiệm ĴL(w) dựa trên L

quan sát zn, n = 1, 2, .., L như sau:

J(w) ≈ ĴL(w) ,
1

L

L∑
n=1

Q(zn,w) (1.5)

Để cực tiểu hóa hàm ĴL(w) ta có thể sử dụng thuật toán GD cập nhật giá trị

của w sau mỗi vòng lặp theo công thức:

wt+1 = wt + ρt5w ĴL(wt) = wt − ρt
1

L

L∑
n=1

5wQ(zn,wt) (1.6)

Khi tốc độ học ρt đủ nhỏ, thuật toán hội tụ về cực tiểu địa phương. Tuy nhiên,

chúng tôi thấy rằng, mỗi lần cập nhật tham số, thuật toán GD phải duyệt qua

tất cả các quan sát một lần, điều này gây tốn kém về mặt thời gian và bộ nhớ

khi làm việc với dữ liệu lớn. Thuật toán tối ưu ngẫu nhiên SGD đã khắc phục

được nhược điểm này [56]. Ý tưởng của SGD là thay ∇wĴL(w) bằng một hàm

ngẫu nhiên R(zi,w) thỏa mãn

EQ(zi)R(zi,w) = ∇wĴL(w) (1.7)

với zi là một quan sát ngẫu nhiên lấy theo phân phối đều từ tập quan sát. Khi

đó, ta có R(zi,w) = ∇wQ(zi,w). Việc thay thế như vậy là một xấp xỉ nhiễu tới

đạo hàm đúng. Tuy nhiên, với tốc độ học ρt phù hợp thỏa mãn điều kiện [9, 56]:

∞∑
t=1

ρt →∞ ,

∞∑
t=1

ρ2
t <∞ (1.8)

thì SGD hội tụ tới một cực trị địa phương theo công thức cập nhật như sau:

wt+1 = wt − ρt∇wQ(zi,wt) (1.9)
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trong đó zi là một quan sát được chọn ngẫu nhiên trong tập quan sát.

Điều này cho phép thuật toán lặp đi lặp lại giữa việc lấy mẫu dữ liệu và điều

chỉnh cấu trúc ẩn dựa trên các mẫu được lấy. Một chuỗi ρt thỏa mãn điều kiện

trên hay được sử dụng có dạng như sau:

ρt = (t+ τ)−κ (1.10)

trong đó t = 1, 2, . . . , T (với T là số lượng vòng lặp cần thiết). Tham số τ ≥ 0 là

gọi là trọng số tiêu biến (decay weight) và κ ∈ (0.5, 1) là tham số quên (forgetting

rate). Tham số τ và κ có thể điều chỉnh thủ công sao cho thuật toán học thu

được kết quả tốt nhất.

Một lưu ý là thay vì việc lấy ngẫu nhiên một quan sát, ta cũng có thể thực hiện

lấy ngẫu nhiên B quan sát, tức là lấy theo mẫu nhỏ (mini-batch) {zi1,zi2,..,ziB}.
Công thức cập nhật khi sử dụng mẫu nhỏ kích thước B như sau:

wt+1 = wt − ρt
1

B

iB∑
b=i1

∇wQ(zb,wt) (1.11)

Phương pháp này sử dụng bộ nhớ ít hơn cách tiếp cận tối ưu "batch" thông

thường.

Do tối ưu không lồi rất thường gặp trong học máy, nên ngày càng có nhiều

nghiên cứu về các thuật toán giải bài toán không lồi trong học máy. Thuật

toán SVRG (Stochastic Variance Reduced Gradient) và Proximal SVRG (Prox-

SVRG) [57] có thể áp dụng cho bài toán có hàm mục tiêu là tổng hữu hạn các

hàm không lồi. Tuy nhiên, SVRG và Prox-SVRG có hạn chế là có thể không hội

tụ đến nghiệm toàn cục. Thuật toán CCCP (Concave-convex procedure) [44]

cũng được ứng dụng rộng rãi cho bài toán không lồi. CCCP biến đổi bài toán

không lồi thành tổng của các hàm lồi và hàm lõm sau đó tuyến tính hóa hàm

lõm. Tuy nhiên độ phức tạp của CCCP lớn vì phải giải một bài toán quy hoạch

toàn phương trong mỗi vòng lặp. GOA (graduated optimization algorithm) [58]

cũng được phổ biến cho bài toán tối ưu không lồi nhưng lại đối mặt với việc tính

toán trực tiếp các đạo hàm. Tác giả Hazan và các cộng sự [59] đề xuất thuật

toán GradOpt (Graduated Optimization) có khả năng hội tụ đến nghiệm tối ưu

toàn cục với tham số (a, σ) thích hợp. Hazan cũng chỉ ra GradOpt nhanh hơn

mini-batch SGD. Các tác giả trong [60] đề xuất SVRG-GOA và PSVRG-GOA

để giải bài toán không lồi dựa trên GOA, đồng thời chỉ ra GradOpt có một số

hạn chế như hội tụ chậm do việc giảm của tốc độ học, điều kiện trên hàm mục

tiêu là chặt khiến cho việc ứng dụng GradOpt bị hạn chế. Ngoài ra, một số thuật
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toán tối ưu đã và đang áp dụng hiệu quả trong trong học máy và học sâu như

Adagrad [61], RMSProp [62], Adadelta [63], Adam [64], RSAG [65] Natasha2

[66], NEON2 [67]. Bên cạnh việc đề xuất các thuật toán mới hiệu quả cải tiến

về tốc độ hội tụ, các nghiên cứu về việc thoát khỏi điểm yên ngựa trong tối ưu

không lồi cũng là được quan tâm bởi Dauphin và các cộng sự [68, 69] hay Rong

Ge và cộng sự [53, 70, 71]. Theo tìm hiểu của chúng tôi, để đánh giá sự hiệu quả

của một thuật toán tối ưu, thường xem xét thuật toán đó trên rất nhiều khía

cạnh:

(i) Thuật toán áp dụng thành công trên lớp bài toán nào: bài toán lồi/không

lồi, có ràng buộc/không ràng buộc? Ví dụ các phương pháp tất định kinh

điển như GD, subgradient hay proximal GD, accelerate proximal GD áp

dụng thành công trên tối ưu lồi với mẫu nhỏ, nhưng không hiệu quả khi

làm việc với dữ liệu lớn và hàm không lồi. Mặc dù nhóm ngẫu nhiên như

SGD có tốc độ hội tụ chậm, đạt O(T−1/2) cho bài toán tối ưu lồi và O(T−1/4)

cho bài toán không lồi sau T bước lặp, lại thích hợp cho bài toán tối ưu gắn

với các mô hình có dữ liệu lớn. Hoặc khi làm việc với bài toán tối ưu có

ràng buộc người ta thường hay sử dụng phương pháp Online Frank-Wolfe

(OFW) và các biến thể của nó [46, 47, 72].

(ii) Tốc độ hội tụ của thuật toán đạt được là bao nhiêu? Ví dụ, tốc độ hội tụ của

phương pháp GD là O(1/T ) khi giải bài toán tối ưu lồi và là O(T−1/2) khi

giải bài toán tối ưu không lồi, phương pháp OPE có tốc độ hội tụ O(1/T )

khi giải bài toán không lồi sau T bước lặp.

(iii) Thuật toán thuộc nhóm tất định hay ngẫu nhiên, ngẫu nhiên bậc không,

bậc một hay bậc hai? Ví dụ GD và Frank-Wolfe (FW) thuộc nhóm tất

định bậc nhất, phương pháp Newton thuộc nhóm tất định bậc hai, SGD

và Stochastically Controlled Stochastic Gradient (SCSG)[73] thuộc nhóm

ngẫu nhiên bậc nhất, còn Natasha2 [66] thuộc nhóm ngẫu nhiên bậc hai.

(iv) Có các giả thiết về tính trơn của hàm hay đạo hàm hay điều kiện phương

sai của đạo hàm bị chặn hay không? Có nhiều phương pháp cần đến giả

thiết về tính trơn của hàm mục tiêu hay gradient thỏa điều kiện Lipschitz,

thậm chí cần đến giả thiết hàm trơn bậc hai. Ví dụ, GD hay SGD đều có giả

thiết đạo hàm liên tục và thỏa điều kiện Lipschitz, Natasha2 hay NEON2

[67] cần đến điều kiện hàm trơn bậc hai.

13



(v) Chất lượng nghiệm tìm được của thuật toán đó đã đạt đến mức độ nào?

Kết quả tìm được điểm dừng hay nghiệm tối ưu địa phương/toàn cục của

hàm mục tiêu? Theo hiểu biết của chúng tôi, thuật toán GD, SGD, SVRG

chỉ có khả năng tìm đến nghiệm xấp xỉ của điểm dừng, trong khi Natasha2

và NEON2 có thể tìm đến nghiệm xấp xỉ tối ưu địa phương đối với tối ưu

không lồi [66, 67].

1.2. Mô hình đồ thị xác suất

1.2.1. Giới thiệu

Mô hình đồ thị xác suất [16, 74, 75] sử dụng đồ thị để biểu diễn phụ thuộc

có điều kiện giữa các biến ngẫu nhiên một cách trực quan, trong đó có các đỉnh

là các biến ngẫu nhiên, các cạnh biểu diễn sự phụ thuộc lẫn nhau của các biến

ngẫu nhiên, cả đồ thị biểu diễn một phân phối đồng thời của tất cả các biến

ngẫu nhiên đó. Mô hình đồ thị xác suất là một công cụ mạnh mẽ có nhiều ứng

dụng trong học máy, thị giác máy tính, xử lý ngôn ngữ tự nhiên và sinh học

tính toán.

Hình 1.1: Một ví dụ về một mô hình đồ thị xác suất. Mũi tên biểu trưng cho sự phụ thuộc xác suất:
D phụ thuộc lần lượt vào A, B và C trong khi C phụ thuộc vào B và D.

Trong rất nhiều mô hình thống kê, khi số lượng các biến ngẫu nhiên lớn và

có nhiều sự phụ thuộc của các biến, đồ thị xác suất là công cụ hữu hiệu để biểu

diễn toàn bộ mô hình. Mô hình đồ thị xác suất được sử dụng rất phổ biến trong

học máy thống kê do có nhiều ưu điểm:

• Mô hình ngẫu nhiên có thể được biểu diễn một cách trực quan bằng hình

ảnh, giúp dễ tư duy và sử dụng;

• Việc nghiên cứu tính chất của mô hình có thể thực hiện trên đồ thị, qua
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đó nhiều tính toán suy diễn có thể thực hiện hiệu quả hơn nhờ các công cụ

toán học của lý thuyết đồ thị.

Phân loại có hai nhóm mô hình đồ thị xác suất chính là mạng Bayes biểu diễn

quan hệ tương quan có chiều (nhân quả) thông qua một đồ thị có hướng (gọi

là mô hình đồ thị có hướng) và trường Markov ngẫu nhiên chỉ biểu diễn quan

hệ tương quan mà không nêu rõ quan hệ nhân quả (gọi là mô hình đồ thị vô

hướng).

Nghiên cứu về mô hình đồ thị được xem xét chủ yếu theo ba phần chính:

biểu diễn (cách xác định mô hình), học và suy diễn (học là làm thế nào để khớp

mô hình với dữ liệu trong thế giới thực) có liên kết chặt chẽ với nhau. Để các

thuật toán học và suy diễn hiệu quả, mô hình sẽ cần phải được biểu diễn đầy

đủ. Hơn nữa, các mô hình học yêu cầu bước suy diễn như một chương trình/thủ

tục con. Có hai cách tiếp cận suy diễn trong mô hình đồ thị xác suất, đó là suy

diễn theo xác suất biên và suy diễn theo xác suất hậu nghiệm MAP. Một số

nghiên cứu chỉ ra rằng suy diễn trong các mô hình đồ thị xác suất thường là

khó [14, 17, 31, 38, 54] và suy diễn có khả thi hay không phụ thuộc rất nhiều

vào cấu trúc đồ thị xác suất đó. Mặc dù suy diễn MAP không phải là bài toán

dễ giải trong trường hợp tổng quát nhưng thấy rằng suy diễn MAP dễ giải hơn

suy diễn tổng quát theo nghĩa suy diễn MAP có thể được giải trong thời gian

đa thức trong khi đó suy diễn tổng quát thường thuộc loại bài toán NP-khó.

Phương pháp Variable Elimination (VE) [76, 77, 78] thuộc nhóm phương pháp

suy diễn chính xác, đơn giản và tổng quát trong các mô hình đồ thị xác suất,

chẳng hạn như mạng Bayes và trường ngẫu nhiên Markov. Thuật toán VE có

thể được sử dụng để suy diễn cực đại hóa phân phối xác suất hậu nghiệm của

các biến. Tuy nhiên, thuật toán VE có độ phức tạp tính toán hàm mũ. Trong

trường hợp suy diễn chính xác không khả thi, chúng ta vẫn có thể nhận được lời

giải thông qua các phương pháp suy diễn xấp xỉ [14, 16, 17, 79]. Có ba phương

pháp xấp xỉ điển hình để suy diễn biến ẩn từ một phân phối trong các mô hình

đồ thị xác suất, đó là phương pháp suy diễn biến phân (Variational Inference)

[79, 80, 81], phương pháp lan truyền kì vọng (Expectation Propagation) [80, 82]

và phương pháp Monte Carlo [83].
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1.2.2. Một số phương pháp suy diễn

a. Phương pháp suy diễn biến phân

Giả sử một mô hình mạng Bayes có tập các biến ẩn kí hiệu là Z, các biến

quan sát kí hiệu là X. Mục tiêu là đi tìm một xấp xỉ cho phân phối hậu nghiệm

P (Z|X). Ta có biểu diễn logarit của hàm phân phối biên tại X như sau:

logP (X) =

∫
Q(Z) log(

P (X,Z)

Q(Z)
)dZ−

∫
Q(Z) log(

P (Z|X)

Q(Z)
)dZ (1.12)

= L(Q) +KL(Q||P )

Chúng ta giả định các biến ẩn Z là biến ngẫu nhiên liên tục nên ta dùng dấu

tích phân, nếu có biến nào là rời rạc thì ra chỉ việc thay tích phân bằng tổng

các giá trị rời rạc của biến đó. Đại lượng KL(Q||P ) là một độ đo khoảng cách

giữa hai phân phối Q và P (Kullback–Leibler divergence) thường được sử dụng

trong lí thuyết thống kê. Một tính chất của độ đo KL là tính chất không âm:

KL(Q||P ) ≥ 0 → logP (X) ≥ L(Q). Chính vì vậy đại lượng L(Q) được gọi là

hàm cận dưới của hàm logarit phân phối trên dữ liệu logP (X) (gọi tắt là "log

complete-data"). Chúng ta có thể làm cực đại hàm cận dưới bằng cách tối ưu

theo phân phối Q. Dễ dàng thấy được cực đại của hàm cận dưới chính là hàm

log complete-data khi đại lượng KL bằng 0 tức là Q(Z) = P (Z|X). Tuy nhiên

như đã biết thì phân phối P (Z|X) không thể tính toán được, do đó ta cần phải

giới hạn miền không gian của phân phối Q(Z) thay vì xét trên toàn bộ miền

không gian của nó. Khi đó chúng ta tìm phân phối Q trên miền không gian mới

gần với P nhất (coi như một xấp xỉ của P ) và Q có thể tính toán được. Như vậy,

bài toán đặt ra là xấp xỉ phân phối hậu nghiệm P (Z|X) bằng phân phối Q(Z)

bằng cách cực đại hàm cận dưới theo Q và có điều kiện ràng buộc của Q.

Suy diễn biến phân chính là tìm cách ràng buộc phân phối Q bằng cách phân

rã phân phối này thành tích của nhiều phân phối nhỏ hơn. Giả sử các biến ẩn

Z có thể được chia thành M nhóm không giao nhau biểu thị bởi Zi (i = 1, ..,M).

Khi đó:

Q(Z) =

M∏
i=1

Q(Zi) (1.13)

Phương pháp biến phân này xuất phát từ một khung xấp xỉ trong vật lý được

gọi là "mean field theory" [84].
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b. Phương pháp Markov Chain Monte Carlo (MCMC)

Với cách tiếp cận ước lượng các biến ẩn bằng cách xấp xỉ hàm phân phối hậu

nghiệm, phương pháp suy diễn biến phân đi tìm một phân phối xấp xỉ với phân

phối đó nhưng dễ tính toán suy diễn ra các biến ẩn. Ngược lại, phương pháp lấy

mẫu tính kì vọng của các biến ẩn xấp xỉ dựa trên các mẫu được lấy ra từ hàm

phân phối xác suất hậu nghiệm.

Lấy mẫu cơ bản: Giả sử ta có M mẫu {x1, x2, .., xM} được lấy mẫu độc lập

từ phân phối P . Khi đó kì vọng của một hàm f(x) theo phân phối P sẽ có thể

được tính xấp xỉ bằng:

EP (f) ≈ 1

M

M∑
i=1

f(xi) (1.14)

Một vấn đề đặt ra là làm sao có thể lấy mẫu từ phân phối P . Ta xét một ví dụ

đơn giản đó là một phân phối với biến ngẫu nhiên x rời rạc nhận K giá trị trong

{1, 2, .., K}. Ta có P (x = i) = θi với i = 1, .., K và
∑K

i=1 θi = 1. Ta thực hiện phép

lấy mẫu như sau:

• Lấy một số y ngẫu nhiên phân phối đều trong khoảng (0, 1),

• Chia khoảng (0, 1) thành K khoảng s1, s2, .., sK có độ dài tương ứng là

θ1, θ2, .., θK . Kiểm tra xem y thuộc đoạn nào. Giả sử y thuộc đoạn sj,

• Mẫu lấy được là x = j.

Đối với các phân phối đơn giản như Gauss, Gamma hay Dirichlet việc lấy mẫu

thường đơn giản theo một công thức đã có, còn trong trường hợp phân phối P

phức tạp thì phương pháp thông thường không thực hiện được. Phương pháp

lấy mẫu MCMC được cho là hiệu quả trong trường hợp biến ngẫu nhiên của P

có số chiều lớn và phân phối P có dạng phức tạp ví dụ như phương pháp Gibbs

Sampling [85].

c. Phương pháp Gibbs Sampling

Phương pháp Gibbs Sampling (GS) [85] là một trường hợp đặc biệt của

thuật toán lấy mẫu Metropolis-Hastings [86]. Giả sử ta có phân phối P (z) =

P (z1, z2, .., zM ) mà ta mong muốn lấy mẫu. Phân phối này khó tính toán, tuy

nhiên, xét các phân phối của một biến khi biết các biến còn lại thì lại có thể tính

toán được vì chỉ có một chiều, tức là xét các phân phối P (zi|z−i) với i = 1, ..,M

và z−i = (z1, .., zi−1, zi+1, .., zM ). Phương pháp Gibbs Sampling được trình bày

trong Thuật toán 1.1.
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Thuật toán 1.1 Phương pháp Gibbs Sampling tổng quát

Đầu vào: Các phân phối Q(zdn|z−dn)
Đầu ra: Các mẫu được lấy từ phân phối Q(zd)

Khởi tạo z(0)
dn với n = 1, 2, .., N

1: for t = 0, 1, ..,∞ do
2: Lấy mẫu z(t+1)

d1 ∼ Q(zd1|z(t)
d2 , z

(t)
d3 , .., z

(t)
dN )

3: Lấy mẫu z(t+1)
d2 ∼ Q(zd2|z(t+1)

d1 , z
(t)
d3 , .., z

(t)
dN )

...
4: Lấy mẫu z(t+1)

di ∼ Q(zdi|z(t+1)
d1 , .., z

(t+1)
di−1 , z

(t)
di+1, .., z

(t)
dN )

...
5: Lấy mẫu z(t+1)

dN ∼ Q(zdN |z(t+1)
d1 , z

(t+1)
d2 , .., z

(t+1)
dN−1)

6: end for

Thuật toán này có nguồn gốc từ MCMC. Bộ giá trị khởi tạo z(0) chính là biểu

diễn cho trạng thái xuất phát trên chuỗi Markov (mỗi bộ giá trị biểu diễn cho

một trạng thái trên chuỗi Markov). Mỗi lần lấy mẫu zi mới là một bước đi ngẫu

nhiên thực hiện chuyển trạng thái trên chuỗi Markov. Khi đó phân bố xác suất

về khả năng đi đến các trạng thái sẽ thay đổi. Cứ thực hiện bước đi ngẫu nhiên

như thế, phân phối này sẽ tiến dần tiến đến một phân phối ổn định chính là

phân phối P (z), tức là các mẫu càng ở các vòng lặp sau của phương pháp GS sẽ

càng gần với các mẫu đúng được lấy mẫu từ P (z). Chính vì vậy, phương pháp

GS thường bỏ qua các mẫu ở một số vòng lặp đầu tiên.

1.3. Bài toán cực đại hóa xác suất hậu nghiệm

1.3.1. Giới thiệu bài toán MAP

Chúng tôi quan tâm tới bài toán cực đại hóa ước lượng xác suất hậu nghiệm

MAP không lồi trong các mô hình đồ thị xác suất. Ước lượng MAP có vai trò

quan trọng trong nhiều mô hình thống kê với các biến ẩn hay các tham số không

chắc chắn. Bản chất, bài toán MAP có dạng

x∗ = arg max
x

P (x|D)︸ ︷︷ ︸
Posterior

(1.15)

trong đó biểu thức P (x|D) được gọi là xác suất hậu nghiệm của x. Ý tưởng của

MAP là chọn tham số x sao chúng gần với tham số thực của dữ liệu nhất có thể

[87]. Ước lượng MAP cung cấp một cách kết hợp thông tin tiên nghiệm trong

quá trình huấn luyện, đặc biệt hữu ích để xử lý các bài toán đặt ra với dữ liệu

huấn luyện ít và thưa. Sự khác biệt giữa ước lượng MAP và MLE ở giả định về

phân phối tiên nghiệm thích hợp của các tham số x cần ước lượng [10]. Chúng

tôi nhận thấy các giả thiết hợp lý và tri thức tiên nghiệm có thể giúp cải thiện
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tính chính xác của quá trình suy diễn. Thông thường chúng ta khó xác định một

cách trực tiếp hàm tối ưu trong (1.15). Vì vậy, chúng ta có thể sử dụng quy tắc

Bayes để đưa bài toán MAP về dưới dạng:

x∗ = arg max
x

[P (D|x)× P (x)] (1.16)

Phân phối tiên nghiệm P (x) chính là những thông tin biết trước về x. Điểm

khác biệt lớn nhất giữa hai bài toán tối ưu MLE và MAP là việc hàm mục tiêu

của MAP có thêm phân phối tiên nghiệm P (x). Do đó, nếu chọn được phân phối

tiên nghiệm phù hợp thì việc tối ưu bài toán MAP trở nên dễ giải hơn.

Trong nhiều trường hợp, vế phải của (1.16) là các xác suất nhỏ, dẫn đến hiện

tượng khuếch đại sai số tính toán. Khắc phục điều này, chúng ta thường phát

biểu lại bài toán MAP dưới dạng tương đương bằng cách lấy logarit của vế phải:

x∗ = arg max
x

[logP (D|x) + logP (x)] (1.17)

Thông qua biểu diễn (1.17), chúng ta có thể thấy rằng MAP chính là một hiệu

chỉnh của MLE với logP (x) đóng vai trò như phần hiệu chỉnh. Do đó, MAP có

thể giúp mô hình tránh hiện tượng quá khớp và MAP thường mang lại hiệu quả

cao hơn MLE trong trường hợp chúng ta có ít dữ liệu huấn luyện.

Bài toán MAP (1.17) có thể được xem xét dưới dạng bài toán tối ưu toán

học:

x∗ = arg max
x

[f(x) = logP (D|x) + logP (x)] (1.18)

Khi đó f(x) = logP (D|x) + logP (x) đóng vai trò là hàm mục tiêu của bài toán

cần tối ưu. Mức độ khó giải của bài toán MAP phụ thuộc vào đặc điểm của

hàm mục tiêu f(x). Trong một số mô hình [27], hàm mục tiêu f(x) có dạng làm

lồi, nên bài toán MAP có thể được giải hiệu quả bằng các phương pháp tối ưu

lồi ngay cả ở trong trường hợp số chiều lớn [8, 88]. Một khó khăn của MAP

chính là hàm mục tiêu f(x) = logP (D|x) + logP (x) là hàm không lồi, có thể gặp

khó khăn khi tìm cực đại, dẫn đến giải trực tiếp bài toán MAP không khả thi

[28, 37].

1.3.2. Một số phương pháp tiếp cận

Trong thống kê Bayes, MAP là ước lượng điểm cho một đại lượng chưa biết,

chính là mốt (mode) của phân phối xác suất hậu nghiệm. MAP liên quan chặt

chẽ đến MLE nhưng trong hàm mục tiêu có bổ sung thêm tri thức tiên nghiệm.

Do đó, ước lượng MAP có thể xem là một hiệu chỉnh của ước lượng MLE,
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hay MLE là một trường hợp đặc biệt của MAP khi không xét tới tri thức tiên

nghiệm. Theo hiểu biết của chúng tôi, có một số cách tiếp cận để giải bài toán

MAP như sau:

• Thông qua các phép phân tích, khi mốt của phân phối hậu nghiệm được

cho dưới dạng "close-form" và đây là trường hợp prior liên hợp.

• Thông qua các phương pháp số như phương pháp gradient hoặc phương

pháp Newton. Tuy nhiên, chúng thường yêu cầu các đạo hàm bậc nhất

hoặc bậc hai phải tìm được bằng phương pháp giải tích hoặc bằng phương

pháp số.

• Thông qua việc áp dụng thuật toán Expectation Maximization (EM).

• Thông qua các phương pháp Monte Carlo.

Để giải bài toán MAP, chúng ta có thể áp dụng các phương pháp giải đúng như

phương pháp Variable Elimination (VE) [76, 77, 78]. Tuy nhiên, theo tìm hiểu

của chúng tôi thì thuật toán VE có độ phức tạp tính toán hàm mũ [17]. Người ta

thường áp dụng các phương pháp xấp xỉ để giải bài toán MAP. Một số phương

pháp suy diễn xấp xỉ đã được đề xuất như phương pháp VB [39], CVB [40, 41],

CVB0 [42], CGS [43], CCCP [44], SMM [45], FW [46], OFW [47],...Theo hiểu

biết của chúng tôi, phương pháp VB, CVB hay CGS được sử dụng để ước lượng

toàn bộ phân phối xác suất hậu nghiệm trong khi bài toán MAP là tìm ước

lượng điểm. Ngoài ra, chúng ta có thể tiếp cận các giải bài toán MAP (1.17)

theo cách nhìn của tối ưu. Khi đó, chúng ta có thể sử dụng các phương pháp

tối ưu hiện đại để giải bài toán MAP. Trong một số trường hợp, bài toán MAP

(1.17) có dạng là bài toán tối ưu lồi và có thể được giải tốt bằng các phương

pháp tối ưu lồi [27]. Trong các mô hình đồ thị xác suất, chúng tôi thường nghiên

cứu bài toán MAP trong trường hợp có số chiều lớn. Do đó, độ khó của bài toán

MAP phụ thuộc vào độ phức tạp của hàm mục tiêu f(x) = logP (D|x) + logP (x)

rất nhiều. Nếu hàm mục tiêu f(x) không lồi, việc giải bài toán tối ưu không

lồi (1.18) trở nên khó khăn vì có thể gặp hiện tượng có nhiều điểm cực trị địa

phương hoặc xuất hiện điểm yên ngựa [70, 65]. Các phương pháp tối ưu phổ

biến như gradient descent (GD), stochastic gradient descent (SGD) hay phương

pháp Newton có thể mắc kẹt trong các điểm cực trị địa phương tồi [9, 89].

Theo hiểu biết của chúng tôi, sự hiệu quả của các phương pháp suy diễn

thường được đánh giá trên một số tiêu chí quan trọng như: Thuật toán có đảm
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bảo cơ sở lý thuyết cho sự hội tụ hay không? Tốc độ hội tụ của thuật toán là

bao nhiêu? Thuật toán thuộc nhóm ngẫu nhiên hay tất định? Thuật toán có

khả năng linh hoạt (tức là có dễ dàng mở rộng áp dụng cho các mô hình khác)

hay không? Thuật toán có khả năng hiệu chỉnh không? Như vậy, tìm ra các

thuật toán mới hiệu quả để giải bài toán MAP (1.18) trong trường hợp f(x)

là một hàm không lồi là cần thiết bởi vì bài toán (1.18) nói chung là NP-khó

[28, 37, 55].

Chúng tôi thấy rằng, nếu phân phối xác suất trên x và D có thể được mô

tả bằng các hàm giải tích, thì bài toán MAP đưa về bài toán cực đại hóa hàm

f(x) = g1(x) + g2(x) trong đó g1(x) = logP (D|x) và g2(x) = logP (x). Do đó, bài

toán (1.17) được đưa về bài toán tối ưu như sau

x∗ = arg max
x

[f(x) = g1(x) + g2(x)] (1.19)

Chúng ta có thể tiếp cận giải bài toán MAP (1.17) dưới dạng bài toán tối ưu

không lồi (1.19). Khi đó, chúng ta có thể sử dụng các phương pháp tối ưu ngẫu

nhiên hiện đại cùng với các cải tiến thích hợp để giải chúng [36]. Một minh họa

cho hướng tiếp cận này chính là thuật toán OPE [28] được đề xuất để giải bài

toán MAP trong các mô hình đồ thị xác suất. Chúng tôi nhận thấy OPE đảm

bảo tốc độ hội tụ là O(1/T ) vượt qua các thuật toán ngẫu nhiên đương đại để

giải bài toán MAP không lồi trong các mô hình đồ thị xác suất.

1.4. Mô hình chủ đề

1.4.1. Giới thiệu về mô hình chủ đề

Khái niệm chủ đề : Một chủ đề có thể hiểu theo nghĩa thông thường, chẳng

hạn chủ đề về thể thao, văn hóa hay chủ đề về chính trị, giáo dục,..Căn cứ vào

những từ xuất hiện trong văn bản mà ta có thể xác định văn bản đang nói về

vấn đề gì. Ví dụ nếu trong văn bản chứa các từ: tổng thống, chủ tịch, bầu cử, cử

tri, đại biểu, nghị viện, quốc hội, tranh cử . . . thì văn bản đó được xem là một

văn bản nói về chính trị chứ không phải là thể thao. Như vậy một chủ đề được

xác định bởi một tập hợp các từ đồng thời xuất hiện để làm nổi lên chủ đề đó

trong một văn bản. Để mô hình hóa bằng toán học, ta giả sử rằng mỗi từ trong

tập từ điển đều xuất hiện trong một chủ đề với một xác suất nào đó. Những

từ mà có xác suất trong chủ đề đó cao thì các từ đó sẽ là đặc trưng cho chủ đề

đó. Trong khi đó, những từ xuất hiện với xác suất nhỏ thì ta có thể bỏ qua, coi

như chúng không thuộc chủ đề đó. Nói một cách ngắn gọn hơn, mỗi chủ đề được
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biểu diễn bằng một phân phối các từ trong tập từ điển. Và phân phối của các

từ trên mỗi chủ đề là khác nhau để phản ánh rằng các chủ đề đó là khác nhau.

Một mô hình phân tích các chủ đề nằm trong một tập văn bản nhằm mục

tiêu học ra các chủ đề ẩn này. Bằng việc xem xét cái văn bản dưới góc độ tổ

hợp của các chủ đề ẩn, chúng ta có thể rút ra các đặc điểm của tập văn bản, từ

đó có nhiều ứng dụng như xác định các nội dung đặc trưng nằm trong tập văn

bản, phân cụm các văn bản trong tập văn bản.

Hình 1.2: Mô tả trực quan một mô hình chủ đề.

Hình 1.2 là mô tả trực quan một mô hình chủ đề. Các chủ đề (topics) được

biểu diễn bởi phân phối trên các từ, những từ có xác suất xuất hiện cao nhất sẽ

là đặc trưng cho chủ đề đó (4 chủ đề màu khác nhau như trong hình). Một văn

bản là tổ hợp của các chủ đề ẩn với tỉ lệ đóng góp của các chủ đề khác nhau. Ví

dụ văn bản trong hình vẽ có chủ đề màu vàng chiếm tỉ lệ cao nhất, tức là khả

năng văn bản này nói về chủ đề này là rất cao. Hình vẽ này còn thể hiện một

mức ý nghĩa đó là mức các từ. Mỗi từ trong văn bản đó được gán vào một chủ

đề nào đó (các từ là các hình tròn với màu tương ứng là phép gán từ đó thuộc

vào chủ đề màu đó).

Học cấu trúc ẩn của dữ liệu, mô hình phân tích ngữ nghĩa ẩn (Latent Semantic

Indexing - LSI) [90] và probabilistic Latent Semantic Indexing (pLSI) [91] là lớp

các phương pháp học có các văn bản và từ vựng được ánh xạ sang một không

gian mới gọi là "không gian ngữ nghĩa ẩn" hay được gọi là các "chủ đề ẩn". Hai

mô hình LSI và pLSI đều có số lượng tham số trong ma trận [văn bản x chủ đề]

tỉ lệ với số lượng văn bản có trong tập văn bản, việc tỉ lệ tuyến tính của tham

số mô hình với kích thước dữ liệu sẽ dẫn tới gia tăng kích thước lưu trữ của mô

hình. Ngoài ra cả hai phương pháp đều cố định số lượng văn bản được học nên

không có khả năng phân tích văn bản mới xuất hiện hoặc phải học lại tất cả từ
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đầu, đồng nghĩa với việc mô hình LSI và pLSI không có tính tổng quát hóa cho

dữ liệu và dễ dẫn đến hiện tượng quá khớp (overfitting). Để khắc phục những

hạn chế này, mô hình chủ đề ẩn Latent Dirichlet Allocation (LDA) [39] ra đời

và có ứng dụng hiệu quả vào rất nhiều bài toán phân tích dữ liệu.

1.4.2. Mô hình Latent Dirichlet Allocation

a. Các khái niệm và kí hiệu

• Tập từ điển gồm V từ là đơn vị tạo thành văn bản.

• Mỗi văn bản được kí hiệu là d. Một văn bản được biểu diễn dưới dạng vectơ

đếm d = (d1, ..., dV ) trong đó dj là số lần xuất hiện của từ j trong văn bản

d.

• Mỗi văn bản là một tập hợp của các từ. Với văn bản d, tập các từ trong

văn bản đó là wd = {wd1, wd2, .., wdN} trong đó wdn là từ thứ n trong dãy các

từ của văn bản d với N là số lượng từ trong văn bản d. Mỗi văn bản được

biểu diễn theo túi từ (bag-of-word) chỉ quan tâm tới các từ xuất hiện mà

không quan tâm tới thứ tự xuất hiện của nó trong văn bản. Tập dữ liệu C
gồm M văn bản {d1,d2, ..,dM}.

• Đơn hình ∆K = {x ∈ RK : x ≥ 0,
∑K

k=1 xk = 1} và ∆K là phần trong của

∆K .

b. Mô hình sinh

LDA là mô hình đồ thị xác suất trong đó quá trình tạo ra các văn bản sẽ

được mô hình hóa bằng mạng Bayes: mỗi đỉnh trong mạng biểu diễn cho một

biến ngẫu nhiên và mỗi cạnh nối hai đỉnh nào đó sẽ biểu diễn cho mối quan hệ

xác suất giữa hai biến ngẫu nhiên đó. Các văn bản là dữ liệu có sẵn, quan sát

được, chúng được sinh ra từ một quá trình tạo văn bản được biểu diễn trong

mô hình. Chính vì vậy, mô hình LDA còn được gọi là mô hình sinh. Ta giả

thiết rằng mỗi văn bản d được trộn ngẫu nhiên bởi K chủ đề ẩn với tỉ lệ các

thành phần được biểu diễn bởi véc tơ tỷ lệ chủ đề θd = (θd1, θd2, .., θdK), mỗi chủ

đề ẩn k, (k = 1, 2, .., K) là một phân phối xác suất trên tất cả các từ của tập

từ điển. Chúng ta biểu diễn phân phối này bởi một véc tơ phân phối chủ đề

βk = (βk1, βk2, .., βkV ), trong đó βkj là xác suất xuất hiện của từ thứ j (theo thứ

tự từ điển) thuộc vào chủ đề k. Quá trình sinh của mô hình LDA được mô tả

như sau:
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• Sinh ra phân phối xác suất của các từ cho mỗi chủ đề

1. Với mỗi chủ đề k trong {1, . . . , K}

– Lấy mẫu βk ∼ Dir(η)

• Sinh ra N từ cho một văn bản

1. Sinh ra véc tơ tỷ lệ chủ đề của văn bản d: θd ∼ Dir(α)

2. Với n = 1, 2, . . . , N (sinh lần lượt từ thứ 1 đến từ thứ N):

– Chọn một chủ đề zdn ∼Multinomial(θd) (zdn là biến nhận một trong

các giá trị 1, 2, . . . , K

– Chọn ra từ wdn ∼Multinomial(βzdn)

Việc giả thiết rằng véc tơ tỷ lệ chủ đề θd và phân phối chủ đề βk đều được sinh

ra từ phân phối Dirichlet với hai tham số tương ứng là α và η với mục đích là để

tăng tính tổng quát hóa của mô hình, tránh hiện tượng quá khớp (cải tiến hơn

so với pLSI). Ở đây η và α được gọi là các tri thức tiên nghiệm hay gọi là prior

của phân phối Dirichlet. Mô hình LDA được biểu diễn bằng đồ thị xác suất như

Hình 1.3. Các kí hiệu mũi tên biểu diễn xác suất có điều kiện. Các từ w là đối

tượng có thể quan sát được nên sẽ được tô đậm. Trong đó α và η là hai siêu

tham số, các biến β, θ, z và w là các biến ngẫu nhiên mong muốn ước lượng.

Như vậy mô hình LDA gồm có ba phân mức:

Hình 1.3: Mô hình chủ đề ẩn LDA

• Mức toàn cục: siêu tham số η và α đặc trưng cho mô hình, biến β biểu diễn

các chủ đề đặc trưng cho tập văn bản,

• Mức văn bản: biến θ xác định cho mỗi văn bản,

• Mức từ: Các chủ đề mà mỗi từ có thể thuộc vào z cùng với các từ quan sát

được w,

trong đó mức văn bản và mức từ ta có thể gọi chung là mức cục bộ. Các biến

phân phối chủ đề β, tỷ lệ chủ đề θ, biến chủ đề z được gọi là các biến ẩn biểu
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diễn cho các cấu trúc ngữ nghĩa ẩn cần khai phá từ tập văn bản quan sát được.

Như vậy, bài toán học mô hình LDA chính là đi ước lượng các biến ẩn này khi

đã biết các từ của các văn bản. Từ mô hình đồ thị xác suất, công việc này chính

là ước lượng một phân phối hậu nghiệm, có bản chất là phân phối có điều kiện

của các biến ẩn khi đã biết các biến dữ liệu và các siêu tham số:

P (θ, z,β|w, α, η) =
P (θ, z,w,β|α, η)

P (w|α, η)
(1.20)

trong đó:

P (w|α, η) =

∫
β

∫
θ

∑
z

P (w,β,θ, z|α, η)

P (θ, z,w,β|α, η) =

M∏
d=1

(P (θd|α)

N∏
n=1

P (zdn|θd)P (wdn|zdn,β))

K∏
k=1

P (βk|η)

Việc tính toán trực tiếp phân phối hậu nghiệm theo (1.20) là không khả thi theo

[37]. Vì vậy, ta cần phải tính xấp xỉ phân phối hậu nghiệm này để có thể suy

diễn ra các biến ẩn.

1.4.3. Suy diễn hậu nghiệm trong mô hình chủ đề

Theo hiểu biết của chúng tôi, vấn đề chính của các mô hình đồ thị xác suất

là tính phân phối hậu nghiệm của các biến ẩn với điều kiện đã biết các biến

quan sát và siêu tham số của mô hình. Với mô hình chủ đề LDA, phân phối hậu

nghiệm chính là P (θ, z|w, α,β) cho mỗi văn bản d. Bài toán tính phân phối xác

suất này gọi là bài toán suy diễn. Bài toán suy diễn có hai vai trò quan trọng

như sau:

(i) Tính được phân phối hậu nghiệm giúp biểu diễn ngữ nghĩa ẩn trong mỗi

văn bản. Véc tơ θ biểu diễn tỉ lệ các chủ đề trong văn bản, z biểu diễn chủ

đề của các từ trong văn bản. Như vậy có thể hiểu được văn bản này nói

về chủ đề gì, và các chủ đề đó được gán cho mỗi từ trong văn bản như thế

nào?

(ii) Tính được phân phối hậu nghiệm là bước quan trọng trong quá trình học

tham số của mô hình. Với các mô hình có tham số ẩn, việc học được tham

số của mô hình thông qua thuật toán EM, trong đó bước E là bước tính

phân phối hậu nghiệm của các biến ẩn, bước M là cập nhật tham số cho

mô hình dựa vào các biến ẩn tính được từ bước E. Do đó, bài toán suy diễn

là bài toán cốt lõi của các mô hình chủ đề. Tốc độ của thuật toán suy diễn

ảnh hưởng rất lớn đến tốc độ hội tụ của thuật toán học.
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Tuy nhiên, phân phối hậu nghiệm trong các mô hình chủ đề thường không tính

được dưới dạng công thức tường minh, do đó không thể biểu diễn nó và ước

lượng các biến ngẫu nhiên bằng các công cụ giải tích. Có hai cách chính để giải

quyết bài toán này là:

• Xấp xỉ bằng một phân phối dễ tính hơn, hoặc lấy mẫu ngẫu nhiên từ phân

phối đó để ước lượng các biến ngẫu nhiên ta muốn ước lượng. Để xấp xỉ

phân phối hậu nghiệm trong mô hình LDA, các tác giả đã đề xuất các

phương pháp suy diễn biến phân Variational Bayes (VB) [39], Collapsed

Variational Inference (CVB và CVB0) [40, 42]. Phương pháp xấp xỉ này

dựa trên bất đẳng thức Jensen để ước lượng cận dưới của phân phối đang

xét, sau đó cực đại hóa hàm cận dưới này để tìm một phân phối gần nhất.

• Lấy mẫu ngẫu nhiên, thuật toán lấy các mẫu ngẫu nhiên theo phân phối

đang xét, sau đó ước lượng các biến ngẫu nhiên đựa trên tập mẫu này.

Điển hình cho lấy mẫu ngẫu nhiên là thuật toán Collapsed Gibbs Sampling

(CGS) [92].

Trong mô hình LDA, phân phối hậu nghiệm của biến ẩn cho mỗi văn bản d là:

P (θ, z|w, α,β) =
P (θ, z,w|α,β)

P (w|α,β)

Phân phối này là không tính được vì P (w|α,β) không biểu diễn được dưới dạng

tường minh [39]. Mục đích chính của việc tính phân phối hậu nghiệm là ước

lượng kì vọng của biến ngẫu nhiên θ và z. Biến θ biểu diễn tỉ lệ chủ đề của văn

bản, biến z biểu diễn việc các từ trong văn bản được gán cho các chủ đề nào.

Phương pháp VB [39] xấp xỉ phân phối biến phân bằng một phân phối dễ tính

hơn Q(θ, z|γ,φ) với các tham số cần tìm là γ và φ. Phương pháp lấy mẫu ngẫu

nhiên CGS [92] lấy mẫu trực tiếp biến ngẫu nhiên z theo phân phối P (z|w, α,β),

sau đó ước lượng tỉ lệ chủ đề θ của văn bản dựa trên các mẫu lấy được.

a. Phương pháp Variational Bayes

Phương pháp Variational Bayes (VB) [39] là một trong những phương pháp

suy diễn đầu tiên để giải bài toán suy diễn hậu nghiệm với mô hình chủ đề. Bài

toán học trong LDA chính là ước lượng phân phối đồng thời P (z,θ, β|C) khi cho
bởi tập dữ liệu C. Tuy nhiên, bài toán suy diễn với mô hình chủ đề là không khả

thi trong một số trường hợp xấu [37]. Để khắc phục tính không khả thi, phương

pháp VB giả thiết rằng các biến ẩn là độc lập. Đặc biệt sử dụng phân phối phân
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Thuật toán 1.2 VB: Variational Bayes

Đầu vào: Văn bản d và tham số mô hình {λ, α}
Đầu ra: φ
1: Khởi tạo φ ngẫu nhiên
2: for l = 0, 1, ..,∞ do
3: λk := α+

∑
dj>0 φjkdj

4: φjk ∝ expψ(γk). exp[ψ(λkj)− ψ(
∑
t λkt)]

5: end for

rã Q đơn giản hơn để ước lượng cho phân phối đồng thời P (z,θ, β|C), trong đó

Q(z,θ, β) =
∏
d∈C

Q(zd|φd)
∏
d∈C

Q(θd|γd)
∏
k

Q(βk|λk)

Vì vậy, bài toán học được đưa về bài toán ước lượng tham số biến phân {φ, γ,λ}
bằng việc cực đại hóa hàm cận dưới trên likelihood P (C|α, η), ví dụ:

maxEQ(z,θ,β)[logP (z,θ,β, C|α, η)] +H(Q(z,θ,β))

trong đó H(x) ký hiệu cho entropy của x. Chú ý rằng VB giả thiết rằng βk ∼
Dir(λk). Phương pháp VB suy diễn hậu nghiệm cho một văn bản thông qua ước

lượng P (z,θ|d,β, α). Phương pháp VB được mô tả chi tiết trong Thuật toán

1.2.

b. Phương pháp Collapsed variational Bayes

Phương pháp Collapsed variational Bayes (CVB) [40] sử dụng

Q(z,θ,β) = Q(θ,β|z, γ,λ)
∏
d∈C

Q(zd|φd)

để xấp xỉ cho phân phối P (z,θ,β|C). Khi đó bài toán đưa về

maxEQ(z)Q(θ,β|z)[logP (z,θ,β, C|α, η)] +H(Q(z)Q(θ,β|z))

Chúng ta tiến hành cực đại tối đa hóa hàm mục tiêu liên quan đến Q(θ,β|z)

trước và tiếp theo bởi Q(z) cho đến khi hội tụ. Phương pháp CVB có thể đưa ra

xấp xỉ tốt hơn VB bởi vì duy trì sự phụ thuộc giữa z và (θ, β). Ý tưởng từ lấy

mẫu Gibbs, phương pháp CVB khai thác các token riêng rẽ trong các văn bản

để suy diễn. Trong khi VB duy trì phân phối biến phân γ = (γ1, ., γK) cho mỗi

văn bản, CVB duy trì γ cho mỗi token. CVB làm việc tốt hơn VB. Khi dùng

phương pháp CVB suy diễn cho một văn bản d cụ thể, chúng tôi thấy rằng CVB

trên thực tế ước lượng P (z|d, α, η) đơn giản hơn P (z,θ|d, α, η) trong VB. Tuy

nhiên, suy diễn hậu nghiệm bằng CVB không phải là cục bộ cho một tài liệu cụ

thể và yêu cầu một số cập nhật cho các biến toàn cục. Suy diễn hậu nghiệm bởi
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Thuật toán 1.3 CVB: Collapsed Variational Bayes

Đầu vào: Văn bản d và tham số mô hình {N,α, η}
Đầu ra: φ
1: Khởi tạo φ ngẫu nhiên.
2: for l = 0, 1, ..,∞ do
3: for Với token thứ i, zi trong văn bản d do
4: λ−ik := α+

∑
t6=i φtk

5: V −ik :=
∑
t 6=i φtk(1− φtk)

6: N−ikzi := N−ikzi + φik
7: α−ik :=

∑
tN
−i
kzi

8: X := − V −i
k

2(γ−i
k )2
− V i

kzi

2(N−i
kzi

+η)2
+

V −i
k

2(α−i
k +V η)2

9: φjk ∝ γ−ik (N−ikzi + η)(α−ik + V η)−1 expX
10: end for
11: end for

Thuật toán 1.4 CVB0: Một biến thể nhanh của CVB

Đầu vào: Văn bản d và tham số mô hình {N,α, η}
Đầu ra: φ
1: Khởi tạo φ ngẫu nhiên
2: for l = 0, 1, ...∞ do
3: for Với token thứ i, zi trong văn bản d do
4: λ−ik := α+

∑
t6=i φtk

5: N−ikzi := N−ikzi + φik
6: α−ik :=

∑
tN
−i
kzi

7: φjk ∝ γ−ik (N−ikzi + η)(α−ik + V η)−1

8: end for
9: end for

CVB được trình bày chi tiết trong Thuật toán 1.3, trong đó Nkj đóng vai trò

tương tự với λkj trong phương pháp VB.

c. Fast collapsed variational Bayes

Phương pháp fast collapsed variational Bayes (CVB0) [42] là phiên bản cải

tiến của CVB. Bản cập nhật cho φik trong CVB sử dụng khai triển Taylor bậc

hai. Tác giả Asuncion và cộng sự [42] đã đề xuất chỉ sử dụng thông tin bậc

không cho việc xấp xỉ để thực hiện việc cập nhật φik đơn giản hơn đáng kể.

Thuật toán CVB0 suy diễn hậu nghiệm cho một văn bản được trình bày chi tiết

trong Thuật toán 1.4.

d. Phương pháp Collapsed Gibbs sampling

Ban đầu, collapsed Gibbs sampling (CGS) được đề xuất bởi [92] cho việc học

LDA từ dữ liệu. Gần đây, CGS được điều chỉnh thành công cho bài toán suy

diễn hậu nghiệm trên một văn bản [93]. Thuật toán CGS tiến hành ước lượng

P (z|d, α, η) làm cho suy diễn cục bộ hơn, tức là, suy diễn hậu nghiệm cho một
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Thuật toán 1.5 CGS: collapsed Gibbs sampling

Đầu vào: Văn bản d và tham số mô hình {N,α, η}
Đầu ra: φ
1: Khởi tạo φ ngẫu nhiên.
2: Loại bỏ B burn-in sweeps
3: for l = 1, .., S mẫu do
4: for Với token thứ i zi trong văn bản d do
5: λ−ik := α+

∑
t6=i I(zt = k)

6: φjk ∝ γ−ik exp[ψ(λkzi)− ψ(
∑
t λkt)]

7: Lấy mẫu zi từ phân phối Multinomial(φi)
8: end for
9: end for

văn bản không cần phải sửa đổi bất kỳ trên biến toàn cục. Đặc điểm này tương

tự với VB, nhưng rất khác với CVB và CVB0. Chi tiết thuật toán CGS được

trình bày trong Thuật toán 1.5.

1.5. Thuật toán OPE

Xét bài toán suy diễn hậu nghiệm đối với từng văn bản d trong mô hình chủ

đề. Để ước lượng tỷ lệ chủ đề θ cho một văn bản, có một cách tiếp cận khác

chính là cực đại hóa phân phối hậu nghiệm MAP của θ. Ước lượng θ cho một

văn bản là:

θ∗ = arg max
θ∈∆K

P (θ|w, α,β) (1.21)

Tuy nhiên, đây là bài toán tối ưu không lồi khó giải [37], do đó không có thuật

toán trực tiếp giải bài toán này, tức là khó tìm được cực trị toàn cục. Để giải

bài toán tối ưu không lồi, các tác giả sử dụng phương pháp tối ưu ngẫu nhiên

để tìm nghiệm xấp xỉ cho bài toán. Và một thuật toán tối ưu ngẫu nhiên giải

hiệu quả bài toán suy diễn hậu nghiệm này chính là thuật toán OPE [28].

Để ước lượng tỉ lệ chủ đề θ ∈ ∆K cho một văn bản d, chúng ta cần giải bài

toán sau:

θ∗ = arg max
θ∈∆K

P (d,θ|β, α)

Theo công thức Bayes có:

θ∗ = arg max
θ∈∆K

[logP (d|θ,β) + logP (θ|α)] (1.22)

Cho văn bản d, xác suất để từ j xuất hiện trong d có thể được biểu diễn

P (w = j|d) =

K∑
k=1

P (w = j|z = k)P (z = k|d) =

K∑
k=1

βkjθk
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Vì vậy log likelihood của d là:

logP (d|θ,β) = log
∏
j

P (w = j|d)dj =
∑
j

dj logP (w = j|d) =
∑
j

dj log

K∑
k=1

θkβkj

Mật độ xác suất của phân phối Dirichlet K chiều với tham số α là P (θ|α) ∝∏K
k=1 θ

α−1
k . Do đó, với giả thiết về quá trình sinh của LDA, bài toán (1.22) tương

ứng với bài toán sau:

θ∗ = arg max
θ∈∆K

∑
j

dj log

K∑
k=1

θkβkj + (α− 1)

K∑
k=1

log θk (1.23)

trong đó α là tham số của phân phối tiên nghiệm Dirichlet.

Mặt khác, mức độ khó giải hay dễ giải của bài toán (1.23) phụ thuộc vào

giá trị của tham số α. Với α ≥ 1, bài toán (1.23) có hàm mục tiêu là tổng hai

hàm lõm, nên bài toán (1.23) được giải tốt bằng các thuật toán tối ưu lồi với

thời gian đa thức. Các tác giả trong [52] đã đề xuất chuyển bài toán (1.23) về

bài toán tối ưu lồi bằng cách cố định tham số α = 1, khi đó hàm mục tiêu

f(θ) =
∑

j dj log
∑K

k=1 θkβkj có dạng hàm lõm. Khi đó chúng ta bỏ đi tri thức

Dirichlet của θ, thay vào đó θ là biến ngẫu nhiên có phân phối đều và mô hình

LDA có thể suy biến thành mô hình FSTM [51]. Tác giả trong [52] dùng thuật

toán Frank-Wolfe [94] để tối ưu hàm lõm f(θ) trong trường hợp này. Mặc dù

đặt cố định tham số α = 1 làm thiếu tính tổng quát của mô hình có thể dẫn đến

hiện tượng quá khớp. Tuy nhiên, [52] cũng chỉ ra một số tính chất thú vị của

thuật toán suy diễn này, đó là tạo ra nghiệm có tính chất thưa và thuật toán

hội tụ với bậc tuyến tính.

Vai trò của tham số α trong mô hình LDA có thể hiểu như sau: khi α < 1 phần

lớn phân bố xác suất ở các đỉnh của đơn hình, tạo ra hầu hết văn bản thuộc

một số lượng nhỏ các chủ đề. Ngược lại, khi α > 1 hầu hết các văn bản thuộc

hầu hết các chủ đề. Vì vậy, trong thực tế, khi sử dụng mô hình LDA, người ta

thường chọn α < 1 dẫn đến hàm mục tiêu của (1.23) là không lõm [92, 42]. Đó

là lý do tại sao bài toán (1.23) không khả thi trong trường hợp xấu. Xét hàm

mục tiêu của (1.23) có dạng:

f(θ) =
∑
j

dj log

K∑
k=1

θkβkj − (1− α)

K∑
k=1

log θk

có dạng là hiệu của hai hàm lõm. Bài toán (1.23) đưa về bài toán quy hoạch DC,

một lớp bài toán tối ưu không lồi điển hình. Do đó, bài toán (1.23) thuộc lớp
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bài toán không lồi khó giải [37]. Đối với bài toán không lồi có ràng buộc như bài

toán (1.23) thì tìm được nghiệm tối ưu toàn cục là rất khó. Trong trường hợp

tìm được nghiệm thì đa phần nghiệm đó chỉ là điểm cực trị địa phương hoặc là

điểm dừng.

Chúng ta có thể sử dụng một số kỹ thuật phổ biến như phương pháp nhánh

cận [95], thuật toán siêu phẳng cắt, hay gần đây là thuật toán DCA [96] để giải

bài toán quy hoạch DC tổng quát. Tuy nhiên, các thuật toán này không hiệu

quả khi được áp dụng cho bài toán suy diễn hậu nghiệm (1.23), bản chất một

bài toán tối ưu không lồi. Lấy tư tưởng của thuật toán Online Frank-Wolfe [47],

các tác giả trong [97] đã đề xuất thuật toán Online Frank-Wolfe (OFW) giải bài

toán suy diễn MAP không lồi với mô hình LDA. Chi tiết của thuật toán OFW

được trình bày trong Thuật toán 1.6.

Thuật toán 1.6 OFW: Online Frank-Wolfe cho bài toán suy diễn MAP

Đầu vào: Văn bản d và tham số mô hình {β, α}
Đầu ra: θ làm cực đại hàm f(θ) =

∑
j dj log

∑K
k=1 θkβkj + (α− 1)

∑K
k=1 log θk

1: Khởi tạo θ1 trong ∆K

2: for t = 1, 2, ..∞ do
3: Lấy ft có phân phối đều từ {

∑
j dj log

∑K
k=1 θkβkj ; (α− 1)

∑K
k=1 log θk}

4: Ft := 2
t

∑t
h=1 fh

5: i′ := arg maxi∇Ft(θt)i
6: a :=

1√
t

7: θt+1 := aei′ + (1− a)θt
8: end for

Các tác giả trong bài báo [97] đã chứng minh được tốc độ hội tụ của thuật

toán OFW ít nhất là O
(

1√
T

)
với T là số bước lặp của thuật toán. Các tác

giả trong [28] tiếp tục đề xuất thuật toán cải tiến mới là Online maximum a

Posteriori Estimation (OPE). OPE có nhiều ưu điểm so với các đề xuất trước

đó. Chi tiết của OPE được trình bày trong Thuật toán 1.7.

Thuật toán 1.7 OPE: Online Maximum a Posteriori Estimation

Đầu vào: Văn bản d và mô hình {β, α}
Đầu ra: θ∗ là cực đại của hàm f(θ) =

∑
j dj log

∑K
k=1 θkβkj + (α− 1)

∑K
k=1 log θk

1: Khởi tạo θ1 thuộc ∆K = {x ∈ RK :
∑K
k=1 xk = 1,x ≥ ε > 0}

2: for t = 1, 2, ..,∞ do
3: Lấy ft có phân phối đều từ {

∑
j dj log

∑K
k=1 θkβkj ; (α− 1)

∑K
k=1 log θk}

4: Ft := 2
t

∑t
h=1 fh

5: et := arg maxx∈∆K
< F ′t (θt),x >

6: θt+1 := θt + et−θt

t
7: end for
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Ký hiệu

g1(θ) :=
∑
j

dj log

K∑
k=1

θkβkj , g2(θ) := (α− 1)

K∑
k=1

log θk

Hàm mục tiêu f(θ) = g1(θ) + g2(θ). OPE hoạt động theo cách thức như sau: tại

mỗi bước lặp t, xây dựng hàm ngẫu nhiên Ft xấp xỉ cho hàm mục tiêu f(θ),

tiến hành cập nhật θ dựa trên hàm xấp xỉ này theo công thức cập nhật của

Frank-Wolfe. OPE là thuật toán ngẫu nhiên áp dụng cho hàm không lồi. Vì tính

chất của hàm không lồi, điểm dừng có thể là điểm yên ngựa hoặc cực trị địa

phương. OPE đưa thêm tính ngẫu nhiên vào để hi vọng thuật toán nhảy ra được

khỏi cực trị địa phương và điểm yên ngựa mà không phụ thuộc vào điểm khởi

tạo.

Cách xây dựng hàm Ft khác biệt so với các thuật toán khác. Tại bước lặp

t, hàm Ft = 2
t

∑t
h=1 fh với fh có phân phối đều từ {

∑
j dj log

∑K
k=1 θkβkj ; (α −

1)
∑K

k=1 log θk}. Như vậy, tại mỗi bước lặp, OPE không có tính chất là giá trị tại

điểm θt của hàm xấp xỉ và hàm mục tiêu bằng nhau, mà dãy xấp xỉ ngẫu nhiên

Ft hội tụ về hàm mục tiêu khi thuật toán hội tụ. Gọi at và bt lần lượt là số lần

chọn được g1(θ) và g2(θ) sau t vòng lặp. Ta có:

Ft =
2

t
(atg1 + btg2)

Ft − f =
at − bt
t

(g1 − g2)

Có thể thấy, tại mỗi bước lặp t, OPE làm việc với hàm xấp xỉ Ft là tổng của

hàm mục tiêu f(θ) và nhiễu ngẫu nhiên at−bt
t (g1− g2) tiến về 0. Đại lượng nhiễu

này làm cho OPE hoạt động tốt hơn với các hàm mục tiêu không lồi với dữ liệu

thực tế. Việc chứng minh sự hội tụ của thuật toán đã được chỉ ra trong [28]. Có

thể tổng kết các ưu điểm vượt trội của thuật toán OPE như sau:

• Tốc độ hội tụ của thuật toán nhanh;

• Việc xấp xỉ hàm mục tiêu đúng bằng một dãy các hàm ngẫu nhiên, với

mong muốn tăng xác suất để thuật toán đi tới một nghiệm tối ưu cục bộ

hoặc ít nhất cũng thoát khỏi những điểm yên ngựa "saddle point";

• Nghiệm thu được của bài toán mang tính thưa. Đây là một ưu điểm lớn khi

đối mặt với bài toán có số chiều lớn.
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1.6. Một số thuật toán ngẫu nhiên học LDA

LDA [39] là mô hình chủ đề điển hình có nhiều ứng dụng, đặc biệt trong phân

tích văn bản. Do đó, nghiên cứu các thuật toán học mô hình LDA là quan tâm

của nhiều nhà nghiên cứu [39, 40, 98, 93]. Như chúng tôi đã trình bày, mục tiêu

của chúng tôi là đi ước lượng được các biến ẩn β, θ, z dựa vào hàm phân phối

hậu nghiệm P (z,θ,β|w, α, η). Các biến ẩn này có thể được chia làm 2 mức:

• Mức biến cục bộ: sẽ là các đại lượng đại diện cho biến ẩn ở mức văn bản

như z và θ,

• Mức biến toàn cục: là đại lượng đại diện cho biến ẩn của cả tập văn bản đó

là phân phối chủ đề β.

Hướng tiếp cận ngẫu nhiên được coi là hiệu quả đối với các mô hình học máy

thường làm việc với dữ liệu lớn [9, 36, 99]. Do đó trong luận án nghiên cứu

sinh quan tâm tới các phương pháp ngẫu nhiên học mô hình chủ đề LDA. Các

phương pháp học ngẫu nhiên cho LDA được thiết kế theo tư tưởng của phương

pháp lặp, mà mỗi vòng lặp thường gồm 2 bước:

• Bước 1: Thực hiện suy diễn biến cục bộ cho từng văn bản khi đã biết biến

toàn cục.

• Bước 2: Thực hiện cập nhật lại biến toàn cục theo thuật toán tối ưu ngẫu

nhiên.

Sử dụng các thuật toán suy diễn như Variational Bayes (VB) [39], Collapsed

variational Bayes (CVB0) [42], Collapsed Gibbs sampling (CGS) [43], các phương

pháp ngẫu nhiên như Online-CGS [43], Online-CVB0 [100], Online-VB [32] đã

được đề xuất để học mô hình LDA. Các tác giả trong [28] sử dụng OPE làm

cốt lõi suy diễn và lược đồ học trực tuyến [9] đã thiết kế thành công hai thuật

toán ngẫu nhiên học mô hình LDA, đặt tên là ML-OPE và Online-OPE. Các

tác giả trong [28] đã chứng minh được sự hiệu quả của hai thuật toán ML-OPE

và Online-OPE so với các thuật toán học đương đại trong mô hình chủ đề. Chi

tiết của ML-OPE và Online-OPE được trình bày trong Thuật toán 1.8 và Thuật

toán 1.9.

1.7. Kết luận chương 1

Với lựa chọn đề tài nghiên cứu và đề xuất các phương pháp ngẫu nhiên giải

bài toán cực đại hóa xác suất hậu nghiệm trong học máy, nên trong chương 1
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Thuật toán 1.8 ML-OPE học LDA từ dữ liệu dòng/dữ liệu lớn

Đầu vào: Dữ liệu, tham số K,α, τ > 0, κ ∈ (0.5, 1]
Đầu ra: β
1: Khởi tạo β0 ngẫu nhiên trong miền ∆V

2: for t = 1, 2, . . . ,∞ do
3: Lấy mini-batch Ct của tập các văn bản
4: Suy diễn bằng OPE cho mỗi văn bản d ∈ Ct nhận được θd, cho bởi βt−1

5: Tính toán β̂
t
như sau:

β̂tkj ∝
∑
d∈Ct

djθdk

6: Thiết lập tốc độ học ρt = (t+ τ)−κ

7: Cập nhật βt := (1− ρt)βt−1 + ρtβ̂
t

8: end for

Thuật toán 1.9 Online-OPE học LDA từ dữ liệu lớn

Đầu vào: Tập huấn luyện C với D văn bản, K,α, η, τ > 0, κ ∈ (0.5, 1]
Đầu ra: λ
1: Khởi tạo λ0 ngẫu nhiên
2: for t = 1, 2, . . .∞ do
3: Lấy mẫu nhỏ Ct bao gồm S văn bản,
4: Sử dụng thuật toán OPE để suy diễn hậu nghiệm cho mỗi văn bản d ∈ Ct, với biến toàn cục

βt−1 ∝ λt−1 trong bước trước, nhận được chủ đề hỗn hợp θd. Sau đó tính φd như sau:

φdjk ∝ θdkβkj

5: Với mỗi k ∈ {1, 2, . . . ,K}, biến toàn cục trung gian λ̂k cho Ct bởi

λ̂kj = η +
D

S

∑
d∈Ct

djφdjk

6: Cập nhật biến toàn cục bằng
λt := (1− ρt)λt−1 + ρtλ̂

trong đó ρt = (t+ τ)−κ

7: end for

chúng tôi đã trình bày các kiến thức liên quan trực tiếp và gián tiếp đến đề tài.

Cụ thể, chúng tôi trình bày khái quát về bài toán MAP và một số cách tiếp

cận giải bài toán MAP, tiếp theo trình bày một số kiến thức cơ bản về tối ưu

ngẫu nhiên giải bài toán tối ưu không lồi thường hay gặp trong học máy. Đồng

thời các kiến thức cơ sở về mô hình đồ thị xác suất, các phương pháp suy diễn,

mô hình chủ đề,... đã được chúng tôi đề cập đầy đủ trong chương này. Các nội

dung tìm hiểu và được trình bày trong chương 1 là tiền đề cho các nghiên cứu về

các thuật toán ngẫu nhiên giải bài toán MAP không lồi được đề xuất trong các

chương tiếp theo. Một số kiến thức liên quan trong chương 1 được chúng tôi trình

bày trong bài báo "How to make a machine learn continuously: a tutorial of the

Bayesian approach" đăng trên kỷ yếu của hội thảo quốc tế Artificial Intelligence

and Machine Learning for Multi-Domain Operations Applications, SPIE, 2019.
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Chương 2

NGẪU NHIÊN HÓA THUẬT TOÁN TỐI ƯU

GIẢI BÀI TOÁN SUY DIỄN HẬU NGHIỆM

TRONG MÔ HÌNH CHỦ ĐỀ

Trong chương này, nghiên cứu sinh đề xuất một nhóm thuật toán ngẫu nhiên

theo cách tiếp cận tối ưu không lồi để giải bài toán suy diễn hậu nghiệm trong

trong mô hình chủ đề, một minh họa điển hình cho bài toán MAP không lồi.

Bài toán suy diễn hậu nghiệm trong trong mô hình chủ đề là một bài toán quan

trọng khi phát triển mô hình chủ đề vào các ứng dụng thực tế. Đồng thời, nghiên

cứu sinh đã mở rộng các thuật toán đề xuất này cho bài toán suy diễn Bayes và

bài toán tối ưu không lồi tổng quát.

2.1. Giới thiệu

Trong khuôn khổ luận án nghiên cứu về các phương pháp ngẫu nhiên giải bài

toán cực đại hóa xác suất hậu nghiệm không lồi, trong chương này, chúng tôi

xem xét bài toán suy diễn hậu nghiệm trong mô hình chủ đề LDA [39]. Đây là

một minh họa cho bài toán MAP không lồi trong các mô hình đồ thị xác suất,

đối tượng nghiên cứu của luận án và được trình bày trong mục 1.3 chương 1.

Như chúng tôi đã trình bày trong mục 1.4 đối với mô hình chủ đề, bài toán suy

diễn hậu nghiệm đóng vai trò cốt lõi khi phát triển các mô hình chủ đề. Chúng

tôi nhắc lại bài toán MAP đối với từng văn bản d trong mô hình chủ đề LDA

chính là bài toán:

θ∗ = arg max
θ∈∆K

∑
j

dj log

K∑
k=1

θkβkj + (α− 1)

K∑
k=1

log θk (2.1)

trong đó tham số α < 1. Ký hiệu:

g1(θ) :=
∑
j

dj log

K∑
k=1

θkβkj , g2(θ) := (α− 1)

K∑
k=1

log θk

Khi đó bài toán (2.1) đưa về dạng:

θ∗ = arg max
θ∈∆K

[f(θ) = g1(θ) + g2(θ)] (2.2)
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(a) F1(θ) = g1(θ) (b) F1(θ) = g2(θ)

Hình 2.1: Hai trường hợp khởi tạo cho biên xấp xỉ ngẫu nhiên

Chúng tôi nhận thấy OPE [28] giải hiệu quả bài toán (2.2). Nghiên cứu các đặc

điểm của OPE chúng tôi nhận thấy:

• Thành phần g1(θ) =
∑

j dj log
∑K

k=1 θkβkj < 0 là log likelihood và g2(θ) =

(α− 1)
∑K

k=1 log θk > 0 là log prior của văn bản d.

• Hàm mục tiêu f(θ) = g1(θ) + g2(θ) bị kẹp giữa hai hàm g1 và g2, tức là

g1(θ) < f(θ) < g2(θ).

Xét thuật toán OPE, trong lần lặp đầu tiên, nếu chọn F1 = g1 thì F1 < f , dẫn

đến dãy các hàm ngẫu nhiên xấp xỉ Ft tiến về f từ phía dưới, hay Ft là một cận

dưới của f . Ngược lại, nếu chọn F1 = g2 trong lần lặp đầu tiên thì F1 > f , do đó

dãy các hàm ngẫu nhiên Ft tiến về f từ phía trên, hay nó là một cận trên của

f (Chúng tôi mô tả minh họa trong Hình 2.1).

Điều này gợi ý cho chúng tôi nghĩ đến hai dãy hàm có cùng cách xây dựng

nhưng xuất phát ban đầu khác nhau, cùng tiến đến hàm mục tiêu: một dãy bắt

đầu từ g1(θ) (phía dưới của hàm mục tiêu f(θ)) và một dãy bắt đầu từ g2(θ)

(phía trên của hàm mục tiêu f(θ)). Mỗi dãy hàm sẽ có tương ứng một dãy số

tiến dần đến nghiệm θ cần tìm. Ta tìm cách kết hợp hai dãy số này để được

một dãy số tiến dần đến cực trị của hàm mục tiêu f(θ). Chỉ cần xây dựng hai

dãy hàm ngẫu nhiên mà không phải cần nhiều hơn, vì hai dãy hàm số xuất phát

từ bên trên và bên dưới hàm f(θ), bao lấy hàm f(θ) và tiến dần về f(θ). Nếu

xây dựng nhiều hơn hai dãy hàm thì điểm xuất phát của các dãy hàm sẽ không

nhiều riêng biệt như hai dãy trên và dưới, điều này không còn nhiều ý nghĩa

trong việc xây dựng biên trên và biên dưới của hàm f(θ).

2.2. Đề xuất mới giải bài toán MAP trong mô hình chủ đề

Nhận thấy OPE là một thuật toán suy diễn hiệu quả cho bài toán MAP trong

mô hình chủ đề. Hơn nữa, chúng tôi có thể cải tiến OPE theo hướng ngẫu nhiên

hóa để nhận được các biến thể tốt hơn OPE ban đầu. Dựa trên ý tưởng của
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OPE, chúng tôi đề xuất một số thuật toán cải tiến mới sẽ được trình bày trong

mục này.

Xuất phát từ thành phần g1, xây dựng dãy hàm {Lt} như sau:

1. Khởi tạo f l1 := g1, khi đó F1 = g1;

2. Với t = 2, 3, ... lựa chọn:

(a) Lấy f lt có phân phối đều từ {g1, g2};

(b) Lt := 2
t

∑t
h=1 f

l
h

Chuỗi hàm {Lt} đóng vai trò là cận dưới của hàm mục tiêu đúng f(θ). Sử dụng

phương pháp lặp, từ dãy hàm {Lt} thu được dãy số {θlt}, (t = 1, 2, ..) như sau:

θlt+1 := θt +
elt − θt

t

trong đó elt := arg maxx∈∆K
〈L′t(θt),x〉.

Tương tự, xuất phát từ thành phần g2, xây dựng dãy hàm {Ut} như sau:

1. Khởi tạo fu1 := g2, khi đó F1 = g2;

2. Với t = 2, 3, ... lựa chọn:

(a) Lấy fut có phân phối đều từ {g1, g2};

(b) Ut := 2
t

∑t
h=1 f

u
h

Chuỗi hàm {Ut} đóng vai trò là cận trên của hàm mục tiêu đúng f(θ). Bằng cách

sử dụng phương pháp lặp, từ dãy hàm {Ut}, ta thu được dãy số {θut }, (t = 1, 2, ..)

như sau:

θut+1 := θt +
elt − θt

t

trong đó eut := arg maxx∈∆K
〈U ′t(θt),x〉.

Như vậy có hai dãy hàm ngẫu nhiên {Ut} và {Lt} cùng xấp xỉ và tiến về hàm

mục tiêu f (minh họa trong Hình 2.2a).

Để tăng tính ngẫu nhiên cho thuật toán đề xuất, tại mỗi bước lặp, nghiệm

gần đúng θt được chọn dựa vào hai dãy {θut } và {θlt} bằng các phân phối xác

suất thích hợp.

(1) Cải tiến thứ nhất: Sau khi xây dựng hai dãy {θut } và {θlt}, tiến hành lựa

chọn nghiệm xấp xỉ θt ở lần lặp thứ t theo phân phối đều từ hai nghiệm

xấp xỉ trung gian {θut ,θlt}, tức là

P (θt = θut ) =
1

2
, P (θt = θlt) =

1

2
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(a) Xây dựng biên trên và biên dưới của hàm
mục tiêu f(θ)

(b) Luôn lựa chọn điểm tốt hơn trong mỗi bước
lặp

Hình 2.2: Mô tả ý tưởng cơ bản cải tiến thuật toán OPE.

Thuật toán 2.1 OPE1: Sự lựa chọn đều từ hai biên ngẫu nhiên

Đầu vào: Văn bản d và tham số mô hình {β, α}
Đầu ra: θ∗ là nghiệm cực đại hóa của hàm f(θ) =

∑
j dj log

∑K
k=1 θkβkj + (α− 1)

∑K
k=1 log θk

1: Khởi tạo θ1 thuộc ∆K

2: f l1 :=
∑
j dj log

∑K
k=1 θkβkj ; f

u
1 := (α− 1)

∑K
k=1 log θk

3: for t = 2, 3, . . . ,∞ do
4: Lấy fut có phân phối đều từ {

∑
j dj log

∑K
k=1 θkβkj ; (α− 1)

∑K
k=1 log θk}

5: Ut := 2
t

∑t
h=1 f

u
h

6: eut := arg maxx∈∆K
〈U ′t(θt),x〉

7: θut+1 := θt +
eut −θt

t

8: Lấy f lt có phân phối đều từ {
∑
j dj log

∑K
k=1 θkβkj ; (α− 1)

∑K
k=1 log θk}

9: Lt := 2
t

∑t
h=1 f

l
h

10: elt := arg maxx∈∆K
〈L′t(θt),x〉

11: θlt+1 := θt +
elt−θt

t

12: Lấy θt+1 có phân phối đều từ {θut+1,θ
l
t+1}

13: end for

thu được thuật toán OPE1. Chi tiết của OPE1 được trình bày trong Thuật

toán 2.1.

(2) Cải tiến thứ hai: Sau khi xây dựng hai dãy {θut } và {θlt}, tiến hành lựa

chọn nghiệm xấp xỉ θt ở lần lặp thứ t từ θut và θlt dựa vào giá trị của hàm

mục tiêu f(θut ) và f(θlt). Nghiệm θt ở bước lặp thứ t được lựa chọn ngẫu

nhiên từ θut và θlt theo phân phối Bernoulli với xác suất qt, tức là:

P (θt = θut ) = qt, P (θt = θlt) = 1− qt

được tính bởi

qt :=
exp f(θut )

exp f(θut ) + exp f(θlt)

Chúng tôi thu được thuật toán cải tiến OPE2. Chi tiết của OPE2 được

trình bày trong Thuật toán 2.2. Cách lựa chọn nghiệm xấp xỉ θt trong mỗi

bước lặp ở cải tiến OPE2 đã được làm mịn hơn so với biến thể OPE1 khi

chúng tôi sử dụng nhiều thông tin của hàm mục tiêu f vào trong sự lựa

chọn nghiệm θt thay vì sử dụng phân phối đều như trong OPE1.
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Thuật toán 2.2 OPE2: Làm mịn sự lựa chọn nghiệm từ hai biên ngẫu nhiên

Đầu vào: Văn bản d và tham số mô hình {β, α}
Đầu ra: θ∗ là nghiệm cực đại hóa của hàm f(θ) =

∑
j dj log

∑K
k=1 θkβkj + (α− 1)

∑K
k=1 log θk

1: Khởi tạo θ1 thuộc ∆K

2: f l1 :=
∑
j dj log

∑K
k=1 θkβkj ; f

u
1 := (α− 1)

∑K
k=1 log θk

3: for t = 2, 3, . . . ,∞ do
4: Lấy fut có phân phối đều từ {

∑
j dj log

∑K
k=1 θkβkj ; (α− 1)

∑K
k=1 log θk}

5: Ut := 2
t

∑t
h=1 f

u
h

6: eut := arg maxx∈∆K
〈U ′t (θt),x〉

7: θut+1 := θt +
eut −θt

t

8: Lấy f lt có phân phối đều từ {
∑
j dj log

∑K
k=1 θkβkj ; (α− 1)

∑K
k=1 log θk}

9: Lt := 2
t

∑t
h=1 f

l
h

10: elt := arg maxx∈∆K
〈L′t(θt),x〉

11: θlt+1 := θt +
elt−θt

t

12: Lấy θt+1 theo phân phối xác suất {P (θt+1 = θut+1) = qt, P (θt+1 = θlt+1) = 1 − qt} trong đó
xác suất qt được xác định bởi

qt :=
exp f(θut+1)

exp f(θut+1) + exp f(θlt+1)

13: end for

(3) Cải tiến thứ ba: Sau khi xây dựng hai dãy {θut } và {θlt}, chúng tôi tiến

hành lựa chọn nghiệm xấp xỉ ở bước lặp t là:

θt := arg max
θ∈{θut ,θlt}

f(θ)

thu được thuật toán OPE3. Chi tiết của OPE3 được trình bày trong Thuật

toán 2.3. Ý tưởng của lựa chọn nghiệm trong OPE3 dựa trên cách tiếp cận

Thuật toán 2.3 OPE3: Luôn lựa chọn nghiệm tốt hơn trong mỗi bước lặp

Đầu vào: văn bản d và tham số mô hình {β, α}
Đầu ra: θ∗ là nghiệm cực đại hóa của hàm f(θ) =

∑
j dj log

∑K
k=1 θkβkj + (α− 1)

∑K
k=1 log θk

1: Khởi tạo θ1 thuộc ∆K

2: f l1 :=
∑
j dj log

∑K
k=1 θkβkj ;f

u
1 := (α− 1)

∑K
k=1 log θk

3: for t = 2, 3, ..,∞ do
4: Lấy fut có phân phối đều từ {

∑
j dj log

∑K
k=1 θkβkj ; (α− 1)

∑K
k=1 log θk}

5: Ut := 2
t

∑t
h=1 f

u
h

6: eut := arg maxx∈∆K
〈U ′t (θt),x〉

7: θut+1 := θt +
eut −θt

t

8: Lấy f lt có phân phối đều từ {
∑
j dj log

∑K
k=1 θkβkj ; (α− 1)

∑K
k=1 log θk}

9: Lt := 2
t

∑t
h=1 f

l
h

10: elt := arg maxx∈∆K
〈L′t(θt),x〉

11: θlt+1 := θt +
elt−θt

t

12: Lấy θt+1 := arg maxθ∈{θu
t+1,θ

l
t+1} f(θ)

13: end for

tham lam. Ở mỗi lần lặp, chúng tôi luôn so sánh hai giá trị f(θut ) và f(θlt),
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sau đó lấy nghiệm xấp xỉ làm cho hàm mục tiêu f(θ) đạt giá trị lớn nhất:

θt := arg max
θ∈{θut ,θlt}

f(θ)

có nghĩa là, nếu f(θut ) > f(θlt) thì lựa chọn θt := θut , ngược lại chọn θt := θlt.

(4) Cải tiến thứ tư: Như chúng tôi đã trình bày, các cải tiến OPE1, OPE2 và

OPE3 sử dụng hai biên ngẫu nhiên từ phân phối đều kết hợp với lựa chọn

nghiệm xấp xỉ trong mỗi bước lặp dựa vào hai dãy số {θut } và {θlt}. Chúng
tôi có một ý tưởng khác, đó là xấp xỉ hàm mục tiêu đúng f(θ) bởi một hàm

xấp xỉ ngẫu nhiên Ft(θ), trong đó Ft(θ) là tổ hợp tuyến tính của hai biên

ngẫu nhiên Ut và Lt với tham số tổ hợp ν ∈ (0, 1) được lựa chọn thích hợp:

Ft(θ) := νUt(θ) + (1− ν)Lt(θ)

và tiến hành tìm nghiệm θt tương tự như OPE. Chúng tôi thu được OPE4

và được trình bày chi tiết trong Thuật toán 2.4.

Thuật toán 2.4 OPE4: Sử dụng tổ hợp tuyến tính của các biên ngẫu nhiên

Đầu vào: Văn bản d, tham số tổ hợp ν ∈ (0, 1) và tham số mô hình {β, α}
Đầu ra: θ∗ là nghiệm cực đại hóa của hàm f(θ) =

∑
j dj log

∑K
k=1 θkβkj + (α− 1)

∑K
k=1 log θk

1: Khởi tạo θ1 thuộc ∆K

2: f l1 :=
∑
j dj log

∑K
k=1 θkβkj ; fu1 := (α− 1)

∑K
k=1 log θk

3: for t = 2, 3, ..,∞ do
4: Lấy fut theo phân phối đều từ tập {

∑
j dj log

∑K
k=1 θkβkj ; (α− 1)

∑K
k=1 log θk}

5: Ut := 2
t

∑t
h=1 f

u
h

6: Lấy f lt theo phân phối đều từ tập {
∑
j dj log

∑K
k=1 θkβkj ; (α− 1)

∑K
k=1 log θk}

7: Lt := 2
t

∑t
h=1 f

l
h

8: Lập tổ hợp tuyến tính Ft := νUt + (1− ν)Lt
9: et := arg maxx∈∆K

< F
′

t (θt),x >

10: θt+1 := θt + et−θt

t
11: end for

2.3. Các thuật toán học ngẫu nhiên cho mô hình LDA

Tác giả trong [28] đã sử dụng OPE để thiết kế các thuật toán học nhanh

mô hình chủ đề: thuật toán ML-OPE cho phép học mô hình LDA từ dữ liệu

dòng/dữ liệu lớn, còn Online-OPE học mô hình LDA từ các tập dữ liệu lớn.

Các thuật toán này sử dụng OPE để thực hiện suy diễn hậu nghiệm cho các

văn bản riêng lẻ và sơ đồ trực tuyến [101, 32] để suy diễn ra các biến toàn cục

(chủ đề). Do đó, bản chất ngẫu nhiên xuất hiện trong cả hai giai đoạn suy diễn

cục bộ và toàn cục. Lưu ý rằng suy diễn MAP cho các biến cục bộ của OPE đã

được chứng minh có đảm bảo lý thuyết về tốc độ hội tụ nhanh. Do đó, chúng
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tôi tiến hành thay đổi thuật toán lõi suy diễn OPE bằng các cải tiến mới như

OPE1, OPE2, OPE3 và OPE4, sau đó đưa vào trong thuật toán học ML-OPE

và Online-OPE [28] và thu được 8 thuật toán học ngẫu nhiên mới để học mô

hình LDA. Đó là: ML-OPE1, ML-OPE2, ML-OPE3, ML-OPE4, Online-OPE1,

Online-OPE2, Online-OPE3 và Online-OPE4. Chi tiết các thuật toán được mô

tả trong Thuật toán 2.5 và Thuật toán 2.6.

Thuật toán 2.5 ML-OPE1(2,3,4) học LDA từ dữ liệu dòng/dữ liệu lớn

Đầu vào: Tham số K,α, τ > 0, κ ∈ (0.5, 1]
Đầu ra: β
1: Khởi tạo β0 ngẫu nhiên trong miền ∆V

2: for t = 1, 2, . . .∞ do
3: Lấy tập nhỏ Ct của tập các văn bản
4: Thực hiện suy diễn bằng OPE1 (OPE2, OPE3, OPE4) cho mỗi văn bản d ∈ Ct nhận được θd

cho bởi βt−1.
5: Tính toán chủ đề β̂t như sau: β̂tkj ∝

∑
d∈Ct djθdk

6: Thiết lập tốc độ học ρt = (t+ τ)−κ, cập nhật βt := (1− ρt)βt−1 + ρtβ̂
t

7: end for

Thuật toán 2.6 Online-OPE1(2,3,4) học LDA từ dữ liệu lớn

Đầu vào: Tập dữ liệu huấn luyện C với D văn bản, K,α, η, τ > 0, κ ∈ (0.5, 1]
Đầu ra: λ
1: Khởi tạo λ0 ngẫu nhiên
2: for t = 1, 2, . . . ,∞ do
3: Lấy mẫu nhỏ Ct gồm S văn bản.
4: Sử dụng OPE1 (OPE2, OPE3, OPE4) để suy diễn hậu nghiệm cho mỗi văn bản d ∈ Ct, cho bởi

biến toàn cục βt−1 ∝ λt−1 trong bước trước đó để nhận được chủ đề hỗn hợp θd. Tính toán
φd theo:

φdjk ∝ θdkβkj

5: Với mỗi k ∈ {1, 2, ..,K}, biến toàn cục λ̂k cho Ct bởi

λ̂kj = η +
D

S

∑
d∈Ct

djφdjk

6: Với ρt = (t+ τ)−κ, cập nhật biến toàn cục

λt := (1− ρt)λt−1 + ρtλ̂

7: end for

2.4. Đánh giá thực nghiệm

Trong phần này, chúng tôi tiến hành các thực nghiệm để kiểm tra hiệu quả

thực tế của các cải tiến mới của chúng tôi để giải bài toán MAP trong LDA.

Vì OPE, OPE1, OPE2, OPE3 và OPE4 có thể đóng vai trò là thuật toán suy

diễn cốt lõi trong các phương pháp học với mô hình LDA, do đó sự hiệu quả của

các biến thể mới được đánh giá thông qua đánh giá sự hiệu quả của các phương
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pháp học tương ứng.

2.4.1. Các bộ dữ liệu thực nghiệm

Chúng tôi tiến hành thực nghiệm cho các cải tiến trên hai bộ dữ liệu lớn: bộ

New York Times (NYT) bao gồm 300.000 bài tin tức và bộ PubMed (PUB) bao

gồm 330.000 bài báo từ trung tâm PubMed1. Chi tiết của hai bộ dữ liệu được

mô tả trong Bảng 2.1.

Bộ dữ liệu Số văn bản
Số thuật
ngữ

Số văn bản
huấn luyện

Số văn bản
kiểm tra

Độ dài văn
bản TB

New York Times 300,000 141,444 290,000 10,000 325.13
PubMed 330,000 100,000 320,000 10,000 65.12

Bảng 2.1: Hai bộ dữ liệu thực nghiệm

2.4.2. Độ đo đánh giá thực nghiệm

Chúng tôi đã sử dụng hai độ đo thường được dùng trong mô hình chủ đề,

đó là Log Predictive Probability (LPP) [43] và Normalised Pointwise Mutual

Information (NPMI) [102]. LPP đo lường tính dự đoán và khái quát hóa của

một mô hình đối với dữ liệu mới, trong khi NPMI đánh giá chất lượng ngữ nghĩa

của một chủ đề riêng lẻ. Độ đo LPP và NPMI càng cao càng tốt, thể hiện thuật

toán học càng hiệu quả. Chi tiết về cách tính các độ đo này được trình bày trong

Phụ lục A và B.

2.4.3. Kết quả thực nghiệm

Bài báo [28] đã phân tích rất kỹ lưỡng và chứng minh được thuật toán suy

diễn OPE thường có hiệu quả tốt hơn một số phương pháp suy diễn đương đại

như VB, CVB0 hay CGS trong quá trình suy diễn. Do đó, trong phần này, chúng

tôi tiến hành thực nghiệm đánh giá sự hiệu quả của các thuật toán mới đề xuất

thông qua so sánh với OPE. Để đảm bảo các kết quả so sánh là công bằng, nên

trong thực nghiệm các tham số tự do được thiết lập như trong bài báo [28] cho

mỗi bộ dữ liệu và mỗi phương pháp học, cụ thể như sau:

• Tham số mô hình: Thiết lập số chủ đề K = 100, tham số Dirichlet α = 1
K

và siêu tham số η = 1
K . Các tham số này thường được sử dụng trong các

mô hình chủ đề.
1Các bộ dữ liệu được lấy từ http://archive.ics.uci.edu/ml/datasets
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• Tham số suy diễn: Lựa chọn số bước lặp của thuật toán suy diễn T = 50.

Ngoài ra, khảo sát sự ảnh hưởng của số lần lặp T đến các thuật toán suy

diễn và thuật toán học, chúng tôi cũng tiến hành thực nghiệm với các giá

trị khác nhau của T ∈ {20, 30, 40, 50, 100}. Trong thuật toán OPE4, chúng

tôi có khảo sát tham số tổ hợp tuyến tính ν nhận các giá trị rời rạc trong

{0.01, 0.10, 0.20, . . . , 0.90, 0.99}.

• Tham số học: Lựa chọn kích thước mini-batch S = |Ct| = 5000, thiết lập

siêu tham số κ = 0.9 và τ = 1 thích nghi tốt cho các phương pháp suy luận

hiện có.

Để tăng độ tin cậy và sự ổn định trong các kết quả đánh giá, với mỗi bộ dữ

liệu, chúng tôi tiến hành thực nghiệm cho mỗi phương pháp học trên một bộ dữ

liệu 5 lần và lấy kết quả trung bình. Thuật toán OPE4 có sự có mặt của tham

số tổ hợp ν và hiệu quả của OPE4 phụ thuộc vào giá trị tham số ν được chọn.

Để xem xét ảnh hưởng của tham số tổ hợp hai biên ngẫu nhiên ν trong OPE4,

chúng tôi đã thay đổi giá trị của ν trong {0.01, 0.10, 0.20, .., 0.90, 0.99} và ghi lại

kết quả thực hiện của OPE4 tương ứng với các giá trị của tham số ν được lựa

chọn. Chi tiết kết quả thực nghiệm ML-OPE4 và Online-OPE4 với các giá trị

khác nhau của ν trong khoảng từ 0 đến 1 được mô tả trong Hình 2.3 và Hình

2.4. Thông qua kết quả thực nghiệm trong Hình 2.3 và Hình 2.4 cho thấy chất
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P

ML-OPE4 on PUBMED

0 15 30 45 60

−10.2
−9.9
−9.6
−9.3

ML-OPE4 on NYT
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ν=0.2
ν=0.3
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ν=0.8
ν=0.9
ν=0.99

Hình 2.3: Kết quả thực hiện của OPE4 với tham số ν được lựa chọn khác nhau trên độ đo LPP.

lượng của OPE4 có thể tốt hơn khi lựa chọn được tham số tổ hợp ν phù hợp.
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Hình 2.4: Kết quả thực hiện của OPE4 với tham số ν được lựa chọn khác nhau trên độ đo NPMI.

Chúng tôi nhận thấy thuật toán OPE4 phù hợp với tham số ν có xu hướng gần

giá trị 0.5 đối với bộ New York Times hay gần giá trị 1 với bộ PubMed. Các giá

trị phù hợp của tham số tổ hợp ν được trình bày trong Bảng 2.2.

Phương pháp học Độ đo Bộ New York Times Bộ PubMed
ML-OPE4 LPP ν = 0.6 ν = 0.99
ML-OPE4 NPMI ν = 0.4 ν = 0.99

Online-OPE4 LPP ν = 0.3 ν = 0.8
Online-OPE4 NPMI ν = 0.5 ν = 0.9

Bảng 2.2: Giá trị của tham số tổ hợp ν phù hợp nhất với từng phương pháp học trên các bộ dữ liệu
khác nhau.

Chúng tôi tiến hành thực nghiệm các thuật toán mới đề xuất OPE1, OPE2,

OPE3 và OPE4 (với giá trị tham số ν phù hợp được lựa chọn trong Bảng 2.2)

và so sánh với thuật toán OPE được đề xuất trong [28]. Chi tiết kết quả được

mô tả trong Hình 2.5 và Hình 2.6.

Các biến thể OPE1, OPE2, OPE3 và OPE4 nhằm tìm kiếm tham số θ tối đa

hóa hàm f(θ) trên một đơn hình bằng cách sử dụng hai biên ngẫu nhiên. Sau

đó, kết quả của nó được sử dụng để cập nhật các tham số học của mô hình.

Cách học tiếp cận theo thuật toán học ML-OPE cập nhật tham số β trực tiếp

còn tiếp cận theo thuật toán Online-OPE lại cập nhật tham số biến phân λ.

Chất lượng của tham số θ tìm được bởi các thuật toán suy diễn ảnh hưởng trực

tiếp đến chất lượng tham số β và λ trong mô hình LDA.

Hình 2.5 cho thấy OPE1 và OPE2 hoạt động kém hơn hơn các thuật toán
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Hình 2.5: Kết quả của các thuật toán mới so sánh với OPE thông qua độ đo LPP. Độ đo càng cao
càng tốt. Chúng tôi thấy rằng một số thuật toán mới đảm bảo tốt hoặc thậm chí tốt hơn OPE.
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Hình 2.6: Kết quả của các thuật toán mới so sánh với OPE trên độ đo NPMI. Độ đo càng cao càng
tốt. Chúng tôi thấy rằng một số thuật toán mới đảm bảo tốt, thậm chí tốt hơn OPE.

còn lại. Cách hoạt động của OPE1 và OPE2 không làm tăng tính ngẫu nhiên

của các xấp xỉ. Ở mỗi lần lặp, cả OPE1 và OPE2 đều ngẫu nhiên chọn nghiệm

θt một trong hai giá trị trong θut và θlt. Như vậy, đối với các lần lặp liên tiếp,

nó không đảm bảo là chọn được giá trị nghiệm làm cho hàm mục tiêu f tăng.

OPE3 đã khắc phục vấn đề này. Thuật toán OPE3 luôn lựa chọn nghiệm θt sao

cho giá trị của hàm mục tiêu f tăng. Tức là, chất lượng của tham số θ được tốt

hơn, nên chất lượng của tham số β trong thuật toán học được tốt hơn. Xác suất
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dự đoán thu được bởi OPE3 cao hơn kết quả tương ứng của OPE1 hoặc OPE2.

Tương tự như OPE3, OPE4 với tham số tổ hợp ν phù hợp đã cho kết quả tốt

hơn các biến thể khác. Ngoài ra, theo kết quả mô tả ở Hình 2.5, ta thấy độ đo

LPP của các phương pháp khác biệt không nhiều. Bởi vì LPP phụ thuộc vào

chất lượng của tham số β của phương pháp học ML-OPE và Online-OPE. Kết

quả mô tả trong Hình 2.5 thể hiện chất lượng của tham số θ chưa được cải thiện

nhiều trong quá trình suy diễn. Ngược lại, Hình 2.6 cho thấy độ đo NPMI được

cải thiện đáng kể bởi các biến thể OPE mới này. Chúng tôi phát hiện ra rằng

OPE1 thu được kết quả kém nhất, OPE2 và OPE3 tốt hơn OPE, còn OPE4

(với tham số tổ hợp ν phù hợp) cho kết quả tốt nhất. NPMI được tính trực tiếp

từ tham số θ học được.

Dễ dàng nhận thấy chất lượng của tham số θ được cải thiện đáng kể với cách

xây dựng các xấp xỉ mới của hàm mục tiêu f từ OPE2 và OPE3, đặc biệt là

OPE3. OPE4 được chỉ ra là hiệu quả hơn khi tham số tổ hợp ν được lựa chọn

phù hợp nhất. Bằng cách thêm tham số ν thích hợp, OPE4 đã tăng chất lượng

của mô hình bởi vì trong lý thuyết học máy mô hình càng phức tạp thì độ chính

xác mà nó đạt được càng cao.

Ngoài ra chúng tôi cũng tiến hành một số thực nghiệm để khảo sát sự ảnh

hưởng của cách chia tập dữ liệu (kích thước các mini-batch), sự ảnh hưởng của

số bước lặp T trong các thuật toán suy diễn, cũng như so sánh thời gian thực

hiện của các thuật toán. Chúng tôi thiết lập tham số theo nghiên cứu [28]: Số

chủ đề K = 100, tham số Dirichlet α = 1
K và η = 1

K ; tham số học κ = 0.9 và

τ = 1. Chúng tôi sử dụng thuật toán học Online-OPE3 để thực nghiệm khảo sát

sự thay đổi của kích thước mini-batch |Ct| và số bước lặp T của thuật toán suy

diễn OPE3.

Chúng tôi khảo sát ảnh hưởng của việc lựa chọn kích thước mini-batch, chúng

tôi tiến hành thực nghiệm Online-OPE3 trên hai bộ dữ liệu New York Times và

PubMed với lựa chọn kích thước mini-batch lần lượt là 5000, 10000 và 25000.

Chi tiết kết quả được mô tả trong Hình 2.7 và Hình 2.8.

Theo kết quả mô tả trong Hình 2.7 và Hình 2.8, chúng tôi nhận thấy thuật

toán Online-OPE3 thực hiện với cách chia bộ dữ liệu theo kích thước mini-batch

là 5000 cho kết quả tốt hơn trường hợp kích thước mini-batch là 10000 và 25000.

Điều đó hoàn toàn phù hợp với tư tưởng của các thuật toán học "online" là làm

việc ngẫu nhiên trên các mẫu nhỏ của bộ dữ liệu lớn, tức là người ta chia bộ dữ

liệu thành nhiều mini-batch nhỏ và tiến hành huấn luyện trên từng mẫu nhỏ.
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Hình 2.7: Kết quả độ đo LPP của thuật toán học Online-OPE3 trên hai bộ dữ liệu New York Times
và PubMed với các cách chia kích thước mini-batch khác nhau. Độ đo càng cao càng tốt.
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Hình 2.8: Kết quả độ đo NPMI của thuật toán học Online-OPE3 trên hai bộ dữ liệu New York Times
và PubMed với các cách chia kích thước mini-batch khác nhau. Độ đo càng cao càng tốt.

Còn khi chia bộ dữ liệu thành các mini-batch kích thước lớn, cách thức hoạt

động của thuật toán có xu hướng theo cách học "batch" cổ điển kém hiệu quả

[9, 99].

Theo hiểu biết của chúng tôi, chất lượng của nghiệm xấp xỉ thu được phụ

thuộc vào số bước lặp T của thuật toán suy diễn. Tuy nhiên, nếu lựa chọn số

bước lặp T quá lớn sẽ làm mất nhiều thời gian thực hiện, ngược lại khi T quá

nhỏ sẽ làm giảm chất lượng nghiệm thu được. Chúng tôi tiến hành khảo sát số

bước lặp T ∈ {20, 30, 40, 50, 100} trong thuật toán suy diễn OPE3 thông qua thực

nghiệm thuật toán học Online-OPE3 trên hai bộ dữ liệu New York Times và

PubMed. Kết quả được chi tiết trong Hình 2.9.

Theo Hình 2.9, chúng tôi nhận thấy độ đo LPP và NPMI của thuật toán học

Online-OPE3 có biến động khi thay đổi số bước lặp T trong thuật toán suy diễn

OPE3, nhưng sự biến động trên các độ đo (đặc biệt là LPP) không quá lớn.
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Hình 2.9: Kết quả độ đo LPP và NPMI của thuật toán học Online-OPE3 trên hai bộ dữ liệu New
York Times và PubMed khi thay đổi số bước lặp T trong thuật toán suy diễn OPE3. Độ đo càng cao
càng tốt.

Đồng thời khi tăng số bước lặp T (ví dụ T = 100) cũng không phải luôn đảm

bảo tìm được nghiệm θ phù hợp nhất. Có thể lý giải cho điều này là do các

thuật toán OPE, OPE3 và OPE4 có tốc độ hội tụ nhanh, nên không cần thực

hiện quá nhiều bước lặp đã thu được nghiệm đủ tốt và ổn định. Theo Hình 2.9,

chúng tôi thấy lựa chọn T = 50 đã đảm bảo kết quả các độ đo tốt của thuật

toán học Online-OPE3 mà không tốn quá nhiều bước lặp.

Chúng tôi cũng tiến hành đo thời gian thực hiện thuật toán học: tính tổng

thời gian thực hiện bước E và bước M cho mỗi thuật toán học Online-OPE,

Online-OPE3 và Online-OPE4. Kết quả chi tiết được mô tả trong Hình 2.10 và

Bảng 2.3.

Bộ dữ liệu Phương pháp học Thời gian Độ đo LPP Độ đo NPMI

New York
Times

Online-OPE 1022.21 -9.32 10.50
Online-OPE3 1737.18 -9.28 11.44
Online-OPE4 1298.88 -9.30 10.93

PubMed
Online-OPE 402.23 -8.17 6.01
Online-OPE3 832.69 -8.07 7.09
Online-OPE4 636.45 -8.15 6.11

Bảng 2.3: Bảng thống kê thời gian thực hiện và độ đo của thuật toán học Online-OPE, Online-OPE3
và Online-OPE4 (ν = 0.3) khi thực nghiệm trên hai bộ dữ liệu New York Times và PubMed.

Chúng tôi thực nghiệm trên hai bộ dữ liệu New York Times và PubMed với

số lượng văn bản được lấy là tương đương nhau, nhưng độ dài của các văn bản

trong bộ New York Times (trung bình khoảng 325 từ trên một văn bản) lớn
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Hình 2.10: Kết quả độ đo LPP và NPMI tương ứng với thời gian thực hiện thuật toán học Online-OPE,
Online-OPE3 và Online-OPE4 (ν = 0.3) trên hai bộ dữ liệu New York Times và PubMed.

hơn trong bộ PubMed (trung bình khoảng 65 từ trên một văn bản) rất nhiều

nên thời gian thực hiện thuật toán trên New York Times nhiều hơn PubMed.

Hơn nữa, trên cùng một bộ dữ liệu, thời gian thực hiện Online-OPE3 là cao

nhất, cao hơn Online-OPE4 và Online-OPE là thấp nhất. Sở dĩ Online-OPE3

mất nhiều thời gian vì số phép toán tại mỗi vòng lặp của OPE3 thường gấp đôi

của OPE. Tuy nhiên, tổng thời gian thực hiện các thuật toán học không lớn

nên sự khác biệt đó không đáng kể và hoàn toàn có thể chấp nhận đánh đổi khi

chất lượng độ đo LPP và NPMI của Online-OPE3 thu được tốt hơn hẳn so với

Online-OPE.

2.5. Sự hội tụ của các thuật toán đề xuất

Từ các kết quả thực nghiệm ở trên, chúng tôi nhận thấy OPE3 và OPE4 hiệu

quả hơn OPE với hai bộ dữ liệu thực nghiệm khi áp dụng vào thiết kế hai thuật

toán học với LDA. Vì vậy, chúng tôi tập trung vào phân tích sự hội tụ của thuật

toán OPE3 và OPE4.

Định lý 2.1 (Sự hội tụ của thuật toán OPE3). Xem xét hàm mục tiêu f(θ)

trong bài toán (2.1), cho trước văn bản d, tham số β và α. Xét thuật toán OPE3,

với xác suất 1, ta có:

(i) Với θ ∈ ∆K, dãy biên Ut(θ) và Lt(θ) hội tụ tới f(θ) khi t→ +∞;

(ii) Dãy nghiệm xấp xỉ {θt} hội tụ tới điểm dừng/điểm cực trị địa phương của

hàm mục tiêu f(θ) khi t→ +∞.
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Chứng minh. Từ bài toán (2.1), ta thấy hàm mục tiêu f(θ) là hàm không lồi.

Tiêu chuẩn được sử dụng để phân tích hội tụ rất quan trọng trong tối ưu hóa

không lồi. Đối với các bài toán tối ưu không lồi không ràng buộc, gradient của

hàm mục tiêu ‖∇f(θ)‖ được dùng để đánh giá hội tụ, bởi vì ‖∇f(θ)‖ → 0 đưa

đến hội tụ đến một điểm dừng. Tuy nhiên, tiêu chuẩn này không thể được sử

dụng cho các bài toán tối ưu không lồi có ràng buộc. Thay vào đó, ta sử dụng

tiêu chuẩn "Frank-Wolfe gap" trong [72]. Ký hiệu

g1(θ) =
∑
j

dj log

K∑
k=1

θkβkj , g2(θ) = (α− 1)

K∑
k=1

log θk

Đầu tiên, ta xem xét dãy {Ut}. Gọi at và bt là số lần lấy được thành phần g1 và

g2 tương ứng sau t lần lặp để xây dựng dãy {Ut}. Chúng ta thấy at + bt = t. Ký

hiệu St = at − bt. Chúng ta có

Ut =
2

t
(atg1 + btg2) (2.3)

Ut − f =
St
t

(g1 − g2) (2.4)

U ′t − f ′ =
St
t

(g′1 − g′2) (2.5)

Vì fut được chọn theo phân phối đều từ {g1, g2} nên

E(fut ) =
1

2
g1 +

1

2
g2 =

1

2
f

E(Ut) = E(
2

t

t∑
h=1

fuh ) =
2

t

t∑
h=1

E(fuh ) =
2

t

t∑
h=1

1

2
=

2

t
.
t

2
f = f

Vì vậy Ut(θ) là một ước lượng không chệch của f(θ). Với mỗi bước lặp t của

OPE3, lấy fut có phân phối đều từ {g1, g2}, tức là

P (fut = g1) =
1

2
; P (fut = g2) =

1

2

Thực hiện tương ứng giữa fut và biến ngẫu nhiên Xt có phân phối đều từ

{1,−1}:
P (Xt = 1) =

1

2
; P (Xt = −1) =

1

2

Sự tương ứng này là ánh xạ một-một. Vì vậy, St = at − bt có thể được biểu

diễn dưới dạng St = X1 + · · · + Xt. Áp dụng luật logarit lặp LIL [103], ta có

St = O(
√
t log t), dẫn đến St

t → 0 khi t → +∞. Kết hợp với (2.4), ta có dãy

Ut → f với xác suất 1, đồng thời từ (2.5), dãy đạo hàm U ′t → f ′ khi t→ +∞. Sự

hội tụ thu được cho mọi điểm θ ∈ ∆K .
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Xem xét

〈U ′t(θt),
eut − θt

t
〉 = 〈U ′t(θt)− f ′(θt),

eut − θt
t
〉+ 〈f ′(θt),

eut − θt
t
〉

=
St
t2
〈g

′

1(θt)− g
′

2(θt), e
u
t − θt〉+ 〈f ′(θt),

eut − θt
t
〉

Ta có g1 và g2 là các hàm Lipschitz liên tục trên ∆K . Vì vậy tồn tại một hằng

số L sao cho:

〈f ′(z), y − z〉 ≤ f(y)− f(z) + L‖y − z‖2, ∀ y, z ∈ ∆K

Do vậy xét:

〈f ′(θt),
eut − θt

t
〉 = 〈f ′(θt),θut+1 − θt〉

≤ f(θut+1)− f(θt) + L‖θut+1 − θt‖2 = f(θut+1)− f(θt) + L‖e
u
t − θt
t
‖2

Ta có: θt+1 := arg maxθ∈{θut+1,θ
l
t+1} f(θ), vì vậy

f(θut+1) ≤ f(θt+1)

Vì eut và θt thuộc ∆K , nên |〈g′1(θt) − g′2(θt), e
u
t − θt〉| và ‖eut − θt‖2 đều bị chặn

trên với mọi t. Vì vậy tồn tại một hằng số c1 > 0 sao cho

〈U ′t(θt),
eut − θt

t
〉 ≤ c1

|St|
t2

+ f(θt+1)− f(θt) +
c1L

t2
(2.6)

Lấy tổng của (2.6) với mọi t, ta có

+∞∑
t=1

1

t
〈U ′t(θt), eut − θt〉 ≤

+∞∑
t=1

c1
|St|
t2

+ f(θ+∞)− f(θ1) +

+∞∑
t=1

c1L

t2
(2.7)

Bởi vì f(θ) bị chặn nên f(θ+∞) cũng bị chặn. Ghi nhớ rằng St = O(
√
t log t)

[103], vì vậy
∑+∞

t=1 c1
|St|
t2 hội tụ với xác suất 1, và

∑+∞
t=1

L
t2 cũng bị chặn. Do đó,

vế phải của (2.7) là xác định. Ngoài ra, 〈U ′t(θt), eut 〉 > 〈U ′t(θt),θt〉 với bất kỳ t > 0

bởi vì eut = arg maxx∈∆K
〈U ′t(θt),x〉. Do vậy, ta có:

0 ≤
+∞∑
t=1

1

t
〈U ′t(θt), eut − θt〉 <∞ (2.8)

Nói cách khác, dãy
∑+∞

t=1
1
t 〈U

′
t(θt), e

u
t −θt〉 hội tụ tới một hằng hữu hạn. Ta thấy

〈U ′t(θt), eut − θt〉 ≥ 0 với t bất kỳ. Nếu tồn tại một hằng số c2 > 0 thỏa mãn

〈U ′t(θt), eut − θt〉 ≥ c2 với t không xác định, khi đó dãy
∑+∞

t=1
1
t 〈U

′
t(θt), e

u
t − θt〉 có

thể không hội tụ đến hằng hữu hạn, điều này mâu thuẫn với (2.8). Vì vậy,

〈U ′t(θt), eut − θt〉 → 0 as t→ +∞ (2.9)
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Bởi vì U ′t → f ′ khi t→∞ và f ′ là liên tục, kết hợp với (2.9) ta có

〈f ′(θt), eut − θt〉 → 0 as t→ +∞ (2.10)

Sử dụng tiêu chuẩn "Frank-Wolfe gap" trong [72], từ (2.10) có θt → θ∗ khi

t→ +∞. Nói cách khác, θt hội tụ tới nghiệm tối ưu θ∗ của f(θ).

Định lý 2.2 (Sự hội tụ của thuật toán OPE4). Xem xét hàm mục tiêu không

lồi f(θ) của bài toán (2.1), cho trước văn bản d, tham số β và α. Xét thuật

toán OPE4, với xác suất 1, ta có:

(i) Với θ ∈ ∆K, dãy hàm xấp xỉ Ft(θ) hội tụ tới f(θ) khi t→ +∞,

(ii) Dãy nghiệm xấp xỉ θt hội tụ tới điểm tối ưu cục bộ/điểm dừng của hàm

f(θ).

Chứng minh. Ký hiệu

g1(θ) =
∑
j

dj log

K∑
k=1

θkβkj , g2(θ) = (α− 1)

K∑
k=1

log θk

Gọi at và bt là số lần xuất hiện thành phần g1 và g2 sau t bước lặp để xây dựng

dãy hàm xấp xỉ {Ut}.
Vì fut được lựa chọn theo phân phối đều từ {g1, g2} nên

E[fut ] = E[f lt ] =
1

2
g1 +

1

2
g2 =

1

2
f

E[Ut] = E[
2

t

t∑
h=1

fuh ] =
2

t

t∑
h=1

E[fuh ] =
2

t

t∑
h=1

1

2
f = f

Tương tự, gọi ct và dt là số lần xuất hiện thành phần g1 và g2 sau t bước lặp

để xây dựng dãy hàm xấp xỉ {Lt}. Vì f lt được lựa chọn theo phân phối đều từ

{g1, g2} nên:

E[fut ] = E[f lt ] =
1

2
g1 +

1

2
g2 =

1

2
f

E[Lt] = E[
2

t

t∑
h=1

f lh] =
2

t

t∑
h=1

E[f lh] =
2

t

t∑
h=1

1

2
f = f

Do vậy

E[Ft] = νE[Ut] + (1− ν)E[Lt] = νf + (1− ν)f = f

Ký hiệu Sut = at − bt , Slt = ct − dt và St = max{|Sut |, |Slt|}
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Ta có

Ut =
2

t
(atg1 + btg2) at + bt = t

Lt =
2

t
(ctg1 + dtg2) ct + dt = t

Ut − f =
Sut
t

(g1 − g2) Lt − f =
Slt
t

(g1 − g2)

U ′t − f ′ =
Sut
t

(g′1 − g′2) L′t − f ′ =
Slt
t

(g′1 − g′2)

Do Ft = νUt + (1− ν)Lt thu được:

Ft − f = ν(Ut − f) + (1− ν)(Lt − f)

= (ν
Sut
t

+ (1− ν)
Slt
t

)(g1 − g2)

F ′t − f ′ = (ν
Sut
t

+ (1− ν)
Slt
t

)(g′1 − g′2)

Vì vậy, Ft là một ước lượng không chệch của hàm mục tiêu đúng f . Áp dụng

luật LIL [103] ta có Sut = O(
√
t log t) và Slt = O(

√
t log t), dẫn đến Su

t

t → 0 và
Sl
t

t → 0 khi t→ +∞. Vì vậy, chúng tôi kết luận rằng dãy Ut → f và dãy đạo hàm

U ′t → f’ khi t→ +∞. Tương tự, xem xét với dãy Lt → f, và dãy đạo hàm L′t → f’

khi t→ +∞.

Xem xét

〈F ′t(θt),
et − θt

t
〉 = 〈F ′t(θt)− f ′(θt),

et − θt
t
〉+ 〈f ′(θt),

et − θt
t
〉 =

= 〈(ν S
u
t

t
+ (1− ν)

Slt
t

)(g′1(θt)− g′2(θt)),
et − θt

t
〉+ 〈f ′(θt),

et − θt
t
〉

Chúng ta có g1 và g2 là hàm Lipschitz liên tục trên ∆K . Vì vậy, tồn tại một

hằng số L sao cho:

〈f ′(z), y − z〉 ≤ f(y)− f(z) + L‖y − z‖2∀y, z ∈ ∆K

Do đó:

〈f ′(θt),
et − θt

t
〉 = 〈f ′(θt),θt+1 − θt〉 ≤ f(θt+1)− f(θt) + L‖θt+1 − θt‖2

= f(θt+1)− f(θt) + L‖et − θt
t
‖2

Vì et và θt đều thuộc ∆K nên 〈g′1(θt)− g′2(θt), et − θt〉 và ‖eut − θt‖2 bị chặn. Do

đó, tồn tại một hằng c1 > 0 sao cho:

〈F ′t(θt),
et − θt

t
〉 ≤ c1

St
t2

+ f(θt+1)− f(θt) +
c1L

t2
(2.11)
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Lấy tổng hai vế của (2.11) với mọi t, ta có

+∞∑
t=1

1

t
〈F ′t(θt), et − θt〉 ≤

+∞∑
t=1

c1
St
t2

+ f(θ∗)− f(θ1) +

+∞∑
t=1

c1L

t2
(2.12)

Bởi vì f(θ) bị chặn nên f(θ∗) bị chặn. Chúng ta thấy St = O(
√
t log t) theo tài

liệu [103], vì vậy dãy
∑+∞

t=1 c1
St

t2 hội tụ với xác suất 1 và tổng
∑+∞

t=1
L
t2 cũng bị

chặn. Vì vậy, vế phải của (2.12) là hữu hạn.

Bởi vì et = arg maxx∈∆K
〈F ′t(θt),x〉 nên 〈F ′t(θt), et〉 > 〈F ′t(θt),θt〉 với bất kỳ

t > 0. Vì vậy thu được:

0 ≤
+∞∑
t=1

1

t
〈F ′t(θt), et − θt〉 < +∞ (2.13)

Nói cách khác, dãy
∑+∞

t=1
1
t 〈F

′
t(θt), et − θt〉 hội tụ tới một hằng số hữu hạn.

Ta thấy 〈F ′t(θt), et− θt〉 ≥ 0 với bất kỳ t. Nếu tồn tại một hằng số c3 > 0 thỏa

mãn 〈F ′t(θt), et−θt〉 ≥ c3 với t nhận giá trị vô hạn, khi đó chuỗi
∑+∞

t=1
1
t 〈F

′
t(θt), et−

θt〉 không thể hội tụ tới một hằng hữu hạn, điều này trái ngược với (2.13). Vì

vậy

〈F ′t(θt), et − θt〉 → 0 khi t→ +∞ (2.14)

Bởi vì F ′t → f ′ khi t→∞ và f ′ là các hàm liên tục, kết hợp với (2.14) có:

〈f ′(θt), et − θt〉 → 0 khi t→ +∞.

Sử dụng tiêu chuẩn "Frank-Wolfe gap" [72], ta có θt → θ∗ as t→ +∞. Như vậy,

θt hội tụ theo xác suất đến điểm dừng/cực đại địa phương θ∗ of hàm mục tiêu

f(θ).

2.6. Mở rộng thuật toán đề xuất cho bài toán tối ưu không lồi

Phân tích đặc điểm của OPE3 và OPE4, chúng tôi nhận thấy có thể sửa

đổi OPE3 và OPE4 dễ dàng để giải bài toán tối ưu không lồi tổng quát có

dạng như trong (2.2), tức là giải bài toán tối đa hóa hàm mục tiêu có dạng

f(x) = g1(x) + g2(x) trên miền ràng buộc Ω. Do đó bước tìm et trong OPE3 hay

OPE4 sẽ là một bài toán quy hoạch tuyến tính có thể giải được. Xét bài toán

tối ưu không lồi tổng quát:

max
x∈Ω

[f(x) = g1(x) + g2(x)] (2.15)

Chi tiết của thuật toán OPE3 và OPE4 tổng quát để giải bài toán (2.15) được

trình bày trong Thuật toán 2.7 và Thuật toán 2.8.
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Thuật toán 2.7 OPE3 giải bài toán tối ưu không lồi tổng quát

Đầu ra: x∗ là nghiệm cực đại hóa của hàm f(x) = g1(x) + g2(x) trên miền Ω
1: Khởi tạo x1 thuộc Ω
2: f l1 := g1(x); fu1 := g2(x)
3: for t = 2, 3, ..,∞ do
4: Lấy fut có phân phối đều từ {g1(x) ; g2(x)}
5: Ut := 2

t

∑t
h=1 f

u
h

6: aut := arg maxx∈Ω〈U
′

t (xt),x〉
7: xut+1 := xt +

au
t −xt

t

8: Lấy f lt có phân phối đều từ {g1(x) ; g2(x)}
9: Lt := 2

t

∑t
h=1 f

l
h

10: alt := arg maxx∈Ω〈L
′

t(xt),x〉
11: xlt+1 := xt +

al
t−xt

t
12: xt+1 := arg maxx∈{xu

t+1,x
l
t+1} f(x)

13: end for

Thuật toán 2.8 OPE4 giải bài toán tối ưu không lồi tổng quát

Đầu vào: Tham số tổ hợp ν ∈ (0, 1)
Đầu ra: x∗ là nghiệm cực đại hóa của hàm f(x) = g1(x) + g2(x) trên miền Ω
1: Khởi tạo x1 thuộc Ω
2: f l1 := g1(x) ; fu1 := g2(x)
3: for t = 2, 3, ..,∞ do
4: Lấy fut có phân phối đều từ {g1(x) ; g2(x)}
5: Ut := 2

t

∑t
h=1 f

u
h

6: Lấy f lt có phân phối đều từ {g1(x) ; g2(x)}
7: Lt := 2

t

∑t
h=1 f

l
h

8: Lấy Ft := νUt + (1− ν)Lt
9: at := arg maxx∈Ω〈F

′

t (xt),x〉
10: xt+1 := xt + at−xt

t
11: end for

Sự hội tụ của OPE3 và OPE4 trong trường hợp tổng quát này có thể chứng

minh tương tự như Định lý 2.1 và Định lý 2.2 bởi các quá trình chứng minh

không bị phụ thuộc vào hàm thành phần g1(x) và g2(x) cụ thể.

2.7. Kết luận chương 2

Chúng tôi tổng kết một số kết quả đạt được của chương như sau:

• Trong chương này chúng tôi đã đề xuất bốn thuật toán tối ưu mới OPE1,

OPE2, OPE3 và OPE4 để giải bài toán suy diễn hậu nghiệm với mô hình

chủ đề ẩn LDA, trong đó OPE3 và OPE4 thường hiệu quả hơn thuật toán

OPE. Do vậy, OPE3 và OPE4 đã được chúng tôi nghiên cứu một cách

nghiêm túc và đầy đủ trên hai mặt lý thuyết và thực nghiệm.

• Các cải tiến khai thác theo hướng tiếp cận ngẫu nhiên hóa thông qua việc

xem xét hàm mục tiêu là các xấp xỉ ngẫu nhiên, sử dụng phân phối đều
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phù hợp với xu thế tiếp cận phương pháp ngẫu nhiên giải bài toán MAP

không lồi;

• Hơn nữa, OPE3 và OPE4 hoàn toàn có thể mở rộng dễ dàng để giải bài

toán quy hoạch DC [104], một lớp bài toán tối ưu không lồi khó giải

min
x∈Ω

[f(x) = g(x)− h(x)]

bằng cách đặt tương ứng g1 := g và g2 := −h.

Các kết quả trình bày trong chương 2 được chúng tôi trình bày trong bài báo

"Stochastic bounds for inference in topic models" xuất bản trong kỷ yếu hội

thảo quốc tế ICTA năm 2016 và bài báo "Some methods for posterior inference

in topic models" xuất bản trên tạp chí RD-ICT của Bộ thông tin truyền thông

năm 2018.
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Chương 3

TỔNG QUÁT HÓA THUẬT TOÁN TỐI ƯU GIẢI BÀI

TOÁN MAP KHÔNG LỒI TRONG MÔ HÌNH CHỦ ĐỀ

Trong chương này, nghiên cứu sinh tiếp tục đề xuất thuật toán GOPE theo

hướng ngẫu nhiên thông qua sử dụng phân phối Bernoulli hợp lý và xấp xỉ ngẫu

nhiên để giải bài toán MAP không lồi. Sự hiệu quả của thuật toán GOPE được

xem xét trên cả hai mặt lý thuyết và thực nghiệm, trong đó sử dụng GOPE là

thuật toán suy diễn cho bài toán MAP trong các mô hình chủ đề.

3.1. Giới thiệu

Xem xét bài toán ước lượng MAP trong các mô hình đồ thị xác suất:

x∗ = arg max
x

[logP (D|x) + logP (x)] (3.1)

Ký hiệu g1(x) := logP (D|x) và g2(x) := logP (x), bài toán (3.1) được đưa về bài

toán tối ưu có dạng:

x∗ = arg max
x

[f(x) = g1(x) + g2(x)] (3.2)

trong đó hàm mục tiêu f(x) được phân tích thành tổng của hai thành phần

g1(x) và g2(x). Bài toán (3.2) là khó giải khi hàm mục tiêu f(x) là hàm không

lõm.

Một ví dụ điển hình cho bài toán (3.2) chính là bài toán MAP trong mô hình

chủ đề LDA:

θ∗ = arg max
θ∈∆K

∑
j

dj log

K∑
k=1

θkβkj + (α− 1)

K∑
k=1

log θk (3.3)

trong đó α là tham số của phân phối tiên nghiệm Dirichlet. [37] đã chỉ ra rằng

bài toán (3.3) thuộc lớp NP-khó khi tham số α < 1. Trong trường hợp α ≥ 1,

dễ dàng chỉ ra rằng bài toán (3.3) là tối ưu lõm, khi đó có thể được giải quyết

trong thời gian đa thức. Thật không may, trong thực tế mô hình LDA, tham số

α thường nhỏ, tức α < 1 [42, 92], khiến cho bài toán (3.3) trở thành bài toán tối

ưu không lõm (non-concave). Đó là lý do tại sao (3.3) không khả thi trong các

trường hợp xấu.
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Chương 2 đã xem xét bài toán (3.3) với các cải tiến OPE1, OPE2, OPE3 và

OPE4, đặc biệt OPE3 và OPE4 là hai thuật toán hiệu quả nhất. Chúng tôi tiếp

tục tiếp cận theo hướng ngẫu nhiên hóa để đề xuất các thuật toán hiệu quả giải

bài toán MAP không lồi. Đồng thời đảm bảo thuật toán đề xuất có tính linh

hoạt, dễ dàng mở rộng cho bài toán không lồi khác xuất hiện trong học máy.

Chúng tôi nhận thấy phân phối Bernoulli là phân phối rời rạc đơn giản nhưng

tổng quát hơn phân phối đều và có nhiều ứng dụng trong thực tế. Đây là một ý

tưởng để chúng tôi cải tiến thuật toán OPE và đưa ra thuật toán mới đảm bảo

tính tổng quát và hiệu quả hơn dựa trên phân phối Bernoulli và xấp xỉ ngẫu

nhiên.

3.2. Thuật toán Generalized Online Maximum a Posteriori Es-
timation

Xét bài toán MAP (3.3) với mô hình chủ đề:

θ∗ = arg max
θ∈∆K

∑
j

dj log

K∑
k=1

θkβkj + (α− 1)

K∑
k=1

log θk

Chúng tôi giới thiệu thuật toán mới đặt tên là GOPE (viết tắt của Generalized

Online Maximum a Posteriori Estimation) để giải bài toán MAP (3.3).

Ký hiệu

g1(θ) =
∑
j

dj log

K∑
k=1

θkβkj , g2(θ) = (α− 1)

K∑
k=1

log θk

Khi đó

f(θ) =
∑
j

dj log

K∑
k=1

θkβkj + (α− 1)

K∑
k=1

log θk = g1(θ) + g2(θ)

với g1(θ) và g2(θ) tương ứng là thành phần likelihood và prior.

Như đã biết, OPE hoạt động bằng cách lựa chọn ngẫu nhiên thành phần

likelihood g1(θ) hay prior g2(θ) tại mỗi bước lặp t theo phân phối đều (xác suất

lựa chọn thành phần g1(θ) và g2(θ) là như nhau và bằng 1/2):

ft := uniform{g1, g2} ,∀t = 1, 2, ..

sau đó xây dựng dãy hàm xấp xỉ Ft(θ) của hàm mục tiêu đúng f(θ) theo công

thức:

Ft :=
2

t

t∑
k=1

fk
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sao cho đảm bảo Ft → f khi t→∞. Ở đây thành phần likelihood g1(θ) đại diện

cho tri thức ta quan sát được về đối tượng là văn bản, thành phần tiên nghiệm

(prior) g2(θ) đại diện cho tri thức ta biết trước về văn bản. Với cách thực hiện

của OPE, về mặt trung bình, Ft có tỉ lệ likelihood và prior bằng nhau. Tuy

nhiên, trong thực tế, khi suy diễn về một đối tượng nào đó, con người có thể

dùng nhiều hơn thành phần likelihood nếu ta quan sát được nhiều thông tin về

đối tượng, hoặc dùng nhiều hơn thành phần prior nếu ta biết ít thông tin về đối

tượng. Đây là một suy diễn rất tự nhiên. Để triển khai ý tưởng đó, chúng ta có

thể sử dụng phân phối Bernoulli với xác suất p để hiệu chỉnh tỉ lệ của thành

phần prior và likelihood thay vì sử dụng phân phối đều như trong OPE. Tức là,

chúng ta ấn định xác suất để chọn được thành phần g1 là p và xác suất chọn

được thành phần g2 là 1 − p với p ∈ (0, 1), biết rằng phân phối Bernoulli tổng

quát hơn phân phối đều.

Mục tiêu cải tiến của chúng tôi là đề xuất thuật toán mới không những giữ

lại những đặc tính tốt của OPE mà hiệu quả hơn OPE. Vì vậy, chúng tôi có ý

tưởng thay thế phân phối đều trong lựa chọn mẫu bằng phân phối Bernoulli với

xác suất p ∈ (0, 1) thích hợp sao cho hàm xấp xỉ Ft(θ) vẫn hội tụ về hàm mục

tiêu f(θ).

Giả sử cho trước xác suất Bernoulli p ∈ (0, 1). Trước hết, để đảm bảo hàm

xấp xỉ Ft(θ) → f(θ) khi t → ∞, tiến hành hiệu chỉnh likelihood g1(θ) và prior

g2(θ) ban đầu như sau:

G1(θ) :=
g1(θ)

p
; G2(θ) :=

g2(θ)

1− p

Khi đó G1(θ) và G2(θ) tương ứng là likelihood và prior hiệu chỉnh theo tham

số p của phân phối Bernoulli. Tham số p được sử dụng để hiệu chỉnh tỉ lệ của

likelihood và prior trong thuật toán suy diễn. GOPE được trình bày chi tiết

trong Thuật toán 3.1.

Ký hiệu T là số bước lặp tối thiểu thực hiện thuật toán GOPE. Bởi vì GOPE

là thuật toán ngẫu nhiên nên về mặt lý thuyết luôn xem xét trong ngữ cảnh

T →∞. Tại bước lặp thứ t trong Thuật toán 3.1, chúng tôi lấy ft(θ) tuân theo

phân phối Bernoulli của hai thành phần likelihood và prior đã được hiệu chỉnh

và Ft(θ) là hàm xấp xỉ cần xây dựng. Với mỗi bước lặp t, (t = 1, 2, .., T ), chúng

tôi lấy ft có phân phối Bernoulli với xác suất p ∈ (0, 1) từ {G1 , G2}. Ta thấy T

lần lặp tương ứng chính là thực hiện T phép thử Bernoulli với xác suất p ∈ (0, 1):

P (ft = G1) = p , P (ft = G2) = 1− p , ∀t = 1, 2, .., T
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Thuật toán 3.1 GOPE: Generalized Online maximum a Posteriori Estimation

Đầu vào: Văn bản d, tham số mô hình {β, α} và tham số Bernoulli p ∈ (0, 1)
Đầu ra: θ∗ là điểm cực đại của hàm f(θ) = g1(θ) + g2(θ)
1: Khởi tạo θ1 trong miền ∆K

2: G1 := g1
p ; G2 := g2

1−p
3: for t = 1, 2, . . . , T do
4: Lấy ft có phân phối Bernoulli từ {G1, G2} với xác suất p trong đó

{P (ft = G1) = p;P (ft = G2) = 1− p}

5: Ft(θ) := 1
t

∑t
h=1 fh

6: et := arg maxx∈∆K
〈F ′t (θt),x〉

7: θt+1 := θt + et−θt

t
8: end for

Theo lý thuyết thống kê, hiệu quả đạt được tốt hơn khi số phép thử Bernoulli

(tức số lần lặp) T tăng (ít nhất là 20) và tham số p lựa chọn không quá gần 0

hoặc 1.

Giả sử tiến hành thực hiện thuật toán GOPE với ít nhất T bước lặp. Xét tại

bước lặp thứ t, (t = 1, 2, .., T ):

1. Thực hiện t phép thử Bernoulli xác suất p ∈ (0, 1):

{P (fh = G1) = p , P (fh = G2) = 1− p} ∀h = 1, ..., t

Ta có: E[fh] = f , ∀h = 1, .., t.

2. Xây dựng một dãy hàm xấp xỉ ngẫu nhiên:

Ft :=
1

t

t∑
h=1

fh

Ta có: E[Ft] = E[1
t

∑t
h=1 fh] = f . Như vậy, Ft là trung bình mẫu của các

hàm mẫu {f1, f2, .., ft} và Ft đảm bảo hội tụ đến hàm mục tiêu f khi t→∞.

Điều này được chỉ rõ trong phần chứng minh Định lý 3.1.

Tham số p đóng vai trò điều chỉnh tỷ lệ của thành phần likelihood và prior

đóng góp vào hàm xấp xỉ Ft. Nếu p lớn thì khả năng lựa chọn được thành phần

likelihood G1 nhiều hơn G2 trong xây dựng Ft. Ngược lại, nếu p nhỏ thì khả

năng sẽ lựa chọn được thành phần prior G2 nhiều hơn G1 trong xây dựng hàm

Ft. Chúng ta sử dụng đặc điểm này để lựa chọn p phù hợp nhất cho thuật toán

GOPE trong mỗi bài toán áp dụng. Ta thấy OPE chính là một trường hợp đặc

biệt của GOPE khi tham số p được lựa chọn là 0.5, nên OPE không có tính linh

hoạt khi áp dụng cho nhiều bài toán và nhiều bộ dữ liệu khác nhau. GOPE có

khả năng thích nghi tốt với các bộ dữ liệu khác nhau thông qua việc điều chỉnh
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Thuật toán 3.2 Online-GOPE học mô hình LDA từ dữ liệu lớn

Đầu vào: Tập dữ liệu huấn luyện C với D văn bản, K,α, η, τ > 0, κ ∈ (0.5, 1]
Đầu ra: λ
1: Khởi tạo λ0 ngẫu nhiên
2: for t = 1, 2, . . . ,∞ do
3: Lấy mẫu nhỏ Ct gồm S văn bản.
4: Sử dụng BOPE để suy diễn hậu nghiệm cho mỗi văn bản d ∈ Ct, cho bởi biến toàn cục

βt−1 ∝ λt−1 trong bước trước đó để nhận được chủ đề hỗn hợp θd. Tính toán φd theo

φdkj ∝ θdkβkj

5: Với mỗi k ∈ {1, 2, ..,K}, biến toàn cục λ̂k cho Ct bởi

λ̂kj = η +
D

S

∑
d∈Ct

djφdjk

6: Cập nhật biến toàn cục
λt := (1− ρt)λt−1 + ρtλ̂

trong đó ρt = (t+ τ)−κ

7: end for

giá trị của tham số p ∈ (0, 1). Điều này sẽ được thể hiện rõ hơn trong phần thực

nghiệm. Chúng tôi sẽ chỉ ra rằng GOPE duy trì lợi thế chính của OPE là sự

đảm bảo về chất lượng và tốc độ hội tụ, hơn nữa đem đến một sự tổng quát cao

hơn OPE nhờ đóng góp của phân phối Bernoulli. Các đặc tính tốt này không

được xác định đối với các phương pháp hiện có khi áp dụng cho bài toán suy

diễn hậu nghiệm trong các mô hình chủ đề.

GOPE đóng vai trò là bước suy diễn cốt lõi khi học mô hình LDA. Chúng tôi

sử dụng GOPE thay cho OPE trong thuật toán học Online-OPE [28] và nhận

được thuật toán học ngẫu nhiên mới đặt tên là Online-GOPE. Online-GOPE

được trình bày chi tiết trong Thuật toán 3.2.

3.3. Sự hội tụ của thuật toán GOPE

Trong phần này, chúng tôi đưa ra bằng chứng về sự hội tụ của GOPE. Đây

cũng là một điểm mạnh của đề xuất bởi rất nhiều thuật toán đề xuất trước đây

mới dừng lại ở minh chứng sự hiệu quả về thực nghiệm mà chưa đưa ra các đảm

bảo về mặt lý thuyết.

Định lý 3.1 (Sự hội tụ của thuật toán GOPE). Xét hàm mục tiêu f(θ) trong bài

toán (3.3), cho trước văn bản d, tham số mô hình {β, α} và tham số Bernoulli

p ∈ (0, 1). Xét GOPE, với xác suất 1, ta có:

(i) Với bất kỳ θ ∈ ∆K, dãy hàm Ft(θ) hội tụ tới f(θ) khi t→ +∞;
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(ii) Dãy nghiệm xấp xỉ θt hội tụ tới điểm dừng/cực đại địa phương của hàm

mục tiêu f(θ) với tốc độ hội tụ là O(1/t).

Chứng minh. Việc chứng minh Định lý 3.1 được dựa vào [28] và Định lý 2.1 và

Định lý 2.2 trong Chương 2. Chúng tôi chứng minh rằng GOPE cũng hội tụ tới

điểm dừng/cực đại địa phương của hàm mục tiêu.

Nhắc lại một số ký hiệu: B(t, p) ký hiệu cho phân phối nhị thức với tham số

t và p, N(µ, σ2) ký hiệu cho phân phối chuẩn với tham số µ và σ, E(X) là kỳ

vọng của biến ngẫu nhiên X, D(X) là phương sai của biến ngẫu nhiên X.

Theo tìm hiểu, với các bài toán tối ưu không lồi không ràng buộc, véc tơ đạo

hàm của hàm mục tiêu ‖∇f(θ)‖ được dùng là tiêu chuẩn để đánh giá sự hội tụ,

bởi vì ‖∇f(θ)‖ → 0 đưa đến sự hội tụ đến một điểm dừng. Tuy nhiên, tiêu chuẩn

này không thể được sử dụng cho các bài toán tối ưu không lồi có ràng buộc.

Thay vào đó, chúng tôi sử dụng tiêu chuẩn "Frank-Wolfe gap" đề cập trong [72].

Nhắc lại

G1(θ) := g1(θ)/p ; G2(θ) := g2(θ)/1− p

là likelihood và prior hiệu chỉnh tương ứng. Nhận thấy:

f(θ) = g1(θ) + g2(θ) = pG1(θ) + (1− p)G2(θ)

Tiến hành thực hiện t phép thử Bernoulli, trong đó tại phép thử thứ h, (h = 1, .., t)

lấy fh có phân phối Bernoulli từ {G1, G2} trong đó:

P (fh = G1) = p ; P (fh = G2) = 1− p

Gọi at là số lần lấy được G1 sau t bước lặp. Khi đó bt = t − at là số lần lấy

được G2 sau t bước lặp. Khi đó at có phân phối nhị thức với tham số t và p, tức

at ∼ B(t, p) và có các đặc trưng:

E[at] = tp , D[at] = tp(1− p)

Đặt St = at − tp. Theo tính chất của phân phối nhị thức và định lý Moivre-

Laplace [105], ta có St → N(0, tp(1− p)) khi t→∞. Hơn nữa, với xác suất 1, dãy
St

t → 0 khi t→∞. Ta có

Ft =
1

t
(atG1 + (t− at)G2)

Ft − f =
St
t

(G1 −G2) (3.4)

F ′t − f ′ =
St
t

(G′1 −G′2)
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Từ (3.4) thu được Ft → f khi t→ +∞ với xác suất 1. Theo GOPE có công thức

nghiệm xấp xỉ được tính theo lược đồ lặp:

θt+1 := θt +
et − θt

t

tuân theo lược đồ lặp: θt+1 = φ(θt) trong đó hàm φ(θt) = θt+
et−θt
t . Theo nguyên

lý ánh xạ co Banach, ta có dãy nghiệm {θt} hội tụ về điểm bất động θ∗ nào đó.

Đồng thời có đánh giá:

‖θt+1 − θt‖ = ‖et − θt
t
‖ =
‖et − θt‖

t
= O(

1

t
)

Như vậy θt → θ∗ với tốc độ hội tụ là O(1/t).

Xét:

〈F ′t(θt),
et − θt

t
〉 = 〈F ′t(θt)− f ′(θt),

et − θt
t
〉+ 〈f ′(θt),

et − θt
t
〉

=
St
t2
〈G′1(θt)−G′2(θt), et − θt〉+ 〈f ′(θt),

et − θt
t
〉

Chú ý rằng g1(θ) và g2(θ) là các hàm Lipschitz liên tục trên ∆K . Vì vậy, tồn tại

hằng số L sao cho:

〈f ′(z), y − z〉 ≤ f(y)− f(z) + L‖y − z‖2∀y, z ∈ ∆K

. Ta có

〈f ′(θt),
et − θt

t
〉 = 〈f ′(θt),θt+1 − θt〉 ≤ f(θt+1)− f(θt) + L‖θt+1 − θt‖2 =

= f(θt+1)− f(θt) +
L

t2
‖et − θt‖2

Vì et và θt đều thuộc về ∆K , nên |〈G′1(θt)−G′2(θt), et−θt〉| và ‖et−θt‖2 bị chặn

trên với t bất kỳ. Vì vậy, tồn tại một hằng số c1 > 0 sao cho

〈F ′t(θt),
et − θt

t
〉 ≤ c1

|St|
t2

+ f(θt+1)− f(θt) +
c1L

t2
(3.5)

Lấy tổng hai vế của (3.5) với mọi t, ta có:

t∑
h=1

1

h
〈F ′h(θh), eh − θh〉 ≤

t∑
h=1

c1
|Sh|
h2

+ f(θt+1)− f(θ1) +

t∑
h=1

c1L

h2
(3.6)

Khi t→ +∞, f(θt)→ f(θ∗) do sự liên tục của hàm f(θ). Kết quả (3.6) có nghĩa

là

+∞∑
h=1

1

h
〈F ′h(θh), eh − θh〉 ≤

+∞∑
h=1

c1
|Sh|
h2

+ f(θ∗)− f(θ1) +

+∞∑
h=1

c1L

h2
(3.7)
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Sử dụng [28] và theo luật số lớn, ta có
∑∞

h=1 c1
|Sh|
h2 hội tụ theo nghĩa xác suất.

Ngoài ra, số hạng
∑+∞

h=1
1
h2 là bị chặn trên. Vì vậy,

∑+∞
h=1

1
h〈F

′
h(θh), eh− θh〉 cũng

bị chặn trên.

Bởi vì et = arg maxx∈∆K
〈F ′

t (θt),x〉, nên 〈F ′t(θt), et − θt〉 ≥ 0.

Nếu tồn tại t0 > 0, c3 > 0 sao cho 〈F ′t(θt), et − θt〉 ≥ c3∀t > t0, khi đó∑∞
t=1

1
t 〈F

′
t(θt), et − θt〉 >

∑∞
t=1

c3
t . Đồng thời vì

∑∞
t=1

1
t không bị chặn trên, nên∑+∞

h=1
1
h〈F

′
h(θh), eh − θh〉 → ∞, điều này mâu thuẫn với kết luận ở trên.

Do đó, 〈F ′t(θt), et − θt〉 → 0 khi t→∞. Mặt khác,

〈F ′t(θt), et − θt〉 = 〈f ′(θt) +
St
t

(G′1(θt)−G′2(θt)), et − θt〉

= 〈f ′(θt), et − θt〉+ 〈St
t

(G′1(θt)−G′2(θt)), et − θt〉

Bởi vì St

t → 0 nên 〈f ′(θt), et−θt〉 → 0. Áp dụng tiêu chuẩn "Frank-Wolfe gap"

ta thu được θ∗ là điểm dừng hoặc là điểm cực đại địa phương của hàm mục tiêu

f(θ).

3.4. Đánh giá thực nghiệm

Trong phần này, chúng tôi sẽ điều tra hiệu quả của GOPE về mặt thực nghiệm

khi giải bài toán hậu nghiệm với mô hình chủ đề LDA với các bộ dữ liệu lớn

thu thập từ thế giới thực. Điều tra hiệu quả của GOPE thông qua hiệu quả của

Online-GOPE so với các thuật toán học khác sử dụng cho mô hình LDA.

3.4.1. Các bộ dữ liệu thực nghiệm

Chúng tôi tiến hành thực nghiệm cho các cải tiến trên hai bộ dữ liệu lớn

bao gồm các tập văn bản dài: bộ dữ liệu New York Times (NYT) bao gồm

300.000 bài tin tức và bộ PubMed (PUB) bao gồm 330.000 bài báo từ trung

tâm PubMed1. Chi tiết của hai bộ dữ liệu được mô tả trong Bảng 2.1 đã được

trình bày trong Mục 2.4.1 trong Chương 2.

3.4.2. Độ đo đánh giá thực nghiệm

Đánh giá chất lượng của các phương pháp học trong LDA, chúng tôi sử

dụng hai độ đo thường được dùng trong mô hình chủ đề, đó là Log Predictive

Probability (LPP) [93] và Normalised Pointwise Mutual Information (NPMI)

[102]. Chi tiết về độ đo LPP và NPMI được trình bày trong Phụ lục A và B.

1Các bộ dữ liệu được lấy từ http://archive.ics.uci.edu/ml/datasets
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3.4.3. Thiết lập các tham số

• Tham số mô hình: Chúng tôi thiết lập số chủ đề K = 100, tham số

Dirichlet α = 1
K và siêu tham số η = 1

K . Các tham số này thường được sử

dụng trong các mô hình chủ đề.

• Tham số suy diễn: Chúng tôi lựa chọn số bước lặp của thuật toán suy

diễn T = 50 và tham số Bernoulli p trong thuật toán GOPE được lựa chọn

trong tập {0.10, 0.15, . . . , 0.85, 0.90} cho mỗi bộ dữ liệu và trên mỗi độ đo.

• Tham số học: Chúng tôi lựa chọn kích thước mini-batch S = |Ct| = 5000,

thiết lập siêu tham số κ = 0.9 và τ = 1 thích nghi tốt cho các phương pháp

suy luận hiện có.

Chúng tôi tiến hành hai nhóm thực nghiệm:

(i) Xem xét vai trò của tham số Bernoulli p trong thuật toán suy diễn GOPE

thông qua thuật toán ngẫu nhiên Online-GOPE học mô hình LDA;

(ii) So sánh hiệu quả của thuật toán GOPE so với các thuật toán suy diễn khác

như VB, CVB hay CGS thông qua so sánh thuật toán học Online-GOPE

với các phương pháp học LDA như Online-VB, Online-CVB, Online-CGS

và Online-OPE.

3.4.4. Kết quả thực nghiệm

Đầu tiên, chúng tôi xem xét sự ảnh hưởng của tham số p trong GOPE. Bởi

vì p ∈ (0, 1) và tham số Bernoulli p không nên chọn quá gần với 0 và 1, nên

trong các thực nghiệm này chúng tôi chọn tham số Bernoulli p rời rạc trong tập

{0.10, 0.15, . . . , 0.85, 0.90} và tiến hành thực nghiệm Online-GOPE trên hai bộ dữ

liệu New York Times và PubMed. Kết quả thực hiện thuật toán Online-GOPE

khi thay đổi tham số p được mô tả trong Hình 3.1.

Theo Hình 3.1, chúng ta thấy rằng độ đo LPP và NPMI của thuật toán

Online-GOPE thay đổi khi tham số p được lựa chọn khác nhau. Online-GOPE

đạt hiệu quả tốt nhất trên bộ New York Times với độ đo LPP khi lựa chọn

p = 0.35 và với độ đo NPMI khi lựa chọn p = 0.75, Online-GOPE đạt hiệu quả

tốt nhất trên bộ PubMed với độ đo LPP khi lựa chọn p = 0.4, và với độ đo

NPMI khi lựa chọn p = 0.45. Đồng thời cũng cho thấy, có những giá trị của p

làm cho GOPE đạt hiệu quả thấp hơn, do đó cần tránh lựa chọn giá trị p đó khi

áp dụng. Kết quả này hỗ trợ cho ý tưởng của chúng tôi về những đóng góp của
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Hình 3.1: Kết quả thực hiện Online-GOPE với tham số Bernoulli p được lựa chọn khác nhau trên hai
độ đo LPP và NPMI. Giá trị độ đo càng cao càng tốt.

thành phần likelihood và prior trong suy diễn tỷ lệ chủ đề cho một tài liệu. Với

các tập dữ liệu khác nhau có giá trị p phù hợp khác nhau, nếu muốn có được

hiệu suất tốt nhất về sự khái quát hóa hoặc về chất lượng ngữ nghĩa của các chủ

đề, chúng tôi có nhiều giá trị p khác nhau để chọn. Do đó, GOPE rất linh hoạt

đối với các bộ dữ liệu trong thế giới thực. Với GOPE, giá trị nào của p là phù

hợp tùy thuộc vào thành phần likelihood và prior chiếm tỷ lệ bao nhiêu trong

hàm tổng, mà thành phần likelihood phụ thuộc vào độ dài của văn bản. Trong

hai bộ dữ liệu thực nghiệm của chúng tôi, độ dài trung bình của một văn bản

trong bộ New York Times khoảng hơn 300 từ, trong khi độ dài trung bình của

văn bản trong bộ PubMed khoảng 65 từ. Điều đó giải thích tại sao có các giá

trị tốt nhất khác nhau của p cho mỗi tập dữ liệu khác nhau. Một điểm thú vị

mà tham số Bernoulli p đưa tới chính là nó đóng vai trò như tham số hiệu chỉnh

của thuật toán. Các thực nghiệm trên cho thấy ảnh hưởng của giá trị p lựa chọn

đến kết quả bài toán. Từ đó, chúng tôi khuyến cáo với mỗi bộ dữ liệu có những

đặc trưng khác nhau thì có thể phải lựa chọn p phù hợp khác nhau mới đạt hiệu

quả tốt nhất.

Trong các thực nghiệm tiếp theo, chúng tôi so sánh kết quả thực hiện của

Online-GOPE với giá trị của p được lựa chọn tốt với các thuật toán khác được

thiết kế để học LDA như: Online-VB, Online-CVB0, Online-CGS và Online-

OPE. Các kết quả được hiển thị trong Hình 3.2.
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Hình 3.2: Kết quả độ đo LPP và NPMI của các thuật toán học Online-OPE, Online-VB, Online-CVB,
Online-CGS và Online-GOPE trên hai bộ dữ liệu New York Times và PubMed. Độ đo càng cao càng
tốt. Chúng tôi nhận thấy Online-GOPE thường cho kết quả tốt so với các thuật toán học khác.

Các thuật toán học Online-GOPE, Online-OPE, Online-VB, Online-CVB và

Online-CGS ở trong Hình 3.2 đều học các chủ đề qua phân phối của các từ β

hoặc các tham số biến phân λ. Theo kết quả trong Hình 3.2, chúng tôi thấy

Online-GOPE không chỉ thực hiện tốt hơn Online-OPE ban đầu mà còn tốt hơn

các phương pháp học đương đại. Chúng tôi có thể lý giải điều này vì Online-

GOPE là thuật toán học ngẫu nhiên phù hợp với dữ liệu đầu vào lớn. Sự khác

biệt giữa các thuật toán học là do các thủ tục suy diễn bên trong. Online-GOPE

hiệu quả chính là do thuật toán suy diễn GOPE tốt hơn các thuật toán suy diễn

khác như OPE, VB, CVB hay CGS. Xét về bản chất, GOPE đạt được hiệu quả

cao là do sự có mặt của tham số Bernoulli p phù hợp.

3.5. Mở rộng thuật toán giải bài toán tối ưu không lồi

Từ thành công của thuật toán GOPE khi áp dụng cho mô hình chủ đề, chúng

tôi nhận thấy hoàn toàn có thể mở rộng thuật toán GOPE cho bài toán tối ưu

hóa không lồi (3.2):

x∗ = arg max
x

[f(x) = g1(x) + g2(x)]

Ý tưởng về cách xây dựng hàm ngẫu nhiên xấp xỉ trong GOPE có thể được

sử dụng khi hàm mục tiêu f là tổng của hai thành phần f = g1 + g2. Trong mỗi

bước lặp, chọn thành phần g1 hay g2 tuân theo phân phối Bernoulli với xác suất
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p ∈ (0, 1). Chúng ta có thể điều chỉnh tham số Bernoulli p phù hợp với các bài

toán khác nhau. Tính ngẫu nhiên Bernoulli có thể giúp các thuật toán nhảy ra

khỏi cực trị địa phương. Chi tiết của thuật toán GOPE mở rộng cho bài toán

không lồi tổng quát được trình bày trong Thuật toán 3.3.

Thuật toán 3.3 GOPE mở rộng cho bài toán không lồi tổng quát

Đầu vào: Tham số Bernoulli p ∈ (0, 1)
Đầu ra: x∗ là điểm cực đại của hàm f(x) = g1(x) + g2(x) trên miền Ω
1: Khởi tạo x1 trong miền Ω
2: G1 := g1

p ; G2 := g2
1−p

3: for t = 1, 2, . . . , T do
4: Lấy ft có phân phối Bernoulli từ {G1, G2} trong đó

{P (ft = G1(x)) = p;P (ft = G2(x)) = 1− p}

5: Ft := 1
t

∑t
h=1 fh

6: at := arg maxx∈Ω〈F ′t (xt),x〉
7: xt+1 := xt + at−xt

t
8: end for

Định lý 3.2 (Sự hội tụ của thuật toán GOPE cho bài toán tối ưu không lồi tổng

quát). Xét hàm mục tiêu f(x) trong bài toán (3.2), cho trước tham số Bernoulli

p ∈ (0, 1). Xét GOPE, với xác suất 1, ta có:

(i) Với bất kỳ x ∈ Ω, dãy hàm Ft(x) hội tụ tới f(x) khi t→ +∞;

(ii) Dãy nghiệm xấp xỉ xt hội tụ tới điểm dừng/cực đại địa phương của hàm

mục tiêu f(x) với tốc độ hội tụ là O(1/t).

Việc chứng minh Định lý 3.2 tương tự như Định lý 3.1 do quá trình chứng

minh không phụ thuộc nhiều vào dạng hàm mục tiêu f(x) cụ thể.

3.6. Kết luận chương 3

Trong chương này chúng tôi đã thành công trong việc đề xuất GOPE giải

hiệu quả bài toán MAP không lồi trong mô hình chủ đề đảm bảo hội tụ nhanh

được đảm bảo bằng cơ sở lý thuyết và thực nghiệm. Hơn nữa, chúng tôi nhận

thấy:

• Trong thuật toán GOPE, việc chia hàm mục tiêu f ban đầu thành hai phần

g1 và g2 tương đối dễ dàng và có thể chia theo nhiều cách. Điều đó thể thuật

toán GOPE đảm bảo linh hoạt.

• Cách thức thực hiện GOPE không có quá nhiều ràng buộc trên hàm mục

tiêu f nên có thể áp dụng tốt với hàm mục tiêu lồi hoặc không lồi;
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• Thuật toán GOPE có thể áp dụng tốt cho bài toán quy hoạch DC có hàm

mục tiêu f là hiệu của hai hàm lồi f = g−h vì có thể đặt g1 := g và g2 := −h,
nên hàm f được viết lại dưới dạng f = g1 + g2 có dạng trong thuật toán

GOPE;

• Thuật toán GOPE có thể áp dụng để giải bài toán hiệu chỉnh

θ∗ = arg minL(θ) + λR(θ)

trong đó R(θ) là phần hiệu chỉnh, λ là hệ số hiệu chỉnh, thông thường

λ ∈ (0, 1) khi đặt g1 := L(θ) và g2 := λR(θ)

Các kết quả trình bày trong chương này được chúng tôi trình bày trong bài báo

"A flexible stochastic method for solving the MAP problem in topic models"

đăng trên tạp chí quốc tế Computación y Sistemas trong danh mục SCOPUS

và ESCI năm 2018.
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Chương 4

NGẪU NHIÊN BERNOULLI CHO BÀI TOÁN MAP

KHÔNG LỒI VÀ ỨNG DỤNG

Trong chương này, chúng tôi tiếp tục nghiên cứu bài toán ước lượng MAP

không lồi trong các mô hình đồ thị xác suất. Chúng tôi sử dụng ngẫu nhiên hóa

Bernoulli với xác suất p ∈ (0, 1) kết hợp với hai biên ngẫu nhiên để thiết kế thuật

toán tối ưu ngẫu nhiên BOPE giải hiệu quả bài toán MAP không lồi, từ đó áp

dụng thành công thuật toán BOPE vào bài toán phân tích văn bản và bài toán

gợi ý.

4.1. Giới thiệu

MAP là phương pháp ước lượng thông dụng trong học máy thống kê [106].

Xét bài toán MAP có dạng sau:

x∗ = arg max
x

[logP (D|x) + logP (x)] (4.1)

trong đó P (D|x) ký hiệu là likelihood của quan sát D, P (x) chính là prior của

biến ẩn x và P (D) là xác suất biên của D. Hàm mục tiêu của bài toán MAP

chính là:

f(x) = logP (D|x) + logP (x)

Từ (4.1) chúng ta thấy ước lượng MAP có vai trò của một kỹ thuật hiệu chỉnh.

Hàm mục tiêu của bài toán gồm hai thành phần: phần logP (D|x) được xem như

hàm mất mát chính, còn logP (x) được coi như thành phần hiệu chỉnh. Bên cạnh

những lợi thế của ước lượng MAP như giúp tránh hiện tượng quá khớp, chúng

ta có thể phải đối mặt với khó khăn khi bài toán MAP là không lồi và không

khả thi trong trường hợp xấu [37].

Chúng tôi nhận thấy có một số phương pháp xấp xỉ để giải bài toán suy diễn

như Variational Bayes (VB) [39], collapsed Variational Bayes (CVB) [40, 41],

CVB0 [42], Collapsed Gibbs Sampling (CGS) [43], Concave-Convex procedure

(CCCP) [44], Stochastic Majorization-Minimization (SMM) [45], Particle Mirror

Descent (PMD) [49], HAMCMC [50], Block-coordinate Frank-Wolfe [48]. Đây có

thể được xem như các phương pháp suy diễn tiên tiến. Tuy nhiên, chúng tôi cũng

nhìn thấy một số phương pháp mới chỉ được thiết kế để sử dụng cho một số mô

hình cụ thể [39, 46], hoặc chúng chưa đảm bảo các tiêu chuẩn về sự hội tụ, tốc

độ hội tụ, khả năng linh hoạt và khả năng hiệu chỉnh.
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Đóng góp của luận án là đề xuất một thuật toán tối ưu ngẫu nhiên BOPE

thông qua sử dụng ngẫu nhiên Bernoulli và hai biên ngẫu nhiên. Theo hiểu biết

của chúng tôi, bài toán MAP trong nhiều mô hình xác suất trên thực tế có bản

chất không lồi, do đó nó thuộc lớp bài toán NP-khó [37]. Thuật toán mới của

chúng tôi có bản chất ngẫu nhiên và về mặt lý thuyết hội tụ đến một điểm cực

đại/điểm dừng địa phương của MAP. BOPE có thể dễ dàng được sử dụng trong

các bối cảnh như tối ưu không lồi. Với ưu thế này, BOPE khắc phục được nhiều

nhược điểm của các phương pháp suy diễn hiện có và vượt qua các tiêu chí như

hội tụ, ngẫu nhiên, tốc độ hội tụ, linh hoạt hoặc chính quy. Kết quả là, một

khung chung để giải quyết các vấn đề MAP không lồi được đề xuất. Hiệu quả

của BOPE đã được nghiên cứu trên hai khía cạnh lý thuyết và thực nghiệm.

Chúng tôi chứng minh rằng BOPE hội tụ với O(1/T ), đây là tốc độ hội tụ tốt

nhất cho bài toán MAP hiện tại. Ngoài ra, chúng tôi trình bày cách sử dụng

BOPE trong bối cảnh rộng hơn, bao gồm tối ưu hóa không lồi. Chúng tôi cũng

phát hiện ra rằng BOPE có vai trò của một phương pháp hiệu chỉnh. Chúng

ta sử dụng BOPE là thuật toán suy diễn để thiết kế phương pháp ngẫu nhiên

Online-BOPE học các mô hình chủ đề ở quy mô lớn. Hiệu quả của thuật toán

BOPE về mặt thực nghiệm được chúng tôi chứng minh thông qua triển khai

ứng dụng BOPE vào hai bài toán phân tích văn bản với các bộ dữ liệu lớn và

bài toán hệ gợi ý. Hơn nữa, chúng tôi tin tưởng rằng với các ưu việt của BOPE,

chúng tôi có thể áp dụng rộng rãi BOPE vào giải quyết cho các bài toán không

lồi phức tạp khác xuất hiện trong học máy.

4.2. Thuật toán BOPE giải bài toán MAP không lồi

4.2.1. Ý tưởng xây dựng thuật toán BOPE

Trong phần này, chúng tôi giới thiệu thuật toán BOPE để giải bài toán MAP

(4.1) trong đó mục tiêu f(x) là hàm trơn và không lồi trên miền đóng Ω:

x∗ = arg max
x∈Ω

[logP (D|x) + logP (x)]

Ý tưởng của BOPE khá đơn giản. BOPE đề xuất để giải bài toán (4.1) theo tư

tưởng của phương pháp lặp. Khi số lần lặp tiến đến vô cùng, BOPE sẽ tiệm cận

đến điểm cực đại/điểm dừng cục bộ của bài toán (4.1). Chi tiết về BOPE được

trình bày trong Thuật toán 4.1.

Thuật toán BOPE thu được bằng cách phân tích hàm mục tiêu f(x) ban

đầu thành hai phần g1 và g2, sau đó sử dụng phân phối Bernoulli để xây dựng

hai dãy biên ngẫu nhiên của hàm mục tiêu. Ký hiệu g1(x) = logP (D|x) và

g2(x) = logP (x). Giả sử rằng g1(x) và g2(x) có đạo hàm liên tục trên miền Ω.

Chúng tôi sử dụng phân phối Bernoulli với tham số p ∈ (0, 1) thay thế cho phân
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Thuật toán 4.1 BOPE giải bài toán MAP không lồi

Đầu vào: Tham số Bernoulli p ∈ (0, 1)
Đầu ra: x∗ là điểm cực đại của hàm số f(x) = logP (D|x) + logP (x) trên miền Ω
1: Khởi tạo x1 trong Ω

2: G1(x) := logP (D|x)
p ; G2(x) := logP (x)

1−p
3: f l1 := G1(x) và fu1 := G2(x)
4: for t = 2, 3, . . . ,∞ do
5: Lấy f lt có phân phối Bernoulli từ {G1(x), G2(x)} trong đó

P (f lt = G1(x)) = p;P (f lt = G2(x)) = 1− p

6: Lt := 1
t

∑t
h=1 f

l
h

7: alt := arg maxx∈Ω < L′t(xt),x >

8: xlt+1 := xt +
al

t−xt

t

9: Lấy fut có phân phối Bernoulli từ {G1(x), G2(x)} trong đó

P (fut = G1(x)) = p;P (fut = G2(x)) = 1− p

10: Ut := 1
t

∑t
h=1 f

u
h

11: aut := arg maxx∈Ω < U ′t(xt),x >

12: xut+1 := xt +
au

t −xt

t
13: xt+1 := arg maxx∈{xu

t+1, x
l
t+1} f(x)

14: end for

phối đều đơn giản trong OPE và xây dựng hai dãy xấp xỉ cho hàm mục tiêu

đúng f(x), trong đó một dãy xuất phát từ g1(x), gọi là dãy cận dưới {Lt}, một

dãy khác xuất phát từ g2(x) gọi là dãy cận trên {Ut}. Với tham số Bernoulli

p ∈ (0, 1) cho trước, tiến hành hiệu chỉnh likelihood g1 và prior g2 như sau:

G1(x) :=
g1(x)

p
; G2(x) :=

g2(x)

1− p

Khởi tạo f l1 := G1(x). Với mỗi bước lặp t (t = 1, 2, .., T ), lấy f lt tuân theo phân

phối Bernoulli với xác suất p ∈ (0, 1) từ tập {G1(x), G2(x)} trong đó

P (f lt = G1(x)) = p, P (f lt = G2(x)) = 1− p, t = 2, 3, . . .

Thiết lập dãy

Lt :=
1

t

t∑
h=1

f lh

và giải bài toán quy hoạch tuyến tính trên Ω:

alt := arg max
x∈Ω

< L′t(xt),x >

sau đó xây dựng sơ đồ lặp:

xlt+1 := xt +
alt − xt

t

Tiếp theo, xây dựng dãy {Ut} tương tự như dãy {Lt}. Thiết lập khởi tạo fu1 :=

G2(x). Với mỗi bước lặp t (t = 1, 2, .., T ), lấy fut có phân phối Bernoulli với xác
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suất p ∈ (0, 1) từ tập {G1(x), G2(x)} trong đó

P (fut = G1(x)) = p , P (fut = G2(x)) = 1− p, t = 2, 3, . . .

Khi đó thu được

Ut :=
1

t

t∑
h=1

fuh

và giải bài toán quy hoạch tuyến tính trên Ω:

aut := arg max
x∈Ω

< U ′t(xt),x >

xây dựng lược đồ lặp

xut+1 := xt +
aut − xt

t

Dễ dàng nhận thấy Lt và Ut chính là trung bình của các mẫu ngẫu nhiên và

chúng đều đảm bảo hội tụ đến hàm mục tiêu đúng f(x) khi t → ∞. Điều này

được chỉ rõ trong quá trình chứng minh của Định lý 4.1.

Mặt khác, khám phá thấy rằng tham số Bernoulli p đóng vai trò điều chỉnh

tỷ lệ likelihood và prior đóng góp vào dãy Lt và Ut. Tại mỗi bước lặp, sử dụng

hai dãy ngẫu nhiên {Lt} và {Ut} giúp có nhiều thông tin hơn về hàm mục tiêu

f(x), vì vậy chúng ta có cơ hội tìm đến nghiệm tối ưu của f(x) nhanh hơn. Với

dãy {Lt} thông qua lược đồ lặp thu được dãy nghiệm xấp xỉ {xlt}, còn với dãy

{Ut} thu được dãy nghiệm xấp xỉ {xut }. Khi đó, trong mỗi bước lặp, sử dụng

nguyên lý tham lam, chúng ta so sánh hai giá trị f(xut ) và f(xlt) của hàm mục

tiêu và lựa chọn điểm làm cho hàm mục tiêu f(x) đạt giá trị cao nhất là nghiệm

xấp xỉ tại bước lặp thứ t:

xt+1 := arg max
x∈{xu

t+1,x
l
t+1}

f(x)

Thuật toán BOPE sử dụng phân phối Bernoulli tổng quát hơn phân phối đều

và đồng thời tạo ra ba dãy số {xut }, {xlt} và {xt} phụ thuộc lẫn nhau để tìm đến

nghiệm tối ưu {xt} tại bước lặp thứ t.

4.2.2. Sự hội tụ của thuật toán BOPE

Định lý 4.1 (Sự hội tụ của BOPE). Giả sử rằng g1(x) và g2(x) có đạo hàm liên

tục trên miền đóng Ω. Cho trước tham số Bernoulli p ∈ (0, 1), với xác suất 1,

dãy nghiệm {xt} thu được bởi Thuật toán 4.1 đảm bảo hội tụ đến điểm cực đại

địa phương hoặc điểm dừng x∗ của hàm mục tiêu f(x) với tốc độ hội tụ O(1/T )

trong đó T là số bước lặp thực hiện.

Chứng minh. Giả sử rằng hàm mục tiêu f(x) là không lồi trên miền ràng buộc

Ω. Theo hiểu biết của chúng tôi, tiêu chuẩn được sử dụng cho phân tích hội tụ
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của các thuật toán tối ưu là rất quan trọng đối với tối ưu không lồi. Đối với các

bài toán tối ưu không ràng buộc, ‖∇f(x)‖ thường được sử dụng để đánh giá sự

hội tụ, bởi vì ‖∇f(x)‖ → 0 dẫn đến hội tụ tới một điểm dừng. Tuy nhiên, tiêu

chí này không sử dụng được cho các bài toán tối ưu không lồi có ràng buộc.

Thay vào đó, chúng tôi sử dụng tiêu chuẩn "Frank-Wolfe gap" trong [107]. Tiến

hành hiệu chỉnh thành phần likelihood và prior theo tham số Bernoulli p tương

ứng như sau:

G1(x) := g1(x)/p ; G2(x) := g2(x)/1− p

Khi đó

f(x) = g1(x) + g2(x) = p.G1(x) + (1− p)G2(x)

Đầu tiên, xem xét dãy {Ut}. Đặt fu1 := g2(x). Với t = 2, 3, . . . ,∞, fut có phân phối

Bernoulli từ {G1(x), G2(x)} trong đó

{P (fut = G1(x)) = p;P (fut = G2(x)) = 1− p}

và nhận được Ut := 1
t

∑t
h=1 f

u
h . Gọi at và bt = t−at là số lần lấy được thành phần

G1(x) và G2(x) tương ứng sau t bước lặp. Do đó, ta có:

Ut =
1

t
(atG1 + (t− at)G2) (4.2)

Nhận thấy at là một biến ngẫu nhiên có phân phối nhị thức với tham số t và

p, tức là at ∼ B(t, p). Khi đó kỳ vọng E[at] = tp và phương sai D[at] = tp(1− p).
Theo định lý Moivre-Laplace [105, 108], khi t→∞ thì at xấp xỉ phân phối chuẩn

với kỳ vọng tp và phương sai tp(1− p) hay at → N(tp, tp(1− p)).
Đặt St = at − tp. Ta có St → N(0, tp(1− p)) khi t→∞. Vì vậy, St

t → 0 khi t→∞
với xác suất 1.

Ut − f =
St
t

(G1 −G2) (4.3)

U ′t − f ′ =
St
t

(G′1 −G′2) (4.4)

Do vậy, Ut là một ước lượng không chệch của f(x). Ta có St

t → 0 khi t → +∞.

Kết hợp với (4.3), thu được dãy Ut → f với xác suất 1. Từ (4.4), ta có được dãy

đạo hàm U ′t → f ′ khi t→ +∞. Sự hội tụ này có được với bất kì x ∈ Ω.

Xem xét

〈U ′t(xt),
aut − xt

t
〉 = 〈U ′t(xt)− f ′(xt),

aut − xt
t
〉+ 〈f ′(xt),

aut − xt
t
〉

=
St
t2
〈G

′

1(xt)−G
′

2(xt),a
u
t − xt〉+ 〈f ′(xt),

aut − xt
t
〉

Nhận thấy g1 và g2 là Lipschitz liên tục trên miền Ω. Vì vậy, tồn tại một hằng

số L sao cho

〈f ′(z), y − z〉 ≤ f(y)− f(z) + L‖y − z‖2, ∀ y, z ∈ Ω
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〈f ′(xt),
aut − xt

t
〉 = 〈f ′(xt),xut+1 − xt〉

≤ f(xut+1)− f(xt) + L‖xut+1 − xt‖2 = f(xut+1)− f(xt) + L‖a
u
t − xt
t
‖2

Ta có xt+1 := arg maxx∈{xu
t+1,x

l
t+1} f(x), vì vậy

f(xut+1) ≤ f(xt+1)

Vì aut và xt thuộc vào miền Ω, nên |〈G′1(xt) − G′2(xt),a
u
t − xt〉| và ‖aut − xt‖2 bị

chặn với bất kỳ t nào. Do vậy, tồn tại một hằng số c1 > 0 sao cho

〈U ′t(xt),
aut − xt

t
〉 ≤ c1

|St|
t2

+ f(xt+1)− f(xt) +
c1L

t2
(4.5)

Lấy tổng hai vế của (4.5) với mọi t, thu được

+∞∑
t=1

1

t
〈U ′t(xt),aut − xt〉 ≤

+∞∑
t=1

c1
|St|
t2

+ f(x+∞)− f(x1) +

+∞∑
t=1

c1L

t2
(4.6)

Bởi vì f(x) bị chặn nên f(x+∞) cũng bị chặn. Mặt khác St = O(
√
t log t) theo

[103], vì vậy
∑+∞

t=1 c1
|St|
t2 hội tụ với xác suất 1 và

∑+∞
t=1

L
t2 cũng bị chặn. Do vậy,

vế phải của (4.6) là hữu hạn. Ngoài ra, 〈U ′t(xt),aut 〉 > 〈U ′t(xt),xt〉 với bất kỳ t > 0

bởi vì aut = arg maxx∈Ω〈U ′t(xt),x〉. Vì vậy, chúng ta thu được:

0 ≤
+∞∑
t=1

1

t
〈U ′t(xt),aut − xt〉 <∞ (4.7)

Nói cách khác, chuỗi tổng
∑+∞

t=1
1
t 〈U

′
t(xt),a

u
t − xt〉 hội tụ tới một hằng hữu hạn.

Nhớ rằng 〈U ′t(xt),aut −xt〉 ≥ 0 với bất kỳ t. Nếu tồn tại hằng số c2 > 0 thỏa mãn

〈U ′t(xt),aut −xt〉 ≥ c2 với bất kỳ giá trị nào của t, thì chuỗi
∑+∞

t=1
1
t 〈U

′
t(xt),a

u
t −xt〉

không thể hội tụ tới hằng hữu hạn. Điều này mâu thuẫn với (4.7). Vì vậy:

〈U ′t(xt),aut − xt〉 → 0 as t→ +∞ (4.8)

Bởi vì U ′t → f ′ khi t→∞ và f ′ là liên tục, kết hợp với (4.8) ta có

〈f ′(xt),aut − xt〉 → 0 khi t→ +∞ (4.9)

Áp dụng tiêu chuẩn "Frank-Wolfe gap", từ (4.9) thu được xt → x∗ khi t→ +∞.

Nói cách khác, xt hội tụ theo xác suất tới điểm dừng x∗ của hàm mục tiêu

f(x).

Chúng tôi đã chỉ ra rằng BOPE và OPE ít nhất hội tụ với tốc độ O(1/T ) trong

khi PMC hội tụ với O(T−1/2) và HAMCMC hội tụ với tốc độ O(T−1/3) trong đó

T là số lần lặp. Hơn nữa, BOPE tổng quát và linh hoạt hơn OPE thông qua sử

dụng ngẫu nhiên Bernoulli, tức là khi thay đổi giá trị tham số Bernoulli p, chúng
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tôi nhận được các biến thể khác nhau của BOPE. Khi đó tham số Bernoulli p

giúp điều chỉnh sự đóng góp của likelihood hay prior trong BOPE. Như vậy, có

thể căn cứ vào mô hình và đặc điểm dữ liệu để lựa chọn giá trị tham số p phù

hợp để thuật toán đạt hiệu quả tốt nhất.

4.2.3. Vai trò hiệu chỉnh của thuật toán BOPE

Trong học máy, khi xây dựng mô hình hoặc tối ưu tham số mô hình, chúng

ta thường hay gặp hiện tượng quá khớp. Đó là hiện tượng mô hình tìm được

quá khớp với dữ liệu huấn luyện. Việc quá khớp này có thể dẫn đến việc dự

đoán nhầm và chất lượng mô hình không còn tốt trên dữ liệu tương lai. Về cơ

bản, hiện tượng quá khớp xảy ra khi mô hình quá phức tạp để mô phỏng dữ

liệu huấn luyện. Điều này đặc biệt xảy ra khi lượng dữ liệu huấn luyện quá nhỏ

trong khi độ phức tạp của mô hình quá cao. Một trong những phương pháp đơn

giản để làm giảm hoặc tránh hiện tượng quá khớp hiệu quả chính là kỹ thuật

hiệu chỉnh, tức là thay đổi mô hình một chút để tránh hiện tượng quá khớp xảy

ra và cải thiện tính tổng quát của nó. Giả sử cần tối ưu hàm đánh giá f(x) theo

bài toán sau:

x∗ = arg max
x

f(x)

Khi bài toán đặt ở điều kiện xấu hoặc có thể xảy ra hiện tượng quá khớp, chúng

ta có thể sử dụng kỹ thuật hiệu chỉnh bằng cách bổ sung thêm một thành phần

hiệu chỉnh R(x) vào hàm mục tiêu f(x) ban đầu:

x∗ = arg max
x

[f(x) + λR(x)]

trong đó λ là tham số hiệu chỉnh.

Chúng tôi thấy rằng ước lượng MAP đóng vai trò là một phương pháp hiệu

chỉnh của ước lượng MLE, bởi vì trong hàm mục tiêu của MAP đã cộng thêm

thành phần prior logP (x) của biến ẩn x vào thành phần likelihood logP (D|x)

của quan sát D:

x∗ = arg max
x

[logP (D|x) + logP (x)]

Do đó MAP hiệu quả hơn MLE và khắc phục được hiện tượng quá khớp và dữ

liệu ít của phương pháp MLE. Thiết kế thuật toán ngẫu nhiên BOPE giải bài

toán MAP không lồi được trình bày trong Thuật toán 4.1, chúng tôi khám phá

ra vai trò quan trọng của tham số Bernoulli p ∈ (0, 1) góp phần đưa BOPE trở

thành một thuật toán có khả năng hiệu chỉnh. Đây là một lợi thế nổi bật và

khác biệt của BOPE mà không nhìn thấy trong các thuật toán trước đó. Khả

năng hiệu chỉnh tốt của BOPE được chúng tôi làm rõ trên hai phương diện lý

thuyết và thực nghiệm. Về mặt lý thuyết, tính hiệu chỉnh của BOPE được chúng

tôi làm rõ thông qua Định lý 4.2.
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Đặt g1(x) = logP (D|x); g2(x) = logP (x. Khi đó bài toán MAP không lồi (4.1)

có dạng:

x∗ = arg max
x

[f(x) = g1(x) + g2(x)]

Định lý 4.2 (Tính hiệu chỉnh của BOPE). Giả sử cho trước tham số Bernoulli

p ∈ (0, 1), xét thuật toán BOPE giải bài toán MAP không lồi (4.1). Khi đó,

thuật toán BOPE đưa về tối ưu hàm mục tiêu mới có dạng f(x) +R(g1, g2, p) với

R(g1, g2, p) = h(t, p)(
g1(x)
p − g2(x)

1−p ), trong đó h(t, p) → 0 khi số vòng lặp t → ∞.

Như vậy, BOPE là một kỹ thuật hiệu chỉnh với R(g1, g2, p) là thành phần hiệu

chỉnh và tham số Bernoulli p là tham số hiệu chỉnh.

Chứng minh. Xem xét BOPE được trình bày trong Thuật toán 4.1. Xét dãy xấp

xỉ ngẫu nhiên {Ut}) được xây dựng như sau:

1. Cho giá trị tham số Bernoulli p ∈ (0, 1). Tiến hành hiệu chỉnh như sau:

G1(x) = 1
pg1(x) và G2(x) = 1

1−pg2(x).

2. Lấy fut là biến ngẫu nhiên tuân theo phân phối Bernoulli với xác suất

p ∈ (0, 1) cho trước, lựa chọn từ tập {G1(x), G2(x)} trong đó

P (fut = G1(x)) = p , P (fut = G2(x)) = 1− p, t = 2, 3, . . .

3. Khi đó thu được xấp xỉ cho hàm mục tiêu f(x) là dãy ngẫu nhiên

Ut :=
1

t

t∑
h=1

fuh

Như vậy, bản chất Ut là trung bình của t biến ngẫu nhiên fu1 , f
u
2 , .., f

u
t .

Đặt at và bt tương ứng là số lần xuất hiện thành phần G1(x) và G2(x) trong

dãy hàm Ut sau t bước lặp. Khi đó at + bt = t và Ut = 1
t (atG1 + btG2). Ta có at có

phân phối nhị thức với tham số t và p. Hơn nữa, theo luật số lớn, ta có at xấp

xỉ phân phối chuẩn với kỳ vọng E[at] = tp và phương sai D[at] = tp(1 − p) khi

t → +∞. Thay vì tiến hành tối ưu tham số trực tiếp trên hàm mục tiêu đúng

f(x), thuật toán BOPE tiến hành cực đại hóa hàm xấp xỉ Ut(x) (tương tự cực

đại hóa hàm Lt(x)).

Đặt St = at − tp và f(x) = g1(x) + g2(x) = pG1(x) + (1 − p)G2(x), dãy hàm

Ut(x) được viết lại như sau

Ut(x) = f(x) +
St
t

(G1(x)−G2(x)) (4.10)

Theo phương trình (4.10), hàm Ut là tổng của hàm mục tiêu đúng f(x) và thành

phần St

t (G1(x)−G2(x)). Như vậy, hàm Ut là hàm mục tiêu hiệu chỉnh, còn thành

phần St

t (G1(x) − G2(x)) là phần hiệu chỉnh bổ sung thêm vào. Theo luật LIL
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[103] và chứng minh của Định lý 4.1, chúng tôi thu được St

t → 0 khi t → ∞ với

xác suất 1, nên thành phần St

t (G1(x)−G2(x)) đảm bảo tiến về 0 khi t→∞.

Theo cách thức xây dựng thuật toán BOPE, chúng tôi có:

St
t

=
at − tp

t
=
at
t
− p

trong đó E[att ] = p và D[att ] =
p(1−p)

t . Khi đó E[St

t ] = 0 và D[St

t ] =
p(1−p)

t → 0 khi

t→∞. Ngoài ra, khảo sát hàm g(p) = p(1− p) với p ∈ (0, 1), chúng tôi thấy g(p)

đạt cực đại khi p = 1
2 và khi p→ 0 hoặc p→ 1 thì g(p) = p(1− p)→ 0. Hơn nữa,

khi đó chúng tôi có được dãy hàm xấp xỉ:

Ut(x) = f(x) + (
at
t
− p)(g1(x)

p
− g2(x)

1− p
)

Đặt h(t, p) = at
t − p, ta có h(t, p) tiến về 0 khi t→∞. Khi đó:

R(g1, g2, p) = h(t, p)(
g1(x)

p
− g2(x)

1− p
)→ 0 khi t→∞

Như vậy:

Ut(x) = f(x) +R(g1, g2, p)

trong đó R(g1, g2, p) = h(t, p)(
g1(x)
p − g2(x)

1−p ) đóng vai trò là thành phần hiệu chỉnh

với h(t, p) = at
t −p tiến về 0 khi t→∞. Như vậy, thành phần hiệu chỉnh R(g1, g2, p)

phụ thuộc nhiều vào giá trị của tham số Bernoulli p ∈ (0, 1). Do đó, xét về bản

chất, tham số Bernoulli p ∈ (0, 1) đóng vai trò là tham số hiệu chỉnh góp phần

đưa thuật toán BOPE trở thành một phương pháp hiệu chỉnh hiệu quả để giải

bài toán MAP.

4.2.4. Mở rộng cho bài toán tối ưu không lồi tổng quát

Xét bài toán tối ưu không lồi tổng quát có dạng

x∗ = arg max
x∈Ω

[f(x) = g1(x) + g2(x)] (4.11)

Nhận thấy, BOPE đơn giản nhưng hiệu quả, hơn nữa BOPE được thiết kế không

phụ thuộc nhiều vào đặc điểm của hàm mục tiêu f(x). Do đó, chúng ta có thể

mở rộng BOPE để giải bài toán tối ưu không lồi tổng quát. Chi tiết của thuật

toán BOPE tổng quát được trình bày trong Thuật toán 4.2.

Chúng tôi cũng đã làm rõ ưu điểm vượt trội của BOPE so với các thuật toán

suy diễn trước đây khi xét trên một số phương diện tiêu chí quan trọng như:

Thuật toán có đảm bảo cơ sở lý thuyết cho sự hội tụ hay không? Tốc độ hội

tụ là bao nhiêu? Thuộc nhóm thuật toán ngẫu nhiên không? Có khả năng linh

hoạt dễ dàng mở rộng áp dụng cho các mô hình bài toán khác hay không? Có

khả năng hiệu chỉnh hay không? Chúng tôi cũng tiến hành xem xét BOPE và so
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Thuật toán 4.2 BOPE tổng quát giải bài toán tối ưu không lồi

Đầu vào: Tham số Bernoulli p ∈ (0, 1)
Đầu ra: x∗ là điểm cực đại của hàm số f(x) = g1(x) + g2(x) trên miền Ω
1: Khởi tạo x1 trong miền Ω

2: G1(x) := g1(x)
p ; G2(x) := g2(x)

1−p
3: f l1 := G1(x) và fu1 := G2(x)
4: for t = 2, 3, . . . ,∞ do
5: Lấy f lt có phân phối Bernoulli từ {G1(x), G2(x)} trong đó

P (f lt = G1(x)) = p;P (f lt = G2(x)) = 1− p

6: Lt := 1
t

∑t
h=1 f

l
h

7: alt := arg maxx∈Ω < L
′

t(xt),x >

8: xlt+1 := xt +
al

t−xt

t

9: Lấy fut có phân phối Bernoulli từ {G1(x), G2(x)} trong đó

P (fut = G1(x)) = p;P (fut = G2(x)) = 1− p

10: Ut := 1
t

∑t
h=1 f

u
h

11: aut := arg maxx∈Ω < U
′

t (xt),x >

12: xut+1 := xt +
au

t −xt

t
13: xt+1 := arg maxx∈{xu

t+1, x
l
t+1} f(x)

14: end for

sánh với các phương pháp suy diễn khác như VB, CVB, CGS, FW, OPE,v.v...

Chi tiết kết quả đối chiếu được chúng tôi tổng kết trong Bảng 4.1.

Phương pháp suy diễn Tốc độ hội tụ Ngẫu nhiên Linh hoạt Hiệu chỉnh
VB [39], CVB [40], CVB0 [42] − − − −

SMM [45], CCCP [44] − − − −
CGS [43] − Có − −
PMD [49] O(T−1/2) Có − −

HAMCMC [50] O(T−1/3) Có − −
OPE [28] O(1/T ) Phân phối đều Có −
BOPE O(1/T ) Phân phối Bernoulli Có Có

Bảng 4.1: So sánh về mặt lý thuyết của các phương pháp suy diễn trên các tiêu chuẩn như tốc độ hội
tụ, tính ngẫu nhiên, tính linh hoạt và tính hiệu chỉnh. Ký hiệu T là số lần lặp và ’-’ biểu thị ’không
xác định’. Chúng tôi phát hiện BOPE có ưu thế vượt trội so với các phương pháp suy diễn đương đại
khác.

4.3. Áp dụng BOPE vào mô hình LDA cho phân tích văn bản

Trong phần này, để làm rõ hiệu quả của BOPE trên khía cạnh thực nghiệm,

chúng tôi áp dụng BOPE để giải bài toán MAP trong các mô hình chủ đề. Mô

hình chủ đề là một công cụ mạnh mẽ được sử dụng rộng rãi trong khai thác dữ

liệu văn bản, do đó chúng tôi sử dụng BOPE là cốt lõi suy diễn từ đó thiết kế

các thuật toán học ngẫu nhiên hiệu quả học các mô hình chủ đề.
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4.3.1. Suy diễn MAP cho từng văn bản

Chúng tôi tiếp tục xem xét bài toán MAP đối với từng văn bản d trong mô

hình chủ đề:

θ∗ = arg max
θ∈∆K

∑
j

dj log

K∑
k=1

θkβkj + (α− 1)

K∑
k=1

log θk (4.12)

trong đó tham số α < 1. Ký hiệu:

g1(θ) :=
∑
j

dj log

K∑
k=1

θkβkj , g2(θ) := (α− 1)

K∑
k=1

log θk

Khi đó bài toán (4.12) đưa về dạng:

θ∗ = arg max
θ∈∆K

[f(θ) = g1(θ) + g2(θ)] (4.13)

Quan sát chúng tôi nhận thấy:

• Thành phần g1(θ) =
∑

j dj log
∑K

k=1 θkβkj < 0 là log likelihood và g2(θ) =

(α− 1)
∑K

k=1 log θk > 0 là log prior của văn bản d.

• Hàm mục tiêu f(θ) = g1(θ) + g2(θ) bị kẹp giữa hai hàm g1 và g2, tức là

g1(θ) < f(θ) < g2(θ).

Khi đó chúng tôi có thể áp dụng BOPE để giải tốt bài toán (4.12). Chi tiết

của BOPE để giải bài toán MAP trong mô hình chủ đề LDA được trình bày

trong Thuật toán 4.3.

Thuật toán 4.3 BOPE giải bài toán MAP trong mô hình chủ đề LDA

Đầu vào: Văn bản d, tham số Bernoulli p ∈ (0, 1) và tham số mô hình {β, α}
Đầu ra: θ∗ là điểm cực đại hóa của hàm f(θ) =

∑
j dj log

∑K
k=1 θkβkj + (α− 1)

∑K
k=1 log θk

1: Khởi tạo θ1 trong miền ∆K

2: G1(θ) :=
∑

j dj log
∑K

k=1 θkβkj

p ; G2(θ) :=
(α−1)

∑K
k=1 log θk

1−p
3: f l1 := G1(θ) and fu1 := G2(θ)
4: for t = 2, 3, . . .∞ do
5: Lấy f lt có phân phối Bernoulli với xác suất p từ tập {G1(θ), G2(θ)} trong đó

P (f lt = G1(θ)) = p , P (f lt = G2(θ)) = 1− p

6: Lt := 1
t

∑t
h=1 f

l
h

7: elt := arg maxx∈∆K
< L

′

t(θt),x >

8: θlt+1 := θt +
elt−θt

t

9: Lấy fut có phân phối Bernoulli với xác suất p từ tập {G1(θ), G2(θ)} trong đó

P (fut = G1(θ)) = p , P (fut = G2(θ)) = 1− p

10: Ut := 1
t

∑t
h=1 f

u
h

11: eut := arg maxx∈∆K
< U

′

t (θt),x >

12: θut+1 := θt +
eut −θt

t
13: θt+1 := arg maxθ∈{θl

t+1,θ
u
t+1} f(θ)

14: end for
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Chúng tôi tiếp tục chỉ ra trong phần này sự đơn giản của việc sử dụng BOPE

để thiết kế thuật toán học nhanh LDA. Cụ thể hơn, dựa trên Online-OPE [28],

chúng tôi thiết kế Online-BOPE học LDA từ tập dữ liệu lớn theo cách trực

tuyến. Chi tiết về Online-BOPE được trình bày trong Thuật toán 4.4.

Thuật toán 4.4 Online-BOPE học mô hình LDA từ dữ liệu lớn

Đầu vào: Tập dữ liệu huấn luyện C với D văn bản, K,α, η, τ > 0, κ ∈ (0.5, 1]
Đầu ra: λ
1: Khởi tạo λ0 ngẫu nhiên
2: for t = 1, 2, . . . ,∞ do
3: Lấy mẫu nhỏ Ct gồm S văn bản.
4: Sử dụng BOPE để suy diễn hậu nghiệm cho mỗi văn bản d ∈ Ct, cho bởi biến toàn cục

βt−1 ∝ λt−1 trước đó để nhận được chủ đề hỗn hợp θd. Tính toán φd theo

φdjk ∝ θdkβkj

5: Với mỗi k ∈ {1, 2, ..,K}, biến toàn cục λ̂k cho Ct bởi

λ̂kj = η +
D

S

∑
d∈Ct

djφdjk

6: Cập nhật biến toàn cục
λt := (1− ρt)λt−1 + ρtλ̂

trong đó ρt = (t+ τ)−κ

7: end for

Thuật toán Online-BOPE sử dụng BOPE để thực hiện suy diễn MAP cho

các văn bản riêng lẻ và lược đồ trực tuyến [9, 32, 99] để suy diễn các biến toàn

cục (chủ đề). Do đó, bản chất ngẫu nhiên xuất hiện trong cả hai giai đoạn suy

diễn cục bộ và toàn cục. Suy diễn MAP về các biến cục bộ của BOPE có đảm

bảo lý thuyết về tốc độ hội tụ nhanh, giúp thuật toán học Online-BOPE tốt

hơn các thuật toán học hiện có. Chúng tôi tiến hành thực nghiệm với thuật toán

học Online-BOPE trên năm bộ dữ liệu lớn và so sánh kết quả của Online-BOPE

với các phương pháp học khác như Online-VB, Online-CVB0, Online-CGS và

Online-OPE.

4.3.2. Đánh giá thực nghiệm

Phần này được dành cho việc điều tra các hành vi thực tế của BOPE và sự

hữu ích khi sử dụng BOPE để thiết kế thuật toán học ngẫu nhiên mới học các

mô hình chủ đề ở quy mô lớn.

Các thuật toán suy diễn: Chúng tôi tiến hành so sánh thuật toán suy diễn

BOPE với các phương pháp suy diễn đương đại như: Variational Bayes (VB)

[39], Collapsed variational Bayes (CVB0) [42], Collapsed Gibbs sampling (CGS)

[43], Online maximum a Posterior Estimation (OPE)[28]. Một số nghiên cứu

trước đây như [42, 43, 109] đã chỉ ra CVB0 và CGS có hiệu quả tốt cho bài toán

suy diễn. Do đó, chúng có thể được coi là phương pháp suy diễn tiên tiến nhất.
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Bộ dữ liệu Kích thước bộ dữ liệu Độ dài văn bản TB Từ điển V
New York Times 300,000 325.13 102,661
PubMed 330,000 65.12 141,044
Yahoo 517,770 4.73 24,420
Twitter 1,457,687 10.14 89,474
NYT-Titles 1,664,127 5.15 55,488

Bảng 4.2: Bảng mô tả năm bộ dữ liệu thực nghiệm

Các phương pháp học: Chúng tôi tiến hành các thực nghiệm để điều tra tính

hiệu quả của Online-BOPE khi so sánh với các phương pháp học ngẫu nhiên

khác như: Online-CGS [43], Online-CVB0 [100], Online-VB [32], Online-OPE

[28]. Online-CGS là một thuật toán lai, trong đó CGS được sử dụng để ước tính

phân phối biến cục bộ (z) trong tài liệu và VB được sử dụng để ước tính phân

phối biến toàn cục (λ). Online-CVB0 là phiên bản trực tuyến của thuật toán

"batch" trong [42], trong đó suy diễn cho một văn bản được thực hiện bởi CVB0

còn Online-VB là một thuật toán học ngẫu nhiên mà suy diễn cho một văn bản

được thực hiện bởi thuật toán VB.

a. Các bộ dữ liệu thực nghiệm

Chúng tôi tiếp tục xem xét hiệu quả của thuật toán BOPE về mặt thực

nghiệm. Trong các thực nghiệm, chúng tôi sử dụng năm bộ dữ liệu văn bản lớn

thuộc 2 nhóm: dữ liệu văn bản dài (bao gồm các văn bản như các bài báo có độ

dài văn bản không quá ngắn thường từ vài chục đến vài trăm từ trên một văn

bản) và dữ liệu văn bản ngắn (bao gồm các văn bản có độ dài văn bản rất ngắn,

trung bình chỉ khoảng 5-10 từ trên một văn bản). Mô tả chi tiết cho từng tập

dữ liệu được hiển thị trong Bảng 4.2.

• Dữ liệu văn bản dài: Chúng tôi sử dụng hai bộ dữ liệu văn bản dài: PubMed

bao gồm 330.000 bài viết liên quan về sức khỏe từ PubMed Central và New

York Times (NYT) bao gồm 300.000 bài tin tức của thời báo New York

Times1. Các văn bản của các bộ dữ liệu này là các bài báo nên độ dài của

các văn bản thường lớn (từ vài chục đến vài trăm từ trên một văn bản).

• Dữ liệu văn bản ngắn: Chúng tôi sử dụng ba bộ dữ liệu lớn gồm các văn

bản ngắn để đánh giá [110]: Yahoo question bao gồm các câu hỏi từ mạng

hỏi đáp của Yahoo; Twitter Tweets bao gồm các bài tweets từ mạng xã hội

twitter; NYT-Titles bao gồm các tiêu đề của các bài báo trong tờ thời báo

New York Times2. Các bộ dữ liệu này được tiền xử lý bằng cách mã hóa,

loại bỏ các từ dừng, loại bỏ các từ có tần số thấp (xuất hiện trong ít hơn 3

văn bản) và xóa các văn bản cực ngắn (dưới 3 từ).

1Hai bộ dữ liệu này được lấy từ nguồn http://archive.ics.uci.edu/ml/datasets
2Ba bộ dữ liệu ngắn được lấy từ nguồn: answer.yahoo.com, twitter.com và www.nytimes.com
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Các văn bản ngắn đặt ra những khó khăn khác nhau đối với các bài toán

phân tích văn bản [110, 111, 112]. Do đó, việc sử dụng cả văn bản dài và văn

bản ngắn trong cuộc điều tra của chúng tôi sẽ cho thấy rõ hơn hiệu suất của các

phương pháp mới đề xuất so với các phương pháp đối sánh. Đối với mỗi tập dữ

liệu, chúng tôi lấy ngẫu nhiên 1000 văn bản để kiểm tra và sử dụng phần còn

lại để huấn luyện.

b. Thiết lập tham số

• Tham số mô hình: Chúng tôi thiết lập số chủ đề K = 100, siêu tham số

α = 1
K và tham số Dirichlet η = 1

K . Các tham số này thường được sử dụng

trong các mô hình chủ đề. Sự lựa chọn (α, η) như vậy đã được quan sát là

hoạt động tốt trong nhiều nghiên cứu trước đây [92, 32, 100].

• Tham số suy diễn: Chúng tôi chọn tham số Bernoulli p ∈ {0.1, 0.2, .., 0.8, 0.9}
và số lần lặp của thuật toán suy diễn là T = 50. Nhiều nhất 50 lần lặp để

BOPE, OPE và VB thực hiện suy diễn. Chúng tôi sẽ dừng thuật toán VB

nếu sự cải thiện của giới hạn dưới không tốt hơn 10−4. 50 mẫu đã được sử

dụng trong CGS trong đó 25 mẫu đầu tiên bị loại bỏ và số còn lại được sử

dụng để xấp xỉ phân phối hậu nghiệm. 50 lần lặp được sử dụng để suy diễn

trong CVB0. Số lượng mẫu/lần lặp đó thường đủ để thu được kết quả suy

diễn tốt [43, 100].

• Tham số học: Chúng tôi thiết lập kích thước mini-batch S = |Ct| = 5000,

κ = 0, 9, τ = 1. Sự lựa chọn các tham số học này đã được tìm thấy dẫn đến

hiệu suất cạnh tranh của Online-VB [32] và Online-CVB0 [100]. Do đó, nó

đã được sử dụng trong thực nghiệm của chúng tôi để tránh sự thiên vị có

thể xảy ra. Chúng tôi đã sử dụng các giá trị mặc định cho một số tham số

khác trong Online-CVB0.

c. Độ đo đánh giá thực nghiệm

Chúng tôi tiếp tục sử dụng hai độ đo Log Predictive Probability (LPP) [43]

và Normalised Pointwise Mutual Information (NPMI) [102]. Nếu LPP đo lường

tính dự đoán và khái quát hóa của một mô hình đối với dữ liệu mới thì NPMI

đánh giá chất lượng ngữ nghĩa của một chủ đề riêng lẻ. Độ đo LPP và NPMI

càng cao càng tốt thể hiện phương pháp học càng hiệu quả. Chi tiết về cách

tính các độ đo này được trình bày trong Phụ lục A và B.

d. Kết quả thực nghiệm

Theo hiểu biết của chúng tôi, thuật toán suy diễn đóng vai trò quan trọng

trong các thuật toán học LDA. Do vậy đánh giá hiệu quả của thuật toán suy
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Hình 4.1: Kết quả của Online-BOPE với giá trị tham số Bernoulli p khác nhau trên bộ dữ liệu New
York Times và PubMed với độ đo LPP và NPMI. Độ đo càng cao thể hiện mô hình càng tốt.

diễn BOPE sẽ được xem xét gián tiếp thông qua hiệu quả của thuật toán học

Online-BOPE.

Trước tiên, chúng tôi tiến hành xem xét vai trò của tham số Bernoulli p trong

BOPE. Chúng tôi chọn giá trị của p rời rạc trong tập {0.1, 0.2, .., 0.9} và thực

hiện thuật toán học Online-BOPE trên năm bộ dữ liệu. Chúng tôi phát hiện ra

rằng p ảnh hưởng rất nhiều đến hiệu suất của thuật toán học (hay bản chất là

thuật toán suy diễn) trên cả hai loại dữ liệu là văn bản dài và văn bản ngắn.

Kết quả của Online-BOPE trên bộ dữ liệu New York Times và PubMed được

chỉ ra trong Hình 4.1.

Theo Hình 4.1, chúng tôi thấy rằng hai độ đo LPP và NPMI của thuật toán

học Online-BOPE thay đổi theo giá trị của tham số Bernoulli p, điều đó phản

ánh tham số Bernoulli p có tác động đến hiệu quả của BOPE. Đặc biệt, sự khác

biệt đó được thấy rõ hơn trên trên độ đo NPMI và trên bộ PubMed. Có thể lý

giải sự khác biệt trên PubMed rõ hơn New York Times là do ảnh hưởng của độ

dài văn bản trong mỗi tập dữ liệu. Mặc dù New York Times và PubMed đều là

các bộ dữ liệu văn bản dài, tuy nhiên bộ PubMed có độ dài trung bình của các

văn bản chỉ khoảng 65 từ/văn bản trong khi đó độ dài trung bình của các văn

bản trong New York Times khoảng 325 từ/văn bản. Như vậy bộ PubMed có độ

dài văn bản ngắn hơn bộ New York Times khá nhiều. Như vậy thay đổi tham

số Bernoulli p góp phần điều chỉnh tỷ lệ thành phần likelihood và prior trong

hàm mục tiêu của bài toán MAP cần tối ưu.

Theo các nghiên cứu trước đây [28, 113], mô hình LDA thường không làm
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Hình 4.2: Kết quả của Online-BOPE với giá trị tham số Bernoulli p khác nhau trên độ đo LPP và
NPMI và trên các bộ dữ liệu văn bản ngắn. Độ đo càng cao càng tốt.

việc tốt trên các dữ liệu ngắn, thậm chí xảy ra hiện tượng quá khớp. Với cách

thiết kế của BOPE, chúng tôi chỉ ra rằng Online-BOPE có thể giúp LDA làm

việc tốt hơn trên các dữ liệu NYT-Titles, Twitter tweets và Yahoo question. Đây

là ba bộ dữ liệu có trung bình dộ dài văn bản ngắn, chỉ khoảng 4-10 từ/văn bản.

Chi tiết kết quả được trình bày trong Hình 4.2.

Thông qua Hình 4.2, chúng tôi cho thấy rằng tham số Bernoulli p có tác động

lớn đến hiệu quả của Online-BOPE, đặc biệt là trên bộ dữ liệu văn bản ngắn.

Thực nghiệm trên bộ dữ liệu NYT-Titles, Twitter và Yahoo question, chúng tôi

thấy khi chọn p có xu hướng gần 1, chẳng hạn như p = 0.9 trong thực nghiệm thì

Online-BOPE thường cho kết quả cao hơn. Đây là một gợi ý để chúng ta chọn

tham số Bernoulli p phù hợp cho BOPE. Đồng thời, điều này hoàn toàn phù

hợp với cơ sở lý thuyết của thuật toán BOPE đã được chứng minh ở trên. Đó là

khi làm việc với các bộ dữ liệu có độ dài văn bản ngắn, chúng ta cần phải khai

thác triệt để thành phần likelihood (trong trường hợp này các văn bản ngắn

nên thành phần likelihood không chứa nhiều thông tin về của dữ liệu quan sát),

đồng thời p lớn giúp cho thành phần hiệu chỉnh đủ nhỏ giúp cho thuật toán hiệu

quả và tránh được hiện tượng quá khớp.

LDA có thể phù hợp với các bộ dữ liệu văn bản lớn bằng cách sử dụng tối ưu

hóa ngẫu nhiên [114, 32]. Tuy nhiên, LDA có thể thất bại khi đối mặt với các bộ

dữ liệu có lượng từ điển lớn nhưng độ dài văn bản ngắn. Chúng tôi đánh giá hiệu

quả của BOPE ước lượng MAP trong các mô hình chủ đề thông qua Online-

BOPE để học LDA sử dụng hai độ đo LPP và NPMI. Hơn nữa, chúng tôi so
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Hình 4.3: Kết quả của các phương pháp học ngẫu nhiên trên New York Times và PubMed. Độ đo cao
hơn thì tốt hơn. Chúng tôi nhận thấy Online-BOPE thường cho kết quả tốt nhất.

sánh Online-BOPE với các thuật toán học khác như Online-VB, Online-CVB0,

Online-CGS và Online-OPE. Tất cả các thực nghiệm được tiến hành trên cả hai

loại dữ liệu văn bản ngắn và văn bản dài.

Với dữ liệu văn bản dài: Chúng tôi so sánh Online-BOPE với Online-VB,

Online-CVB0, Online-CGS và Online-OPE trên hai bộ dữ liệu New York Times

và PubMed. Kết quả chi tiết được mô tả trong Hình 4.3.

Theo Hình 4.3, chúng tôi thấy rằng độ đo LPP và NPMI của các phương

pháp học đều tăng theo số lượng văn bản đã học. Lý giải cho vấn đề này chính

là mô hình LDA thường sử dụng giả thiết về sự đồng xuất hiện của hai từ trong

cùng một văn bản, do đó LDA phù hợp với dữ liệu thông thường như New York

Times và PubMed. Tuy nhiên, có sự khác biệt rất lớn về độ đo LPP và NPMI của

Online-BOPE so với các phương pháp học khác như Online-VB, Online-CVB0,

Online-CGS và Online-OPE, nhất là trên bộ PubMed. Điều này giải thích rằng

với tham số Bernoulli p phù hợp thì BOPE đặc biệt phù hợp với các bộ dữ liệu

với văn bản không quá dài tức là có thành phần likelihood và prior không quá

chênh lệch. Bởi vì tham số Bernoulli p kiểm soát và điều chỉnh tỷ lệ likelihood

và prior cho phù hợp trong ước lượng MAP.

Với dữ liệu văn bản ngắn: Chúng tôi tiếp tục điều tra tính hiệu quả của Online-

BOPE trên tập các văn bản ngắn như Twitter, NYT-Titles, Yahoo (xem Hình

4.4). Chúng tôi cho thấy rằng BOPE giúp Online-BOPE tốt hơn các phương

pháp so sánh trên các văn bản ngắn ở một số khía cạnh như tính dự đoán, tính

tổng quát và ngăn chặn sự quá khớp.
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Hình 4.4: Kết quả của các phương pháp học ngẫu nhiên trên các bộ dữ liệu văn bản ngắn: NYT-Titles,
Twitter và Yahoo. Chúng tôi thấy Online-BOPE thường cho kết quả tốt nhất trên cả hai độ đo LPP
và NPMI.

Chúng tôi quan sát thấy sự quá khớp của Online-VB và Online-CVB0 trong

Hình 4.4. Cụ thể chúng tôi thấy độ đo LPP và NPMI của Online-VB và Online-

CVB0 bị giảm theo số lượng văn bản học trong khi độ đo LPP và NPMI của

Online-CGS, Online-OPE và Online-BOPE vẫn luôn tăng theo số lượng văn bản

học được. Điều đó có nghĩa là khả năng tổng quát của mô hình giảm khi học

bởi Online-VB và Online-CVB và trên ba bộ dữ liệu văn bản ngắn, đặc biệt là

NYT-Titles và Yahoo.

Chúng tôi tiến hành huấn luyện mô hình trên mỗi bộ dữ liệu 5 lần (5

epochs) và ghi lại kết quả thực hiện thuật toán học trong Hình 4.5. Đối với

mỗi tập dữ liệu, chúng tôi đã thực hiện Online-BOPE với tham số Bernoulli

p ∈ {0.1, 0.2, .., 0.9} sau đó ghi lại kết quả tốt nhất (ký hiệu là Online-BOPE-max)

và kết quả tồi nhất (ký hiệu là Online-BOPE-min) và so sánh với Online-VB,

Online-CVB và Online-CGS.

Chúng tôi phát hiện được chất lượng của Online-BOPE vẫn tốt sau 5 epochs.

Tuy nhiên, hiện tượng quá khớp của Online-VB và Online-CVB0 xảy ra càng

nhiều. Độ đo LPP và NPMI của Online-VB và Online-CVB0 có xu hướng giảm

mạnh theo số văn bản huấn luyện, nhất là độ đo LPP, tức là khả năng tổng quát

của mô hình giảm dần theo số văn bản học và số epochs. Từ Hình 4.5, chúng

tôi cũng thấy hiện tượng over-fitting xảy ra nhất trên bộ NYT-Titles và Yahoo.

Đây là hai bộ dữ liệu có độ dài văn bản rất ngắn, trung bình chỉ khoảng 4 đến

5 từ trên một văn bản). Chúng tôi có thể lý giải kết quả trong Hình 4.4 và Hình

4.5 như sau:
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Hình 4.5: Kết quả của các phương pháp học ngẫu nhiên trên các dữ liệu văn bản ngắn: NYT-Titles,
Twitter và Yahoo sau 5 epochs. Chúng tôi phát hiện ra rằng Online-BOPE cho kết quả tốt nhất.

• Nhóm Online-VB và Online-CVB0 có bước suy diễn là tất định, mặc dù

thuật toán suy diễn CVB0 có một chút xấp xỉ "nhiễu" trong công thức cập

nhật Nθ
dk, tuy nhiên mục đích chính của thuật toán suy diễn này đó là tìm

ra φkdn theo công thức đã cho;

• Nhóm Online-CGS, Online-OPE và Online-BOPE có bước suy diễn tương

ứng là CGS, OPE và BOPE tiếp cận theo hướng lấy mẫu ngẫu nhiên hoặc

sử dụng phân phối ngẫu nhiên.

Như vậy, nhóm thuật toán suy diễn ngẫu nhiên cho kết quả vượt trội hơn hẳn so

với nhóm suy diễn tất dịnh, đồng thời không gặp hiện tượng quá khớp. Hơn nữa,

Online-BOPE cho kết quả cao hơn Online-CGS và Online-OPE. Đạt được điều

đó là do BOPE đã kế thừa những đặc tính tốt của OPE như đảm bảo lý thuyết

về sự hội tụ nhanh, sự ổn định, không làm thay đổi biến toàn cục khi thực hiện

suy diễn với từng văn bản riêng lẻ. Phân phối Bernoulli với tham số p ∈ (0, 1)

và hai biên ngẫu nhiên giúp thuật toán có tính tổng quát tốt, tính tương thích

với các bộ dữ liệu và mô hình cao hơn, đồng thời góp phần đẩy nhanh tốc độ

hội tụ. Một ưu điểm của BOPE chính là sự đóng góp của phân phối Bernoulli

với tham số p ∈ (0, 1). Nó đóng vai trò là tham số hiệu chỉnh giúp BOPE có vai

trò của một kỹ thuật hiệu chỉnh giúp thoát khỏi hiện tượng quá khớp hiệu quả

nhất.
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4.4. Áp dụng BOPE cho bài toán hệ gợi ý

Chúng tôi đã thành công khi ứng dụng BOPE để giải bài toán MAP trong

phân tích văn bản, đặc biệt khi phải đối mặt với các bộ dữ liệu văn bản ngắn.

Với mục đích làm rõ hơn hiệu quả của BOPE khi có thể áp dụng trên nhiều mô

hình, chúng tôi tiếp tục điều tra BOPE khi ứng dụng giải bài toán MAP trong

mô hình CTMP (viết tắt của Collaborative Topic Model for Poisson distributed

ratings model) [115]. Biết rằng CTMP là một mô hình lai có nhiều ưu thế vượt

trội trong bài toán hệ gợi ý.

4.4.1. Mô hình CTMP

Hệ thống gợi ý (recommender system) là một hệ thống có khả năng gợi ý các

sản phẩm (items) mà nó cho rằng phù hợp đối với người dùng (user) dựa trên

một số tiêu chí nào đó. Ví dụ, dựa trên lịch sử giao dịch người dùng hoặc những

người dùng có những hành vi tương tự, hệ gợi ý sẽ tính toán và đưa ra dự đoán

về độ phù hợp của sản phẩm nào đó và dựa trên những kết quả đó đưa ra những

gợi ý cho người dùng. Các thành phần cơ bản của một bài toán gợi ý bao gồm:

• Một lượng hữu hạn U người dùng và I sản phẩm.

• Các thông tin về người dùng: hồ sơ cá nhân, tuổi, giới tính, sở thích,...

• Các thông tin về sản phẩm: tên sản phẩm, mô tả, danh mục, thể loại,...

• Ma trận tương tác R giữa người dùng và sản phẩm, các tương tác ở đây

là các hành động của người dùng đối với sản phẩm, ví dụ như: xem, chọn,

mua, hoặc đánh giá sản phẩm,...

Hai hướng tiếp cận truyền thống để xây dựng hệ gợi ý: Lọc dựa trên nội dung

(Content-based filtering) và lọc cộng tác (Collaborative filtering). CTMP [115]

là một mô hình gợi ý xây dựng dựa trên ý tưởng kết hợp sử dụng nội dung mô

tả sản phẩm trước khi đưa vào phân rã Poisson. Việc thông tin mô tả sản phẩm

của mô hình CTMP được khai thác thông qua mô hình LDA và tận dụng những

ưu điểm của phương pháp phân rã Poisson phân cấp. Chúng tôi sẽ sử dụng các

ký hiệu sau trong phần này:

• U, J : Số lượng người dùng và sản phẩm tương ứng trong bộ dữ liệu.

• wj = {cνj }Vν=1: Biểu diễn "bag-of-word" cho item j trong đó cνj biểu thị tần

suất của từ ν trong nội dung/mô tả của mục j.

• V : Kích thước từ điển của nội dung sản phẩm.

• D = {ruj , wj}U,Ju=1,j=1: bộ dữ liệu xếp hạng ngầm định ruj và nội dung mục

(wj). Xếp hạng được biểu thị bằng ma trận R = {ruj}U×J , cho biết xếp hạng
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Hình 4.6: Mô hình Collaborative Topic Model for Poisson distributed ratings (CTMP).

mà người dùng u đã đưa ra cho mục j. Mỗi xếp hạng ruj có thể có giá trị

1 (cho biết rằng người dùng u thích sản phẩm j) hoặc 0 (chỉ ra rằng người

dùng u không thích điều đó hoặc đơn giản là không biết về mặt hàng j).

• K: Số chủ đề

• β = {βkν}K×V : Biểu diễn chủ đề. Mỗi chủ đề k là một phân phối trên bộ từ

điển, và nó được biểu diễn bởi véc tơ βk = {βkν}V×1 (
∑V

ν=1 βkν = 1, βkν ≥ 0)

• θ1:j: Biểu diễn nội dung sản phẩm ở mức chủ đề. Véc tơ θj = {θjk}K×1 là

một phân phối trên các chủ đề (
∑K

k=1 θjk = 1, θjk ≥ 0), là một biểu diễn

khác của nội dung sản phẩm trong không gian chủ đề.

Các hệ thống đề xuất thường sử dụng phản hồi từ người dùng để đưa ra gợi

ý về các sản phẩm. Các phản hồi có thể được cung cấp rõ ràng hoặc ngầm định

bởi người dùng. Một số hệ thống cũng sử dụng nội dung văn bản, chẳng hạn như

mô tả sản phẩm hoặc nội dung tin tức, để hiểu thêm về sở thích của người dùng

và sau đó đưa ra gợi ý chính xác. Các hệ thống dựa trên bộ lọc cộng tác chủ yếu

chỉ sử dụng phản hồi của người dùng, trong khi đó một hệ thống kết hợp có thể

sử dụng cả phản hồi và nội dung. Nhóm tác giả trong [115], đã xây dựng mô

hình CTMP (Collaborative Topic Model for Poisson) dựa trên ý tưởng kết hợp

hai mô hình CTR [116] và CTPF [117] nhằm tận dụng những ưu điểm của cả

hai mô hình và hạn chế tối đa những nhược điểm của từng mô hình. CTMP là

sự kết hợp giữa kỹ thuật mô hình hóa chủ đề (sử dụng LDA) để sinh nội dung

cho mỗi sản phẩm và phân tích Poisson để biểu diễn cho dữ liệu rating rời rạc.

Chúng ta có thể dễ dàng nhận thấy việc sử dụng mô hình hóa lấy ý tưởng từ mô

hình CTR và phân tích Poisson lấy ý tưởng từ mô hình CTPF. Mô hình sinh

của CTMP cụ thể như sau:

Mô hình sinh của CTMP cụ thể như sau:

1. Với mỗi người dùng u, lấy ηu trong đó ηuk ∼ Gamma(e, f)

90



2. Với mỗi item j:

(a) Lấy véc tơ tỷ lệ chủ đề θj ∼ Dirichlet(α)

(b) Với từ thứ n của sản phẩm j:

i. Lấy chỉ số chủ đề zjn ∼ Categorical(θj)

ii. Lấy wjn ∼ Categorical(βzjn)

(c) Lấy nhân tố ẩn µj ∼ N (θj ,λ
−1IK)

3. Với mỗi cặp user-item (u, j), lấy ruj ∼ Poisson(ηTu µj)

Học CTMP: Chúng ta đã biết tính toán chính xác phân phối hậu nghiệm

của các biến ẩn:

P (θ, µ, η|D,α,β,λ, e, f) =
P (θ, µ, η,D|α,β,λ, e, f)

P (D|α, β,λ, e, f)
(4.14)

là không khả thi, nên suy diễn chính xác là không thể. Có hai cách tiếp cận

chính: ước lượng điểm bằng cách ước lượng tối đa xác suất hậu nghiệm (MAP)

hoặc học Bayes đầy đủ bằng các phương pháp gần đúng như lấy mẫu MCMC

và phương pháp biến phân [75]. Trong quá trình học mô hình CTMP, chúng ta

phải cập nhật véc tơ tỷ lệ chủ đề θj. Theo [115], tính ước lượng điểm của tỷ lệ

chủ đề địa phương θj từ hàm mục tiêu:

g(θj) = (α− 1)
∑
k

log θjk +
∑
ν

cνj log

(∑
k

θjkβkν

)
− λ

2
‖θj − µj‖22 (4.15)

Chúng tôi phát hiện ra rằng hàm mục tiêu g(θj) không phải là lồi khi α < 1.

Trong [115], các tác giả đã sử dụng OPE [28] để tìm tối ưu θj. Lưu ý rằng OPE

là một thuật toán tối ưu hóa lặp, là biến thể ngẫu nhiên của thuật toán Frank-

Wolfe. OPE cung cấp lợi thế đáng kể cho tính toán, với tốc độ hội tụ nhanh

O(1/T ) và chất lượng đã được chứng minh. Ký hiệu:

g1 = (α− 1)
∑
k

log θjk +
∑
ν

cνj log

(∑
k

θjkβkν

)
, g2 = −λ

2
‖θj − µj‖22

khi đó hàm mục tiêu g(θj) trong (4.15) được viết lại dưới dạng g = g1 + g2.

Như đã đề cập ở trên, chúng tôi nhận thấy BOPE có nhiều ưu thế vượt trội

hơn OPE. Vì vậy, chúng tôi có thể áp dụng BOPE để học θj trong mô hình

CTMP thay thế OPE đã thực hiện trong [115]. Chi tiết của thuật toán học

CTMP được trình bày trong Thuật toán 4.5.

4.4.2. Đánh giá thực nghiệm

Nhóm tác giả trong [115] đã sử dụng thuật toán OPE để học tham số θj

trong mô hình CTMP. Chúng tôi đã chứng minh được thuật toán BOPE cải
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Thuật toán 4.5 Học CTMP bằng phương pháp Coordinate ascent

Đầu vào: Dữ liệu quan sát w, r, tham số Bernoulli p ∈ (0, 1) và siêu tham sốα, λ, e và f
Đầu ra: Ước lượng θ, µ, φuj , shpuk, rteuk and β
1: Khởi tạo: Khởi tạo θ,β bằng các ước lượng tương ứng từ LDA [39].
2: repeat
3: for j = 1 : J do
4: Cập nhật θj bằng thuật toán BOPE
5: Cập nhật µj theo như bài báo [115]
6: end for
7: for u=1:U, k=1:K do
8: Cập nhật tham số biến phân theo như Bảng 2 trong bài báo [115].
9: φujk ∝ exp[logµjk + ψ(shpuk)− log(rteuk)] ∀j nếu ruj > 0

10: shpuk ← e+
∑
j rujφuj

11: rteuk ← f +
∑
j ruj

12: βkν ∝
∑
j c
ν
j θjk ,∀k, ν

13: end for
14: until hội tụ.

tiến hiệu quả hơn OPE trên nhiều phương diện như tính linh hoạt, có khả năng

tổng quát hóa và hiệu chỉnh cao. Do đó trong phần này, chúng tôi đánh giá hiệu

quả thực nghiệm của việc sử dụng thuật toán BOPE để học tham số θj trong

mô hình CTMP (gọi là CTMP-BOPE) thay thế cho thuật toán OPE trong mô

hình CTMP ban đầu (gọi là CTMP-OPE). Chúng tôi tiến hành đánh giá thực

nghiệm trên bộ dữ liệu CiteUlike và MovieLens 1M và đánh giá hiệu quả mô

hình thông qua hai độ đo: độ chính xác (Precision) và độ bao phủ (Recall) khi

so sánh với các mô hình khác. Chúng tôi thiết lập tham số tiên nghiệm Gamma

e = f = 0, 3 trong tất cả các thực nghiệm.

a. Các bộ dữ liệu thực nghiệm

Chứng minh sự hiệu quả của thuật toán BOPE khi áp dụng vào suy diễn

tham số θj trong mô hình CTMP, chúng tôi tiến hành thực nghiệm mô hình

CTMP trên 2 bộ dữ liệu CiteULike3 và bộ dữ liệu Movielens 1M4. Chi tiết hai

bộ dữ liệu được trình bày trong Bảng 4.3.

• Bộ CiteULike: Bộ dữ liệu về quản lý tài liệu tham khảo khoa học. Bộ

CiteULike chứa các nội dung mô tả dài, trung bình khoảng 66.6 từ trên

một mô tả.

• Bộ MovieLens 1M: Bộ dữ liệu đánh giá phim của người dùng. Bộ Movielens

chứa các nội dung đánh giá của người dùng là các mô tả ngắn, trung bình

chỉ khoảng 4.7 từ trên một mô tả.

3Bộ dữ liệu được lấy từ http://www.citeulike.org/faq/data.adp
4Bộ dữ liệu được lấy từ https://grouplens.org/datasets/movielens/1m/
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Bộ dữ liệu Số người dùng Số sản phẩm Số xếp hạng Độ dài TB mô tả
CiteULike 5,551 16,890 204,986 66.6

MovieLens 1M 6,040 3,952 1,000,209 4.7

Bảng 4.3: Thống kê các bộ dữ liệu thực nghiệm. Độ thưa thớt biểu thị tỷ lệ của các sản phẩm không
có bất kỳ xếp hạng tích cực nào trong mỗi ma trận xếp hạng R.

STT Tham số cố định Tham số Bernoulli p Tham số khảo sát
1 λ = 1000, K = 100 p = 0.9 α ∈ {1, 0.1, 0.01, 0.001, 0.0001}
2 α = 0.01, λ = 1000 p = 0.9 K ∈ {50, 100, 150, 200, 250}
3 λ = 1000, K = 100 p = 0.7 α ∈ {1, 0.1, 0.01, 0.001, 0.0001}
4 α = 1, K = 100 p = 0.7 λ ∈ {1, 10, 100, 1000, 10000}
5 α = 1, λ = 1000 p = 0.7 K ∈ {50, 100, 150, 200, 250}

Bảng 4.4: Các kịch bản khảo sát thực nghiệm của chúng tôi. Mô hình CTMP phụ thuộc vào tham số
tiên nghiệm Dirichlet α, tham số λ và số chủ đề K.

b. Độ đo đánh giá thực nghiệm

Các dự đoán được đánh giá theo độ đo Precision và Recall cho tất cả người

dùng trong bộ thực nghiệm, được đo từ đề xuất top −M . Đề xuất top −M chứa

các sản phẩm có xếp hạng dự đoán nằm trong số M cao nhất. Để thuận tiện,

Precision và Recall tại top-M được viết tắt lần lượt là pre@M và rec@M được

định nghĩa:

prec@M =
1

U

∑
u

M c
u

M

rec@M =
1

U

∑
u

M c
u

Mu

trong đó M c
u là số sản phẩm chính xác xuất hiện trong đề xuất top −M cho

người dùng u và Mu là số sản phẩm mà người dùng u đã đánh giá tích cực.

Chúng tôi dùng cách đánh giá chéo và ghi lại độ đo Precision và Recall trung

bình trên toàn bộ người dùng.

c. Kết quả thực nghiệm

Mặc dù các tác giả trong [115] đã chỉ ra mô hình CTMP tốt hơn mô hình

CTF và CTPF, chúng tôi nghiên cứu CTMP và nhận thấy có thể cải tiến CTMP

tốt hơn nữa bằng cách áp dụng thuật toán BOPE để suy diễn tham số θj trong

mô hình CTMP thay vì thuật toán OPE. Đồng thời chúng tôi xem xét tính hiệu

quả của BOPE thông qua việc khảo sát ảnh hưởng của tham số tiên nghiệm

Dirichlet α, tham số λ và số chủ đề K trong mô hình CTMP.

Chúng tôi cố định tham số λ = 1000, số chủ đề K = 100, khảo sát tham số

tiên nghiệm Dirichlet α ∈ {1, 0.1, 0.01, 0.001, 0.0001}. Kết quả thực nghiệm được

mô tả từ Hình 4.7 đến Hình 4.10.
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Hình 4.7: Ảnh hưởng của tham số tiên nghiệm Dirichlet α đến mô hình CTMP khi sử dụng OPE và
BOPE suy diễn và tiến hành trên bộ CiteULike. Chúng tôi thiết lập tham số λ = 1000, số chủ đề
K = 100 và tham số Bernoulli p = 0.9. Độ đo càng cao càng tốt.

Thông qua các Hình 4.7–4.10 chúng tôi thấy vai trò của tham số α giúp kiểm

soát độ thưa của chủ đề hỗn hợp θ cho mỗi nội dung. Nhận thấy CTMP tương

đối ổn định khi thay đổi α ∈ {0.1, 0.01, 0.001, 0.0001} trên cả hai tập dữ liệu với

hai thuật toán suy diễn OPE và BOPE. Chúng tôi thiết lập mô hình CTMP

xác định với tham số tiên nghiệm Dirichlet α = 1, tham số λ = 1000 và số chủ

đề K = 100, thì khi đó sử dụng thuật toán suy diễn BOPE cho kết quả tốt hơn

OPE trên hai độ đo và trên hai tập dữ liệu. Đây là bằng chứng về hiệu quả của

thuật toán BOPE khi áp dụng trong các hệ thống gợi ý.

Chúng tôi thiết lập tham số tiên nghiệm Dirichlet α = 1, số chủ đề K = 100 và

chọn tham số Bernoulli p = 0.7, sau đó thay đổi tham số λ ∈ {1, 10, 100, 1000, 10000}.
Kết quả thực nghiệm được trình bày từ trong Hình 4.11 và 4.12.

Lưu ý rằng λ là một tham số đặc trưng cho dao động của µ quanh θ. Qua

Hình 4.11 và 4.12, chúng tôi thấy rằng khi thiết lập siêu tham số α = 1 và

K = 100, mô hình CTMP tốt hơn với trường hợp λ = 1 và λ = 10, trong trường

hợp λ = 1000 hoặc λ = 10000 thì mô hình cho kết quả xấu đi. Đồng thời chúng

tôi thấy rằng với các λ thực nghiệm thì CTMP-BOPE luôn cho kết quả tốt hơn

CTMP-OPE, thậm chí trong trường hợp xấu λ = 1000 hay λ = 10000.

Để điều tra ảnh hưởng của số chủ đề K đến mô hình CTMP, chúng tôi thiết

lập tham số tiên nghiệm Dirichlet α = 0.01, tham số λ = 1000 và chọn tham số

Bernoulli p = 0.9, sau đó thay đổi số chủ đề K ∈ {50, 100, 150, 200}. Những kết

quả thực nghiệm này được mô tả trong Hình 4.13 và Hình 4.14.

Chúng tôi tiếp tục tiến hành điều tra sự ảnh hưởng của số chủ đề K khi thiết
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Hình 4.8: Ảnh hưởng của tham số tiên nghiệm Dirichlet α đến mô hình CTMP khi sử dụng OPE và
BOPE suy diễn và tiến hành trên bộ CiteULike. Chúng tôi thiết lập tham số λ = 1000, số chủ đề
K = 100 và tham số Bernoulli p = 0.7 trong BOPE. Độ đo càng cao càng tốt.
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Hình 4.9: Ảnh hưởng của tham số tiên nghiệm Dirichlet α đến mô hình CTMP khi sử dụng OPE và
BOPE là thuật toán suy diễn và tiến hành trên bộ dữ liệu MovieLens 1M. Chúng tôi thiết lập tham
số λ = 1000, số chủ đề K = 100 và tham số Bernoulli p = 0.9. Độ đo càng cao càng tốt.

lập tham số tiên nghiệm Dirichlet α = 1, tham số λ = 1000 và chọn tham số

Bernoulli p = 0.7. Chúng tôi thay đổi số chủ đề K ∈ {50, 100, 150, 200, 250}. Các
kết quả thực nghiệm này được mô tả trong Hình 4.15 và 4.16.

Thông qua Hình 4.15 và Hình 4.16 thấy rằng ảnh hưởng của số chủ đề K rõ

ràng hơn so với α và λ trong mô hình CTMP. Số lượng chủ đề ẩn K thể hiện sự
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Hình 4.10: Ảnh hưởng của tham số tiên nghiệm Dirichlet α đến mô hình CTMP khi sử dụng OPE
và BOPE là thuật toán suy diễn và thực nghiệm trên bộ dữ liệu MovieLens 1M. Chúng tôi thiết lập
tham số λ = 1000, số chủ đề K = 100 và tham số Bernoulli p = 0.7. Độ đo càng cao càng tốt.
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Hình 4.11: Ảnh hưởng của tham số λ đến mô hình CTMP khi sử dụng OPE và BOPE là thuật toán
suy diễn và thực nghiệm trên bộ CiteULike. Chúng tôi thiết lập tham số tiên nghiệm Dirichlet α = 1,
số chủ đề K = 100 và tham số Bernoulli p = 0.7. Độ đo càng cao càng tốt.

phức tạp của mô hình và phụ thuộc vào tập dữ liệu. Qua các Hình 4.13, 4.14,

4.15 và 4.16, chúng tôi thấy rằng CTMP-BOPE thường tốt hơn CTMP-BOPE.

Theo Hình 4.15, CTMP-BOPE đặc biệt tốt hơn CTMP-OPE khi lựa chọn tham

số Bernoulli p = 0.7 và số chủ đề K = 200 hoặc K = 250 và trên bộ dữ liệu

CiteULike.
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Hình 4.12: Ảnh hưởng của tham số λ đến mô hình CTMP khi sử dụng OPE và BOPE là thuật toán
suy diễn và thực nghiệm trên bộ MovieLens 1M. Chúng tôi thiết lập tham số tiên nghiệm Dirichlet
α = 1, số chủ đề K = 100 và tham số Bernoulli p = 0.7. Độ đo càng cao càng tốt.
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Hình 4.13: Ảnh hưởng của số chủ đề K đến mô hình CTMP khi sử dụng OPE và BOPE làm phương
pháp suy diễn và tiến hành trên CiteULike. Chúng tôi thiết lập tham số tiên nghiệm Dirichlet α = 0.01,
tham số λ = 1000 và tham số Bernoulli p = 0.9. Độ đo càng cao càng tốt.

Mô hình CTMP được đặc trưng bởi các tham số tiên nghiệm Dirichlet α,

tham số λ và số chủ đề K. Khi các tham số này thay đổi chúng ta nhận được

một mô hình CTMP khác. Điều tra sự thay đổi của mỗi tham số này chúng tôi

tiến hành cố định hai tham số còn lại. Kết quả thực hiện mô hình CTMP-OPE

và CTMP-BOPE được cho dưới đây. Trong các thực nghiệm này chúng tôi cố
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Hình 4.14: Ảnh hưởng của số chủ đề K đến mô hình CTMP khi sử dụng OPE và BOPE làm phương
pháp suy diễn và tiến hành trên bộ MovieLens 1M. Chúng tôi thiết lập tham số tiên nghiệm Dirichlet
trước α = 0.01, tham số λ = 1000 và tham số Bernoulli p = 0.9. Độ đo càng cao càng tốt.
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Hình 4.15: Ảnh hưởng của số chủ đề K đến mô hình CTMP khi sử dụng OPE và BOPE là phương
pháp suy diễn và tiến hành trên CiteULike. Chúng tôi thiết lập tham số tiên nghiệm Dirichlet α = 1,
tham số λ = 1000 và tham số Bernoulli p = 0.7. Độ đo càng cao càng tốt.

định tham số Bernoulli là p = 0.7 trong thuật toán BOPE.

Thông qua Hình 4.17 và Hình 4.18 chúng tôi thấy sử dụng BOPE làm cho

mô hình CTMP có sự khác biệt nhiều hơn khi thay đổi tham số tiên nghiệm

Dirichlet α so với OPE ban đầu. Điều đó có được chỉ có thể lý giải là do sự có

mặt của tham số phân phối Bernoulli p và chiến lược hai biên ngẫu nhiên trong
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Hình 4.16: Ảnh hưởng của số chủ đề K đến mô hình CTMP khi sử dụng OPE và BOPE là phương
pháp suy diễn và tiến hành trên bộ MovieLens 1M. Chúng tôi thiết lập tham số tiên nghiệm Dirichlet
α = 1, tham số λ = 1000 và tham số Bernoulli p = 0.7. Độ đo càng cao càng tốt.
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Hình 4.17: Cố định λ = 1000, số chủ đề K = 100 và thay đổi tham số tiên nghiệm Dirichlet α ∈
{1, 0.1, 0, 01, 0.001, 0.0001}. Chúng tôi thực nghiệm trên bộ CiteULike và tham số Bernoulli được chọn
p = 0.7 trong BOPE. Độ đo càng cao càng tốt.

thiết kế BOPE. Theo như các kết quả ở trên, nhận thấy với tham số tiên nghiệm

Dirichlet α = 1 cho kết quả thường tốt, nên chúng tôi cố định α = 1 và số chủ

đề K = 100 và khảo sát tham số λ.

Theo Hình 4.19 và Hình 4.20 chúng tôi thấy lựa chọn tham số λ = 1000 hoặc

λ = 10000 không tốt bằng λ = 1 hoặc λ = 10. Mô hình có độ đo thấp khi hệ số λ

quá lớn, chẳng hạn λ = 10000. Đồng thời, BOPE với tham số Bernoulli p = 0.7
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Hình 4.18: Cố định λ = 1000, số chủ đề K = 100 và thay đổi tham số tiên nghiệm Dirichlet α ∈
{1, 0.1, 0, 01, 0.001, 0.0001}. Chúng tôi thực nghiệm trên bộ Movielens 1M và tham số Bernoulli được
chọn p = 0.7 trong BOPE. Độ đo càng cao càng tốt.
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Hình 4.19: Cố định tham số tiên nghiệm Dirichlet α = 1, số chủ đề K = 100 và thay đổi tham số
λ ∈ {1, 10, 100, 1000, 10000}. Chúng tôi thực nghiệm trên bộ CiteULike và tham số Bernoulli được
chọn p = 0.7 trong BOPE. Độ đo càng cao càng tốt.

làm cho độ đo của CTMP-BOPE có sự khác biệt lớn khi thay đổi λ và hơn nữa

cho kết quả cao hơn hẳn CTMP-OPE, đặc biệt trên bộ CiteULike.

Từ Hình 4.21 và 4.22 chúng tôi thấy độ đo của mô hình tốt hơn khi K = 250.

Chú ý rằng với mỗi bộ tham số tiên nghiệm Dirichlet α = 1, tham số λ và số

chủ đề K cho chúng ta một mô hình CTMP cụ thể.

Chúng tôi phát hiện mô hình CTMP sử dụng BOPE (được gọi là CTMP-

BOPE) thường hoạt động tốt hơn CTMP sử dụng OPE (được gọi là CTMP-

OPE) trên cả hai độ đo Precision và Recall. Đây là bằng chứng trực quan về các
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Hình 4.20: Cố định tham số tiên nghiệm Dirichlet α = 1, số chủ đề K = 100 và thay đổi tham số
λ ∈ {1, 10, 100, 1000, 10000}. Chúng tôi thực nghiệm trên bộ Movielens 1M và tham số Bernoulli được
chọn p = 0.7 trong BOPE. Độ đo càng cao càng tốt.
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Hình 4.21: Cố định tham số tiên nghiệm Dirichlet α = 1, λ = 1000 và thay đổi số chủ đề K ∈
{50, 100, 150, 200, 250}. Chúng tôi thực nghiệm trên bộ CiteULike và tham số Bernoulli được chọn
p = 0.7 trong BOPE. Độ đo càng cao càng tốt.

ưu điểm của BOPE với việc sử dụng phân phối Bernoulli và hai giới hạn ngẫu

nhiên khi so sánh với các phương pháp đã đề xuất trước đây.

4.5. Kết luận chương 4

Trong chương này, chúng tôi đã trình bày về thuật toán BOPE thông qua

khai thác tính ngẫu nhiên của phân phối Bernoulli để giải bài toán MAP trong

mô hình đồ thị xác suất. BOPE vẫn đảm bảo chất lượng và tốc độ hội tụ giống
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Hình 4.22: Cố định tham số tiên nghiệm Dirichlet α = 1, λ = 1000 và thay đổi số chủ đề K ∈
{50, 100, 150, 200, 250}. Chúng tôi thực nghiệm trên bộ Movielens 1M và tham số Bernoulli được chọn
p = 0.7 trong BOPE. Độ đo càng cao càng tốt.

như OPE, đó là đặc điểm quan trọng nhất trong số các phương pháp suy diễn

hiện đại. Thông qua các kết quả thực nghiệm, chúng tôi đã chứng minh BOPE

có hiệu quả trong bài toán phân tích văn bản và bài toán hệ thống gợi ý. Chúng

tôi chứng minh được tham số Bernoulli p trong BOPE có vai trò quan trọng

giúp BOPE có những ưu điểm nổi bật như tính hiệu chỉnh và tính linh hoạt tốt,

làm việc được trên nhiều loại dữ liệu văn bản, đặc biệt là văn bản ngắn. Hơn

nữa BOPE giúp hệ thống giảm hay tránh hiện tượng quá khớp. Với bằng chứng

đưa ra về mặt lý thuyết và thực nghiệm, chúng tôi xác nhận rằng BOPE là một

ứng cử viên tốt cho bài toán MAP không lồi và hoàn toàn mở rộng cho bài toán

tối ưu không lồi tổng quát. Một số kết quả đề cập trong chương này đã được

chúng tôi trình bày trong bài báo "A fast algorithm for posterior inference with

latent Dirichlet allocation" đăng trên kỷ yếu hội thảo quốc tế ACIIDS 2018 và

trong bài báo "Bernoulli randomness in MAP estimation, and its application to

text analysis and recommender systems" chuẩn bị gửi đăng trên tạp chí quốc tế

uy tín.
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KẾT LUẬN

Trong luận án chúng tôi đã nghiên cứu về bài toán cực đại hóa xác suất hậu

nghiệm (MAP) không lồi thường xuất hiện trong học máy. Qua đó chúng tôi

đã tìm hiểu các cách tiếp cận giải bài toán MAP không lồi. Trên cơ sở đó, luận

án đã đề xuất được một số thuật toán ngẫu nhiên giải hiệu quả bài toán MAP

không lồi trong một số mô hình xác suất. Sự hiệu quả của các thuật toán đề

xuất được xem xét đầy đủ trên cả hai khía cạnh lý thuyết và thực nghiệm. Các

thuật toán đề xuất được chứng minh đảm bảo hội tụ với tốc độ nhanh thông

qua công cụ ý thuyết xác suất thống kê và lý thuyết tối ưu. Thông qua thực

nghiệm triển khai bài toán suy diễn hậu nghiệm trong mô hình chủ đề trên năm

bộ dữ liệu lớn và triển khai bài toán MAP với mô hình CTMP trong hệ gợi ý,

chúng tôi đảm bảo rằng các đề xuất hiệu quả cao hơn và có khả năng áp dụng

tốt so với các phương pháp đương đại. Thông qua nghiên cứu kỹ lưỡng về mặt

lý thuyết và thực nghiệm đã chứng minh được tính ưu việt của các thuật toán

đề xuất.

A. Kết quả đạt được của luận án

Với kết cấu luận án gồm 4 chương, các kết quả chính đạt được của luận án

có thể được tóm tắt như sau:

(1) Luận án đề xuất một nhóm thuật toán tối ưu ngẫu nhiên đặt tên là OPE1,

OPE2, OPE3 và OPE4 dựa trên phân phối đều cùng với kết hợp hai biên

ngẫu nhiên để giải bài toán suy diễn hậu nghiệm với mô hình chủ đề, trong

đó OPE3 và OPE4 là hiệu quả nhất. Sự hội tụ của OPE3 và OPE4 được

chứng minh nghiêm túc bằng công cụ giải tích, lý thuyết xác suất và tối ưu.

(2) Chúng tôi tiếp tục đề xuất GOPE bằng sử dụng phân phối rời rạc Bernoulli

và lý thuyết xấp xỉ ngẫu nhiên để giải bài toán MAP không lồi. Thuật toán

GOPE có tính linh hoạt và tổng quát do có mặt của tham số Bernoulli

p ∈ (0, 1) đóng vai trò là tham số hiệu chỉnh của thuật toán. Chúng tôi đã

đánh giá sự hiệu quả của GOPE khi áp dụng cho bài toán MAP với mô

hình chủ đề đầy đủ trên hai phương diện lý thuyết và thực nghiệm với dữ

liệu đầu vào lớn và cao chiều.

(3) Đề xuất thuật toán BOPE là một thuật toán ngẫu nhiên hiệu quả có tính

tổng quát, linh hoạt cao vượt trội hơn các thuật toán khác, đặc biệt là hiệu
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chỉnh. Thông qua khai thác ngẫu nhiên Bernoulli và các biên ngẫu nhiên,

chúng tôi đã thu được thuật toán BOPE cho bài toán MAP không lồi trong

các mô hình đồ thị xác suất. Đồng thời BOPE được áp dụng thành công

vào bài toán phân tích văn bản và bài toán hệ gợi ý.

Với các đề xuất chúng tôi thấy rằng các đề xuất đáp ứng tốt các yêu cầu của

thuật toán tối ưu cho bài toán không lồi xuất hiện trong học máy: cách vận hành

thuật toán đơn giản, thích nghi tốt với nhiều mô hình thực tế, có tốc độ hội tụ

nhanh đã được khẳng định thông qua cơ sở lý thuyết và so sánh thực nghiệm.

B. Định hướng phát triển

Các thuật toán tối ưu ngẫu nhiên đề xuất để giải bài toán MAP không lồi

được chúng tôi nghiên cứu đem đến một cách tiếp cận mới mẻ: sử dụng xấp xỉ

ngẫu nhiên, các phân phối xác suất ngẫu nhiên, đưa hàm mục tiêu tất định ban

đầu trở thành đại lượng ngẫu nhiên có thể tính toán hiệu quả. Nhận thấy cách

tiếp cận này phù hợp và thực sự hiệu quả, đặc biệt khi các bài toán MAP không

lồi trong học máy thống kê thường có hàm mục tiêu phức tạp, xuất hiện trong

các mô hình với dữ liệu lớn, cao chiều. Do đó trong thời gian tới, chúng tôi tiếp

tục tập trung phát triển các thuật toán sâu và rộng hơn, theo các hướng:

• Triển khai rộng trên nhiều mô hình bài toán khác trong học máy có dạng

không lồi hay bài toán quy hoạch DC khó giải;

• Nghiên cứu các tính chất ưu việt của các thuật toán đề xuất như tính tổng

quát, tính hiệu quả và khả năng hiệu chỉnh. Từ đó nghiên cứu thuật toán

toàn diện hơn trên hai mặt lý thuyết và thực nghiệm;

• Áp dụng thành công vào một số bài toán ứng dụng như phân tích văn bản,

hệ gợi ý, bài toán nhận dạng trong xử lý ảnh,... Đồng thời phát triển các

nghiên cứu không chỉ làm việc trên các dữ liệu văn bản mà có thể mở rộng

trên nhiều loại dữ liệu đa dạng và phức tạp hơn đáp ứng tốt hơn các nhu

cầu của các bài toán thực tế.
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Phụ lục

A. Độ đo Log Predictive Probability

Độ đo Log Predictive Probability (LPP) cho thấy tính dự đoán và khái quát

của mô hình M trên dữ liệu mới. Việc tính toán phép đo này được thực hiện

theo bài báo [43]. Đối với mỗi tài liệu trong bộ dữ liệu thực nghiệm, chia ngẫu

nhiên thành hai phần riêng wobs và who với tỷ lệ 80 : 20. Tiếp theo, suy luận về

wobs để có được ước tính E(θobs). Sau đó, xấp xỉ xác suất dự đoán là

P (who|wobs,M) '
∏

(w∈who)

K∑
k=1

E(θobsk )E(βkw) (A1)

Log Predictive Probability = log
P (who|wobs,M)

|who|
(A2)

trong đóM là mô hình cần đo. Ước tính E(βk) ∝ λk cho các phương pháp học

tập duy trì phân phối biến phân (λ) theo các chủ đề. LPP được tính trung bình

từ 5 lần chạy ngẫu nhiên, mỗi lần thực hiện kiểm tra trên 1000 tài liệu văn bản.

B. Độ đo Normalised Pointwise Mutual Information

Độ đo Normalised Pointwise Mutual Information (NPMI) giúp chúng ta thấy

được sự gắn kết hoặc chất lượng ngữ nghĩa của các chủ đề riêng lẻ. Theo [118],

NPMI tốt với đánh giá về tính có thể hiểu của các mô hình chủ đề. Với mỗi chủ

đề t, lấy tập {w1, w2, . . . , wn} của top n thuật ngữ với xác suất cao nhất. Sau đó

tính:

NPMI(t) =
2

n(n− 1)

n∑
j=2

j−1∑
i=1

log
P (wj ,wi)
P (wj)P (wi)

− logP (wj , wi)
(B1)

trong đó P (wi, wj) là xác suất để term wi và wj xuất hiện cùng nhau trong một

văn bản. Ước lượng những xác suất này từ tập huấn luyện. Trong các thực

nghiệm, chọn top n = 10 từ ngữ cho mỗi chủ đề. Toàn bộ NPMI của mô hình

với K chủ đề được tính trung bình như sau:

NPMI =
1

K

K∑
t=1

NPMI(t) (B2)
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